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ABSTRACT: To evaluate the urban solid waste management program, identifying the factors that affect 
the production of urban waste plays a vital role. Knowing the factors affecting the production of urban 
waste and determining the importance of each factor allows the decision-makers to take the necessary 
measures. The purpose of this research is to investigate the factors affecting waste production, including 
geographical, social, meteorological, cultural, and economic parameters, and to find their relationship 
with waste production. Also, finding the factors that have the greatest impact on waste production in 
Tehran and getting to know them more is one of the goals of this research. In this research, various 
factors affecting the production of urban waste are identified and the information related to these factors 
and how they affect the production of waste are evaluated, and the correlation of each of these factors 
with production waste has been obtained by using Python software and creating a heat map. Then, the 
quantitative modeling of urban waste in Tehran City using smart regression models, artificial neural 
networks, support vector machine, and deep learning was discussed and the results and errors obtained 
from them were analyzed. Using the information sources available in domestic and reliable scientific 
centers as well as organizations related to this research (related specialized companies, municipalities), 
available studies in Iran, and some sources and studies available in reliable scientific research sites 
related to the subject. Abroad, it has been investigated in the field of urban waste. 
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1- Introduction
The rapid increase in migration to megacities in 

developing countries, coupled with inadequate environmental 
infrastructure, has resulted in numerous ecological challenges. 
One of the most significant issues is the management of solid 
waste in urban areas. Urban solid waste management plays a 
critical role in achieving sustainable development goals. The 
rapid pace of urbanization, population growth, and economic 
development has led to the generation of substantial amounts 
of municipal solid waste (MSW) that require proper 
treatment and disposal. However, creating an effective MSW 
management system in megacities is challenging due to 
the heterogeneous nature of waste and the involvement of 
uncertain factors. Neglecting this issue can pose significant 
risks to public health [1].

The first step in designing an accurate and efficient 
waste management strategy is to gain a comprehensive 
understanding of the quantity and quality of waste from 
physical, chemical, and biological perspectives. This 
knowledge is critical for evaluating, designing, and selecting 
appropriate equipment for disposal, recycling, and energy 
recovery processes. Predicting waste generation, especially 
in the absence of prioritized recycling programs, is vital for 

determining investment requirements for machinery, storage, 
transfer stations, and landfill capacity. Developing reliable 
models that account for factors such as population changes, 
economic feasibility, and recycling can significantly enhance 
waste management strategies [2].

Traditional waste management processes are 
complex, nonlinear, and influenced by technical, climatic, 
environmental, demographic, socio-economic, and legal 
factors. Recently, artificial intelligence (AI) techniques 
have emerged as alternative computational approaches for 
addressing these challenges. AI models, such as Artificial 
Neural Networks (ANNs), expert systems, genetic algorithms, 
and fuzzy logic, have demonstrated efficiency in handling 
uncertain data, learning from experience, and managing 
incomplete information. For instance, ANNs are capable 
of classifying and predicting waste data, while fuzzy logic 
systems incorporate human-like cognitive and reasoning 
skills. Evolutionary algorithms like genetic algorithms 
optimize results by selecting suitable data for unforeseen 
conditions [3].

In the field of environmental engineering, AI has been 
widely implemented to address issues such as air pollution, 
water treatment modeling, and waste management planning. 
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In the context of MSW management, AI models are utilized 
for predicting waste generation patterns, optimizing waste 
collection routes, selecting waste management sites, and 
simulating waste conversion processes. Machine learning and 
deep learning models have also shown significant potential 
in improving waste management efficiency, particularly in 
megacities like Tehran. This study proposes a comprehensive 
AI-based model for mid- and long-term waste quantification, 
using Tehran as a case study. The objectives include (a) 
developing an intelligent model for accurate waste prediction, 
(b) evaluating the model’s performance using Tehran’s waste 
management data, and (c) comparing the proposed deep 
learning algorithm with other successful AI-based waste 
prediction models [4].

2- Methodology
 Deep learning, a specialized branch of machine learning, 

automates the process of feature extraction and classification 
from raw data. Unlike traditional machine learning, which 
requires manual feature selection, deep learning algorithms 
can automatically learn to classify data, improving their 
performance as more information is added. This research 
utilizes deep learning for quantitative modeling of urban 
waste generation while examining the impact of various 
factors.

2- 1- Study Area: Tehran
Tehran, the capital of Iran, produces an estimated 800 to 

850 grams of waste per resident daily, significantly exceeding 
global standards. Overall, only 8% of urban waste in Iran is 
recycled or reused, with 92% disposed of, often unsafely. 
Approximately 47,000 tons of waste are generated daily 
across the country [5, 6].

2- 2- Waste Generation Modeling
This study analyzes various factors influencing waste 

production, including temporal (year, month, season), 
geographical (average temperature and rainfall), economic 
(GDP and income), cultural (education levels), and social 
(population size). Data from 1991 to 2013 were collected 
to assess these relationships. Effective indicators will aid 
in planning to reduce waste generation and improve waste 
management practices. The study employs artificial neural 
networks, regression analysis, support vector machines, and 
deep learning algorithms for quantitative modeling.

2- 3- Predictive Methods
Artificial neural networks consist of multiple layers that 

process data through interconnected neurons. Support vector 
machines offer powerful classification capabilities by finding 
optimal hyperplanes for data separation. Deep learning 
utilizes large neural networks to classify data directly from 
images or text, achieving high accuracy through extensive 
datasets. This research will implement these models using 
Python and relevant libraries such as NumPy and Pandas to 
enhance urban waste management strategies in Tehran.

3- Results and Discussion
This study investigates the correlation between various 

factors influencing urban waste generation in Tehran. 
Hitmaps illustrate the seasonal and monthly correlations 
of these factors, with lighter colors indicating weaker 
correlations and darker colors indicating stronger ones. 
The analysis spans a 22-year period, categorizing the first 
four years as short-term, the next twelve as medium-term, 
and the remaining years as long-term. Findings reveal that 
average temperature significantly affects waste production 
in the short term due to seasonal changes, while rainfall has 
negligible impact across all periods. Gross domestic product 
(GDP) and population are identified as major contributors 
to waste generation, particularly in the long term. Notably, 
female population density shows a greater influence on waste 
production compared to males, attributed to women’s role in 
household waste generation.

The study also highlights the importance of education 
level, with educated women demonstrating higher awareness 
regarding household waste management. Income emerges as a 
critical economic factor affecting waste generation over time, 
with higher income correlating with increased consumption 
and waste production. While unemployment rates affect 
waste generation in the short term, their impact diminishes in 
the long run. The presence of students in Tehran contributes 
significantly to waste generation, especially as many come 
from other cities for education.

Subsequently, quantitative modeling of urban waste was 
performed using intelligent models. The results indicate that 
deep learning provides more accurate estimates for landfill 
volumes and waste collection costs compared to traditional 
models like regression and support vector machines. Overall, 
this research underscores the significance of understanding 
input factors and their correlations to enhance urban waste 
management strategies in Tehran. 

4- Conclusions
This study develops a comprehensive model for monthly 

and seasonal waste generation using data from Tehran. It 
identifies various influencing factors, including temporal 
(year, month, season), geographical (average temperature, 
rainfall), economic (GDP, income), cultural (educated 
population, unemployment rate), and social (total population, 
household size, gender distribution) components. Data from 
1991 to 2013 were analyzed due to administrative changes in 
Tehran after 2013.

The analysis reveals that effective indicators are essential 
for improving waste management strategies. Quantitative 
modeling was performed using artificial neural networks, 
regression analysis, support vector machines, and deep 
learning algorithms. Results indicate that seasonal modeling 
provides more accurate predictions with lower errors 
compared to monthly modeling. Deep learning outperformed 
other models in predicting waste quantities. Future research 
should consider newer intelligent models and optimization 
algorithms while exploring additional factors such as 
economic indicators and the impact of pandemics. The study 
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also suggests investigating nonlinear relationships among 
factors for a deeper understanding of their effects on waste 
generation.
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بهبود مدل سازی تولید پسماند شهری با استفاده از یادگیری عمیق و مقایسه با مدل  های هوشمند 
شبکه عصبی و ماشین بردار پشتیبان 

مریم عباسی*، سهیل کریمی درمیان 

دانشکده مهندسی عمران، آب و محیط زیست، دانشگاه شهید بهشتی، تهران، ایران. 

خلاصه: هدف از این پژوهش بررسی و مقایسه عملکرد مدل های هوشمند در مدلسازی کمی پسماند شهری است. ابتدا مولفه های 
موثر بر تولید پسماند شامل اطلاعات جغرافیایی، اجتماعی، هواشناسی، فرهنگی، اقتصادی بصورت ماهانه و فصلی جمع آوری گردید.. 
سپس به مدل سازی کمی پسماند شهری در شهر تهران با استفاده از مدل های هوشمند شبکه عصبی مصنوعی، ماشین بردار پشتیبان 
و یادگیری عمیق پرداخته شده و نتایج و خطاهای بدست آمده از آن ها مورد بررسی قرار گرفته است. طبق مدل سازی های انجام شده 
نتیجه گرفته شد؛ مدل رگرسیون و شبکه عصبی مصنوعی کمترین R2 و بیشترین RMSE و MAE را دارند و مدل سازی دقیقی 
انجام نمی دهند. بر اساس معیارها و خطاهای بدست آمده این نتیجه حاصل شد که هم در دوره ماهانه و هم در دوره فصلی به ترتیب 
یادگیری عمیق، مدل ماشین بردار پشتیبان، شبکه عصبی مصنوعی و در آخرین رتبه رگرسیون در مدل سازی دقیق عمل کرده اند. مدل 
ماشین بردار پشتیبان و مدل یادگیری عمیق هم در دوره فصلی و هم در دوره ماهانه کمترین خطا ها را در بین مدل های آزمایش شده 
دارند. در مدل سازی ماهانه ارقام مشاهده شده به ارقام پیش بینی شده توسط مدل یادگیری عمیق از دیگر مدل ها نزدیک ترند و تطابق 
بیشتری دارند، به علاوه مدل یادگیری عمیق در مدل سازی فصلی نیز دقیق تر از دیگر مدل های آزمایش شده عمل کرده .لازم به 
ذکراست که الگوریتم یادگیری عمیق در مدل سازی فصلی از مدل سازی ماهانه دقیق تر عمل کرده است؛ زیرا تغییر وزن پسماند بیشتر 
به صورت فصلی تغییر می کند و الگوی فصلی را دنبال می کند. طبق منحنی یادگیری نتیجه گرفته شد مدل ها در دوره فصلی بهتر عمل 

می کنند و مقدار پیش بینی شده و مشاهده شده در مدل سازی فصلی بیشتر به هم نزدیک هستند. 

تاریخچه داوری:
دریافت: 1402/11/15

بازنگری: 1403/07/30
پذیرش: 1403/09/17

ارائه آنلاین: 1403/10/25

کلمات کليدي:
مدیریت پسماند
پسماند شهری

مدل سازی
یادگیری عمیق

نرخ تولید پسماند
مدیریت اصولی
یادگیری ماشین

mary_abbasi@sbu.ac.ir :نویسنده عهده دار مکاتبات *

 )Creative Commons License( مردمی  آفرینندگی  لیسانس  تحت  مقاله  این  است.  شده  داده  امیرکبیر  دانشگاه  انتشارات  به  ناشر  حقوق  و  نویسندگان  به  مؤلفین   حقوق 
در دسترس شما قرار گرفته است. برای جزئیات این لیسانس، از آدرس https://www.creativecommons.org/licenses/by-nc/4.0/legalcode دیدن فرمائید.

مقدمه-  
از  توسعه  حال  در  کشورهای  در  شهرها  کلان  به  مهاجرت  افزایش 
دیگر،  طرف  از  زیست  محیطی  مناسب  زیرساخت  های  کمبود  و  طرف  یک 
باعث مشکلات زیستی گوناگونی برای این گونه شهرها شده است. یکی از 
بزرگ  ترین این مشکلات، مدیریت مواد زائد جامد این گونه شهرها می  باشد. 
طرح ریزی سیستم های مدیریت پسماند شهری جهت برآورده ساختن افزایش 
تقاضا برای دفن و تصفیه پسماند، اغلب به فاکتورهای موثری نظیر روش 

جمع آوری، نظارت بر اجرای قوانین و تجهیزات مدیریت پسماند می باشد.
توسعه  اهداف  تحقق  در  مهمی  نقش  شهری  جامد  پسماند  مدیریت   
پایدار دارد. شهرنشینی فعلی، رشد سریع جمعیت و توسعه اقتصادی منجر به 
ایجاد مقادیر زیادی پسماند شهری شده است که نیاز به تصفیه و دفع دارد. 
سیستم مدیریت مواد زاید جامد کلان شهرها در کشورهای در حال توسعه، 

همواره با مشکلات فروانی روبرو بوده است. ایجاد چنین سیستمی به خاطر 
پیچیدگی و طبیعت بسیار ناهمگن تولید پسماند و دخالت عوامل غیر قطعی 
در آن مشکلات خاص خود را دارد. از طرفی بی توجهی به این امر نیز می تواند 
اولین قدم برای تعیین یک  با خطرات زیادی روبرو کند.  سلامت جامعه را 
برنامه صحیح و دقیق مدیریت مواد زائد جامد شهری، آگاهی کامل از کمیت 
وکیفیت از سه جنبه فیزیکی، شیمیایی و بیولوژیکی حائز اهمیت مواد زائد 
جامد است. آگاهی و شناخت کامل از ویژگی های مواد زائد جامد، نقش بسیار 
مهمی در ارزیابی، طراحی و انتخاب تجهیزات مناسب مربوط به سیستم دفع، 

بازیافت پسماند و نیز امکان بازیابی مواد و انرژی دارد.
اولویت  در  بازیافتی  برنامه های  که  مواردی  در  تولید  کمیت  پیش بینی 
نیافته و در حال توسعه، نسبت به  نباشند )بطور مثال در کشورهای توسعه 
کیفیت تولید می تواند از اهمیت بیشتری برخوردار باشد. زیرا این امر با تأثیر 
ذخیره  ظروف  ماشین آلات،  برای  سرمایه گذاری  حجم  تعیین  بر  مستقیم 
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در محل، ایستگاه های انتقال، ظرفیت دفع، سازماندهی و تشکیلات مناسب، 
همزمان  تأثیر  پیش بینی  برای  معتبر  مدلی  توسعه  نتیجه  می باشد.در  همراه 
بازچرخش روی  یا  بازیافت  اقتصادی بودن،  تغییرات جمعیت،  عواملی مانند 
بسیار سودمند  پسماند  مدیریت  اجرای روش های  در  پسماند می تواند  تولید 

باشد. 
اقلیمی،  فنی،  مولفه های  شامل  معمولًا  پسماند  مدیریت  فرآیندهای 
زیست محیطی، جمعیتی، اجتماعی-اقتصادی و قانونی متعددی است. چنین 
فرآیندهای غیرخطی پیچیده ای برای مدل سازی، پیش بینی و بهینه سازی 
تکنیک های  اخیراً،  برانگیز هستند.  چالش  مرسوم  های  روش  از  استفاده  با 
هوش مصنوعی در ارائه رویکردهای محاسباتی جایگزین برای حل مشکلات 
مدیریت پسماند جامد شتاب بیشتری به دست آورده اند. هوش مصنوعی در 
مقابله با مشکلات نامشخص، یادگیری از تجربه، و مدیریت عدم قطعیت و 
مانند شبکه  بوده است. مدل های هوش مصنوعی  ناقص کارآمد  داده های 
، سیستم خبره، الگوریتم ژنتیک2 و منطق فازی3 قابلیت  عصبی مصنوعی1 
حل مشکلات نامشخص، پیکربندی نقشه های پیچیده و پیش بینی نتایج را 

دارند ]1[.
را  به خصوص خودش  از هوش مصنوعی عملکرد  یا شاخه  هر مدل   

دارد. برای مثال، مدل های شبکه عصبی مصنوعی می توانند داده ها را برای 
طبقه بندی و پیش بینی آموزش دهند. علاوه بر این، شبکه  عصبی مصنوعی 
می توانند برای مدیریت داده های بزرگ در جغرافیای شهری و انجام تحلیل 
فازی، می  منطق  مانند  استفاده شوند. سیستم های خبره،  های جغرافیایی 
پایگاه اطلاعاتی، مهارت های شناختی و استدلالی  بر داشتن  توانند علاوه 
انسانی را نیز کسب کنند. این سیستم ها یک دستور زبانی ساده دارند که در 
مدیریت عملیات پیچیده و ویژگی های کیفی مهارت دارد ]1[. از سوی دیگر، 
الگوریتم های تکاملی، مانند الگوریتم ژنتیک، مفهوم انتخاب طبیعی را برای 
به دست آوردن نتایج بهینه با انتخاب بهترین داده های مناسب برای مدیریت 

شرایط پیش بینی نشده اتخاذ می کنند ]2[.
محدودیت های  و  مصنوعی  هوش  فناوری های  پیشرفت  باتوجه به 
تکنیک های محاسباتی مرسوم، مدل های مبتنی بر هوش مصنوعی در حال 
و  زبان شناسی  پزشکی،  جمله  از  تحصیلی  زمینه های  تمام  در  تقریباً  حاضر 
تکنیک های  قابلیت های   ]2[. شده اند  گنجانده  دیگران  میان  در  مهندسی 
مدل سازی هوش مصنوعی در مدیریت داده های چند بعدی و نویز، افزایش 

1. Artificial Neural Network (ANN)
2. Genetic Algorithm (GA)
3. Fuzzy logic (FL)

مهندسی  زمینه  در  می کند.  ثابت  را  مصنوعی  هوش  کاربردی  زمینه های 
محیط زیست، هوش مصنوعی به طور گسترده برای حل مشکلات مربوط 
به آلودگی هوا، مدل سازی تصفیه آب و فاضلاب، شبیه سازی اصلاح خاک و 
آلودگی آب زیرزمینی و همچنین برنامه ریزی استراتژی های مدیریت پسماند 

جامد اجرا شده است.
ابزارهای مدیریت ریسک مبتنی بر هوش مصنوعی مانند شبکه عصبی 
فازی  استنتاج عصبی  مدل های سیستم  و  پرسپترون چند لایه4،  مصنوعی، 
تطبیقی5 برای پیش بینی غلظت آلاینده ها و ذرات معلق اجرا شدند ]3[. علاوه 
بر این، ثابت شده است که پرسپترون چند لایه یک الگوریتم مدل سازی 
کارآمد برای پیش بینی سطوح مونوکسیدکربن، ازن و دی اکسید نیتروژن در 
برای  تطبیقی  فازی  عصبی  استنتاج  سیستم  دیگر،  سوی  از   .]4[ است  جو 
پیش بینی و بهینه سازی فرآیندهای تصفیه خانه آب و فاضلاب مفید بوده ]5, 
6[. علاوه بر بهینه سازی مقدار منعقد کننده برای حذف کدورت در یک تصفیه 
خانه آب، سیستم استنتاج عصبی فازی تطبیقی به طور موثر تولید متان و 
مواد جامد فرار پساب یک هاضم بی هوازی را در یک تصفیه خانه فاضلاب 
جامد، هوش  پسماند  مدیریت  زمینه  در  در حال حاضر   .]7[ کرد  پیش بینی 
مصنوعی به طور گسترده برای پیش بینی الگوهای تولید پسماند، بهینه سازی 
مسیرهای کامیون جمع آوری پسماند، مکان یابی امکانات مدیریت پسماند، و 

شبیه سازی فرآیندهای تبدیل پسماند و سایر موارد استفاده می شود. 
یک پیش بینی قابل اعتماد از تولید پسماند جامد شهری باید برای ایجاد 
یک برنامه مدیریت پسماند جامد پایدار در سطح شهر یا کشور در دسترس 
برای  ازیک مدل رگرسیون   ]8[ مثال، جیسون و همکاران  به عنوان  باشد. 
پیش بینی تولید پسماند جامد شهری در سراسر شهر نیویورک استفاده کرد 
و یک مدل مکانی-زمانی را به کار برد. این مدل ها به بهبود جمع آوری 
استراتژی های  توسعه  و  پسماند  جمع  آوری  نقلیه  وسایل  توزیع  و  پسماند 
کاهش پسماند کمک کردند. یک مدل پیش بینی تولید پسماند جامد شهری 
و تحلیل سناریو برای بررسی تأثیر سیاست های فعلی پسماند تا سال 2050 
در جزایر بالئاریک استفاده شد. نتایج پیش بینی شده و سناریویی مشخص کرد 
که سناریوی خوش بینانه مقدار پسماند جامد شهری ارسال شده به محل های 
را 30 درصد  انتخابی  تا 40 درصد کاهش داد و جمع آوری  را  دفن پسماند 
افزایش داد ]9[. دی فوگیا وهمکاران]10[ از یک روش اقتصادسنجی مبتنی 
بر مدل رگرسیون برای برآورد هزینه های تاسیسات پسماند در ایتالیا استفاده 
کردند. نتایج حاصل از این مدل نشان می دهد که ایتالیا می تواند استفاده از 

4. Multilayer Perceptron (MLP)
5. Adaptive Fuzzy Neural Inference System (ANFIS)
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افزایش دهد  محل دفن پسماند را کاهش دهد و ظرفیت انرژی پسماند را 
که منجر به تأثیر مثبت تر صرفه جویی در هزینه بر مدیریت پسماند می شود.

پیش بینی  زمان  مدت  اهداف،  به  مناسب  پیش بینی  مدل  یک  انتخاب 
)کوتاه مدت، میان مدت یا بلندمدت( و در دسترس بودن داده ها بستگی دارد. 
تحلیل رگرسیون خطی یک رویکرد اساسی است که در پیش بینی پسماند 
قابل  و  ثابت  نتایج  تولید  برای  این حال،  با   .]11[ است  مفید  جامد شهری 
اعتماد به داده های ورودی زیادی نیاز دارد ]12[. مدل دیگری که به طور 
گسترده برای پیش بینی پسماند جامد شهری استفاده می  شود، شبکه عصبی 
مصنوعی1 است. شبکه عصبی مصنوعی یک مدل غیر خطی مبتنی بر ریاضی 
و  است  شده  استفاده  ماهانه  و  هفتگی  ضایعات  تولید  تخمین  برای  است. 
عملکرد خوب و نتایج بهتری نسبت به تحلیل رگرسیون مؤلفه اصلی ارائه 
می دهد ]13[. با این وجود، مدل شبکه عصبی مصنوعی به چندین ماه داده 
تولید پسماند برای پیش بینی بلندمدت نیاز دارد ]14[. در صورتی که اطلاعات 
و شبکه عصبی  رگرسیون  تحلیل  دو  باشد، هر  نداشته  کافی وجود  ورودی 
مصنوعی کاربرد محدودی دارند. هنگام استفاده از داده های محدود، مدل 
منطق  خاکستری3 و  مدل   ، سیستم2  پویایی  شامل  موجود  بینی  پیش  های 

فازی است.
باشد،  محدود  داده  بودن  دسترس  در  که  زمانی  سیستم  پویایی  مدل 
جایگزین مناسبی را ارائه می دهد. برای شبیه سازی تولید پسماند جامد شهری 
و ارزیابی جداسازی منبع، ظرفیت تصفیه پسماند و مدیریت هزینه استفاده 
شده است ]15[. مدل سازی پویایی سیستم می تواند برای سیاست گذاران و 
ارائه  پسماند  مدیریت  از  گسترده ای  دیدگاه  تا  باشد  مفید  بهداشتی  مدیران 
افزار پیشرفته نیاز  با این حال، نسبتاً پیچیده است و به پردازش نرم  دهند. 

دارد ]16[.
مدل  محیطی  پیش بینی  برای  پرکاربرد  ریاضی  مدل های  از  یکی 
خاکستری نظریه سیستم خاکستری است که توسط جو لانگ ]17[ معرفی 
شد. مزیت مدل خاکستری توانایی آن برای کار با داده های محدود )حداقل 
چهار نقطه داده مورد نیاز( است. چاهای وهمکارنش4  از مدل خاکستری تک 
متغیره با 16 مجموعه داده سالانه برای پیش بینی تولید پسماند جامد شهری 
برای 15 سال آینده استفاده کرد. ژانگ و همکاران )2019( همچنین از مدل 
خاکستری چند متغیره برای پیش بینی تولید پسماند جامد شهری برای پنج 

1. Artificial Neural Network (ANN)
2. System Dynamics (SD)
3. Gray Model (GM)
4. Chhay, Reyad, Suy, Islam and Mian

سال آینده با استفاده از نه مجموعه داده سالانه استفاده کرد.
رفتار پیچیده یک سیستم را می توان با استفاده از پویایی سیستم مورد 
آزمایش قرار داد، یک روش مدل سازی محاسباتی برای تفکر سیستمی که 
توسط فارستر5 ]19[ ایجاد شده است، ما را قادر می سازد تا تعامل بین عناصر 
این روش در پیش بینی  بررسی کنیم.  را  یا عوامل مختلف در یک سیستم 
تولید پسماند بر اساس داده های محدود بسیار مؤثر ]20, 21[ و در بررسی 
مواد  مانند  بخصوصی  پسماند  جریان  برای  پسماند  مدیریت  استراتژی های 
غذایی و بخش های زیست تخریب  پذیر پسماند  های جامد شهری در هنگ 
ساز  و  ساخت  های  پسماند  ]23[؛  )ژاپن(  اویتا  شهر  و   ]22[ )چین(  کنگ 
و  الکتریکی  تجهیزات  ضایعات  و  ]24[؛  )چین(  کنگ  هنگ  در  تخریب  و 
الکترونیکی6 در چین ]25[ استفاده شده است. توازن جزیی جرم و انرژی که 
کارایی فن آوری های تصفیه را برای محاسبه تولید محصول اصلی، انتشار و 
تلفات ترکیب می کند، در این مدل ها به اندازه کافی در نظر گرفته نمی شود. 
قابل  واقعی  منابع  نادرست  پیش بینی  به  منجر  اغلب  چنین محدودیت هایی 
اثرات محیط زیستی مرتبط  اقتصادی و همچنین  بازیافت، هزینه ها و منافع 
با انتشار گازهای گلخانه ای و تلفات غیرعمدی برای محیط می شود. علاوه 
بر این، مشاهده می شود که این مدل های پویایی سیستم، مکان های خاص 
و  زیرساخت ها  و  شهروندان  رفتار  پسماند،  ویژگی  به  شدت  به  که  هستند 
همچنین،  هستند.  وابسته  مناطق  آن  در  پسماند  مدیریت  سیاست های 
ویژگی ها و فرمول بندی مدل به هدف و مرز خاص )به عنوان مثال زمان/

دوره و موقعیت جغرافیایی( مطالعه بستگی دارد. این نشان می دهد که مدل ها 
اتخاذ کرد زیرا  یا مطالعات موردی  را نمی توان مستقیماً برای اهداف دیگر 

ممکن است منجر به نتیجه گیری های ناقص شود.
مدل پویایی سیستم جهت سیاست گذاری در زمینه مدیریت پسماند در 
مطالعات موردی خاص مناطق قبلی نشان داده شده است، که می توان به 
مدل  های بالادست )تولید پسماند(، پایین دست )تصفیه و دفع پسماند( و مدل 
مدل سازی  برای  کرد.  بندی  طبقه  دست  پایین  و  بالادست  هیبریدی  های 
بالادست، دایسون و چانگ]20[ مدل های شبیه سازی پویا را برای پیش بینی 
تولید پسماند جامد در سن آنتونیو، تگزاس )ایالات متحده آمریکا( با توجه به 
دستیابی به برآورد بهتری برای ظرفیت تأسیسات بازیابی مواد7 در آن منطقه 
توسعه دادند. این اثر عوامل مختلفی از جمله جمعیت، درآمد خانوار، افراد به 
ازای هر خانوار، کل درآمد به ازای هر مرکز خدمات و میزان تاریخی تولید 

5. Forrester
6. Waste Electrical And Electronic Equipment (WEEE)
  .7Material Recovery Facilities (MRF)
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شده را در نظر گرفته است. مطالعه اخیر دیگری که توسط سالز من و شارپ 
]15[در سال 2016 انجام شد، تأثیر تفکیک از منبع را بر جمع آوری پسماند 
در بانکوک )تایلند( بررسی کرد. برای مدلسازی پایین دست در سال 2007 
با توجه به ترویج شیوه های بازیافت خانگی در سوئیس، تأثیر استراتژی های 
مختلف قیمت گذاری و انگیزشی را بر رفتار انسانی و اهداف بودجه با استفاده 
از رویکرد پویایی سیستم بررسی شد ]26[. مدیریت پایدار پسماند بر اساس 
اصول سلسله مراتب پسماند )پیشگیری، استفاده مجدد، بازیافت، بازیافت و 
دفع( از طریق روش های جمع آوری و تصفیه مجزا در گذشته به طور گسترده 
جریان های  پردازش  گزینه های  قبلی  مطالعات  رو  این  از  و  نمی شد  انجام 
مختلف پسماند را در نظر نگرفته اند. صوفیان و همکاران ]27[ تلاش کردند 
پتانسیل تولید برق و کل تقاضای برق از پسماند جامد در داکا )بنگلادش( را 
با ارتباط تولید پسماند جامد با جمعیت تخمین بزنند. مطالعات اخیر مدل های 
جمع آوری شده  پسماند  جریان های  تولید  بررسی  برای  را  جامع تری  ترکیبی 
جداگانه و گزینه های تصفیه مرتبط در نظر گرفته اند ]21, 28, 29[. با در نظر 
گرفتن گزینه های مختلف پردازش پسماند در شهر نیویورک )ایالات متحده 
استفاده  با  را  پسماند  تولید  از  پیشگیری  گزینه های  تأثیر  می  توان  آمریکا( 
ظرفیت  شهری1،  جامد  پسماند  تولید  نرخ  بر  پویا  شبیه سازی  مدل  یک  از 
باقی مانده دفن پسماند و هزینه یا سود اقتصادی بررسی کرد. این مدل همان 
اصول و ساختاری را دارد که در ابزار پیش بینی پسماند ارزیابی چرخه عمر 
با گنجاندن یک ماژول تخمین ظرفیت دفن  زباله2 ]30[  مدیریت یکپارچه 
پسماند اضافی و عوامل اجتماعی-اقتصادی و جمعیت شناختی مثل تراکم 
جمعیت، تولید ناخالص داخلی، امید به زندگی در بدو تولد، نرخ مرگ و میر 
می  کند.   استفاده  پسماند  تولید  میزان  پیش بینی  برای  کار  نیروی  و  نوزادان 
یک مدل پویایی سیستم را با بهره برداری از روابط بین تولید ناخالص داخلی، 
جمعیت و رفتار جمع آوری انتخابی توسعه دادند و اثربخشی اقدامات قانونی 
را برای مدیریت پسماند های خانگی در فلاندر)بلژیک( که شامل جمع آوری، 
استفاده مجدد، بازیافت و دفع بود را بررسی کردند.  یک مدل پویایی سیستم 
را برای نمایش سناریوی مدیریت پسماند جامد شهری در اراراکوئارا )برزیل( 
برای اهداف برنامه ریزی مالی، متشکل از تولید پسماند و مقصد، جریان های 
بازیافت، ماژول های درآمد و هزینه توسعه دادند. شرکت ساستین3 دو مدل 
پویایی سیستم، یعنی مدل های بازیافت بسته بندی پلاستیکی و پیشگیری از 
تولید پسماند را در جهت کمک به سیاست گذاری در این زمینه برای وزارت 

1. Municipal Solid Waste (MSW)
2. Life Cycle Assessment Of Integrated Waste Management
3. Sustain Ltd

محیط زیست، غذا و امور روستایی انگلستان4 ایجاد کرده است ]31[. اگرچه 
این مدل ها تا سطحی از جزئیات توسعه داده شده اند که می تواند برای بررسی 
اثربخشی مداخلات سیاستی )با توجه به کالیبراسیون، آزمایش و اعتبارسنجی 
بیشتر( مورد استفاده قرار گیرند، اما کاربرد آن  ها هنوز به جریان های پسماند 
عمومی(  های  پسماند  )یا  باقیمانده  پسماند  جریان  می شود.  محدود  خاص 
یا  بازیافت  قابل  بالقوه  طور  به  که  است  مواد  از  توجهی  قابل  مقدار  حاوی 
بازاستفاده هستند، اما اغلب در مطالعات موجود نادیده گرفته می شوند. بسیار 
را  پسماند  جریان های  همه  اولیه،  ارزیابی های  انجام  هنگام  که  است  مهم 
از عملکرد  بتوان پیش بینی مطمئن تری  تا  به صورت جمعی در نظر گرفت 
مدیریت پسماند و پتانسیل بازیافت منابع در سطح منطقه ای یا کشوری به 
در  کلی نگر  ارزیابی  بدون  پسماند خاص  به جریان های  نظارت  آورد.  دست 
در  محیط  زیستی  بار  تغییر  به  منجر  است  ممکن  پسماند  مدیریت  سیستم 
بازیابی  کامل  پتانسیل  است  یا ممکن  و  منطقه خاص شود  در یک  هنگام 

منابع را تضعیف کند.
در حال حاضر تمرکز زیادی بر روی روش های یادگیری ماشین در زمینه 
های زیست محیطی ]32[، مانند آب ]33[، هوا ]34[، خاک ]35[ و انرژی 
کاربرد  مورد  در  کمتری  تحقیقات  زمینه ها،  دیگر  با  مقایسه  در  ]36[است. 
انجام  یادگیری ماشین و هوش مصنوعی در مدیریت پسماند جامد شهری 
شده است، درحالی  که در صورت انجام مطالعه در مورد مسئله  ای چون حمل 
و نقل پسماند می  توان از طرح ها و مسیرهای حمل  و  نقل نامناسب و ناکارآمد 
که عامل اتلاف منابع انسانی، فیزیکی و مالی زیادی هستند و انتشار گازهای 

گلخانه ای را افزایش می دهند جلوگیری کرد]37, 38[.
یادگیری  برای  قدرتمند  روش  یک  عنوان  به  عمیق  یادگیری  اخیراً، 
گسترده  طور  به  و  است  شده  ظاهر  ها  داده  از  ها  ویژگی  نمایش  خودکار 
در بسیاری از حوزه های مرتبط با علم، تجارت و دولت به کار گرفته شده 
است ]39[. در مطالعه ای که توسط ژانگ در سال 2023 برای دسته بندی و 
پیش بینی پسماند تولیدی انجام شد، از مدل یادگیری عمیق دوگانه استفاده 
غیرخطی،  مسائل  حل  در  را  خوبی  بسیار  عملکرد  روش  این  به   و  کردند 
 .]41  ,40[ است  داده  نشان  چندگانه  اهداف  و  منبعی  چند  زمانی،  تغییرات 
همچنین در مطالعه دیگری که در سال 2023 در جهت مدیریت پسماند جامد 
شهری با استفاده از مدل های یادگیری ماشین انجام شده، این مدلها را به 
عنوان یک راهکار اصلی و اساسی برای بهبود مسیرهای جمع آوری، دسته 
بندی و مدیریت پسماندها در جهت افزایش سلامت و بهداشت جامعه دانسته 

4. Department for Environment, Food and Rural Affairs (DE-
FRA)
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اند]42[. این امر نشان دهنده این است که، یادگیری عمیق پتانسیل زیادی 
برای استفاده در زمینه مدیریت پسماند جامد شهری دارد. یادگیری عمیق از 
جمله مدلهایی است که درحل مسائل پیچیده موفق عمل نموده است. با این 
حال، مفاهیم و شیوه های یادگیری عمیق به طور گسترده توسط تحقیقات 
در مدیریت پسماند جامد شهری مورد استفاده قرار نگرفته است. هدف از این 
مطالعه، معرفی و مقایسه الگوریتم های یادگیری عمیق و همچنین بحث در 
مورد کاربرد وضعیت یادگیری عمیق، چالش ها، فرصت های آینده این ابزار 
در مدیریت پسماند جامد شهری برای برجسته کردن پتانسیل ابزار یادگیری 

عمیق در زمینه مدیریت پسماند جامد شهری است.
زیرا  انتخاب شده  موردی  مطالعه  به عنوان  تهران  مطالعه، شهر  این  در 
یکی از کلان  شهرهای تولیدکننده عمده پسماند شهری در ایران است. بهبود 
عملکرد مدل هوشمند پیشبینی کمی پسماند با الگوریتم یادگیری عمیق تا به 
حال در دنیا و کشور بکارنگرفته شده است. وجود یک مدل کارا در تخمین 
بهره وری فن آوری های تصفیه و پتانسیل بازیافت، هزینه ها و سود اقتصادی 
تمرکز  شهری  پسماند های  است.  ضروری  محیط زیستی  اثرات  همچنین  و 
اصلی این مطالعه است، زیرا از ترکیبی از منابع ناهمگن تشکیل شده است 
که در صورت اجرای روش های تفکیک، جمع آوری و تصفیه مناسب، به طور 
بالقوه قابل بازیافت هستند. این مدل مولفههای موثر بر تولید پسماند را در 
با در نظر گرفتن متغیرهای اجتماعی-اقتصادی و محیطی  نظر می گیرد. و 
پیش  بینی دقیقی را امکان پذیر می  سازد. اهداف این مطالعه شامل )الف( ایجاد 
یک مدل هوشمند جامع جهت مدلسازی میان  مدت و بلندمدت کمی پسماند 
)ب( بررسی دقت مدل با استفاده از داده های مدیریت پسماند در شهر تهران 
به عنوان مطالعه موردی و ج( مقایسه مدل های هوشمند موفق بکارگیری 
شده در مدلسازی پسماند طبق مرور ادبی با الگوریتم یادگیری عمیق می  باشد.

مواد و روش  ها- 2
یادگیری عمیق یا همان یادگیری ژرف یکی از مباحث جدید در هوش 
مصنوعی و یادگیری ماشین است. یادگیری عمیق یکی از اشکال تخصصی 
یادگیری ماشین است. در یادگیری ماشین، فرایند گردشکار با ویژگی  مربوط 
به خود، یعنی استخراج از تصاویر به شکل دستی، آغاز می شود. سپس از این 
ویژگی ها برای ایجاد مدلی استفاده می شود که قادر است اشیا و وسایل موجود 
یادگیری عمیق،  الگوریتم  در  این،  بر  کند. علاوه  را طبقه بندی  تصاویر  در 
جایی که به یک شبکه داده های خام، داده شود، وظیفه طبقه بندی داده ها را 
نیز به صورت خودکار یاد می گیرد و انجام می دهد. تفاوت دیگر، در مقیاس 

الگوریتم یادگیری عمیق با داده ها است. یادگیری ماشینی همگرا است. این 
نوع یادگیری به روش هایی اطلاق می شود که با اضافه شدن اطلاعات، سطح 
الگوریتم  از ویژگی های مثبت  ایجاد می کنند. یکی  را  از عملکرد  مشخصی 
یادگیری عمیق این است که با افزایش اندازه، داده ها به پیشرفت خود ادامه 
می دهند. در یادگیری ماشین، نوعی طبقه بندی را به همراه ویژگی های آن 
سیستم  در  اما  می کنید.  انتخاب  تصاویر  مرتب کردن  برای  دستی  به صورت 
یادگیری عمیق، مراحل مدل سازی و همچنین استخراج ویژگی ها به صورت 
واقعیت وجودی  از  بهتری  ماشین درک  کار،  این  با  انجام می شود.  خودکار 
داده ها پیدا کرده و می  تواند الگوهای مختلف را شناسایی کند. در این تحقیق 
از  پسماند شهری  تولید  روی  مختلف  عوامل  تأثیر  میزان  بررسی  بر  علاوه 

یادگیری عمیق برای مدل سازی کمی پسماند استفاده می گردد.

منطقه موردمطالعه )شهر تهران(- 1- 2
و  تهران  استان  مرکز  ایران،  پایتخت  و  شهر  بزرگ ترین  تهران  شهر 
شهرستان تهران است. سازمان بازیافت و تبدیل مواد شهرداري تهران، سرانه 
تولید پسماند روزانه هر شهروند ساکن تهران را 800 تا 850 گرم اعلام کرده 
است. همچنین سرانه تولید روزانه پسماند براي هر ایراني را 600 تا 650 گرم 
عنوان شده و این مقدار بسیار بیشتر از استانداردهاي جهاني است. به طور 
کلي در کشور ایران تنها 8 درصد از پسماند هاي شهري بازیافت ، کمپوست و 
مجدداً استفاده مي شوند و 92 درصد آن دفن مي شود . از این مقدار دفع، فقط 
25 درصد بهداشتي و اصولي است و بقیه آن ها غیر بهداشتي دفن مي شوند. 
با احتساب جمعیت حدود 70 میلیوني ایران روزانه حدود 47000 تن پسماند 
)23000 تن پسماند شهري، 16000 تن پسماند روستایي ، 8000 تن پسماند 
انباشته، جمع آوري  در کشور  بیمارستاني(  پسماند  تن  و حدود 500  صنعتي 
روزانه  تولید  اطلاعات موجود، سرانه  اساس  بر   ]43[. و ساماندهي مي شود 
پسماند به نسبت جمعیت ساکن شهر تهران در سال 1385 به طور متوسط 
746 گرم بر نفر بوده است که این رقم براي منطقه 12 معادل 1204 گرم و 

براي منطقه 14 معادل 604 گرم است ]44[.
بر اساس آمار سال 1385، در کلان شهر تهران بالغ بر7449/7 تن در 
روز انواع پسماند تر و خشک تولید گردیده است. در سال 1385، %3/103 
معادل231/19 تن در روز در مبدأ تفکیک شده است. در این سال 909/6 
تبدیل  کمپوست  به  تهران  شهر  جامد  پسماند  از   )%12/21( روز  در  تن 
گردیده است. باقیمانده پسماند شهر تهران که معادل 6006/35 تن )%81 
از کل( مي  باشد، بصورت نیمه بهداشتي دفن شده است. بررسي روند تولید 
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پسماندهاي جامد شهر تهران در طول پنج سال گذشته مؤید آن است که 
نرخ رشد تولید پسماندهاي جامد در این شهر برابر 2/055% در سال مي  باشد. 
در سال هاي 78 و 82 بررسي  هایي در جهت شناسایي کیفیت پسماندهاي 
شهر تهران انجام گردید ]45[. درصد انواع پلاستیک در سال 82 نسبت به 
سال 78 افزایش نشان مي دهد. علت این امر ، استفاده روز افزون از محصولات 
نایلون و  تولید  میزان  افزایش  پلاستیکي در سبد خانوار است. در خصوص 
مشما در بافت پسماند شهر تهران نیز مي توان به گسترش استفاده شهروندان 
از کیسه هاي پلاستیکي به جاي بسته بندي هاي مرسوم گذسته از آن جمله 
پاکت  هاي کاغذي و یا زنبیل، اشاره نمود. از سوي دیگر در طي سال هاي یاد 
شده، شاهد افزایش میزان پت و شیشه در بافت پسماند مي باشیم که علت 
این امر افزایش استفاده از این دو ترکیب در بسته بندي مایعات بجاي شیشه 

چند بار مصرف مي  باشد. 

مدل سازی تولید پسماند- 2- 2
فاکتورهای متعددی روی تولید پسماند موثر است. در این مطالعه مولفه 
زمان شامل سال، ماه و فصل تولید پسماند، مولفه جغرافیایی شامل دمای 
میانگین، بارندگی، مولفه اقتصادی شامل تولید ناخالص داخلی، درآمد، مولفه 
فرهنگی شامل جمعیت تحصیل کرده، نرخ بیکاری، جمعیت دانشجو و مولفه 
انتخاب گردیدند.  اندازه خانوار، جمعیت مرد و زن  اجتماعی شامل جمعیت، 
داده ها از سال 1370 تا 1392 از بایگانی ادارات مربوط و شهرداری گردآوری 
شده است. علت انتخاب این بازه، تغییرکردن بخش های استان تهران از سال 
1392 می باشد. در این مطالعه ارتباط هر یک از فاکتور ها و میزان پسماند های 
تولیدی به صورت فصلی و ماهانه در سال های 1370-1392 جداگانه بررسی 
شده و در هر بخش با تحلیل و ارزیابی داده ها، ارتباط بین عامل مربوطه و 
وزن پسماند باتوجه به ضریب همبستگی که در شکل نمایش داده شده، ارائه 
از  کشوری  تقسیمات  تغییر  موردمطالعه،  بازه  این  انتخاب  علت  است.  شده 
سال 1392 در تهران است. شناسایی شاخص های مؤثر، به برنامه ریزی بهتـر 
کیفیت  افزایش  پسماند،  تفکیک  افزایش  پسماند،  تولیـد  کـاهش  جهـت 
در  کرد.  خواهد  شایانی  کمـک  جمع آوری  هزینه های  کاهش  و  جمع آوری 
مصنوعی،  عصبی  شبکه  مدل های  توسط  پسماند  کمی  مدل سازی  نهایت، 
رگرسیون، ماشین بردار پشتیبان و الگوریتم یادگیری عمیق صورت گرفته و 

عملکرد مدل ها مقایسه می گردد. 

پیش بینی تولید پسماند به روش شبکه عصبی مصنوعی- 3- 2
تعدادی  از  از چندلایه و هر لایه  یک شبکه عصبي مصنوعي معمولي 

اجزاء کوچک داده پردازی بنام سلول نرون ، واحد یا گره تشکیل شده است. 
سـاختار یـک شـبکه، شـامل لایه های مختلـف بـه همـراه تعدادی نرون 
لایه  را  آخر  لایه  ورودی،  لایه  را  شبکه  هر  لایه  اولین  می باشد.  مربوطه 
خروجي و لایه های میاني را اصطلاحاً لایه های پنهان می نامند. برای اجرای 
کلیه مدل ها از جمله شبکه عصبي در این تحقیق از برنامه  نویسي در نرم  افزار 
متلب استفاده شده است و در آن به ترتیب برای دوره آموزش، صحت سنجي 
و تست از حدود 70، 15 و 15 درصد از داده های موجود استفاده شده است. 

پیش بینی تولید پسماند به روش رگرسیون، ماشین بردار پشتیبان- 4- 2
ماشین بردار پشتیبان1 یکی از روش های یادگیری بانظارت است که از 
روش های  از  روش  این  می کنند.  برای طبقه بندی و رگرسیون استفاده  آن 
نسبتا جدیدی است که در سال های اخیر کارایی خوبی نسبت به روش های 
بندی کننده  مبنای کاری دسته  است.  داده  نشان  برای طبقه بندی  قدیمی تر 
ماشین بردار پشتیبانی دسته بندی خطی داده ها است و در تقسیم خطی داده ها 
سعی می کنیم خطی را انتخاب کنیم که حاشیه اطمینان بیشتری داشته باشد. 
  QP روش های  وسیله  به  داده ها  برای  بهینه  خط  کردن  پیدا  معادله  حل 
که روش های شناخته شده ای در حل مسائل محدودیت دار هستند صورت 

می گیرد.
ماشین بردار پشتیبان یک الگوریتم دسته بندی بسیار قدرتمند است. وقتی 
از آن همراه با الگوریتم های جنگل تصادفی و دیگر ابزارهای یادگیری ماشین 
استفاده کنیم، این الگوریتم می تواند مدلی بسیار قابل توجه برای دسته بندی 
داده ها ارائه کند. الگوریتم ماشین بردار پشتیبان هنگامی که قدرت پیش بینی 
بالا مورد نیاز باشد یک گزینه بسیار عالی است. تصویرسازی این الگوریتم ها 

کار دشواری محسوب می شود، زیرا فرمولبندی پیچیده ای دارند.

پیش بینی تولید پسماند به روش الگوریتم یادگیری عمیق- 5- 2
یادگیری عمیق زیر شاخه ای از یادگیری ماشینی است که با الگوریتم های 
از ساختار و عملکرد مغز به نام شبکه های عصبی مرتبط  الهام گرفته شده 
در  است.  شده  تشکیل  بزرگ تر  عصبی  شبکه های  از  یادگیری  این  است. 
یادگیری عمیق، یک مدل کامپیوتری یاد می گیرد که طبقه بندی را به صورت 
مستقیم از روی تصاویر، متن یا صدا انجام دهد. مدل های این نوع یادگیری 
از عملکرد  یابند که گاهی اوقات حتی  می توانند به دقت پیشرفته ای دست 
از داده های  از مجموعه بزرگی  با استفاده  این مدل ها  انسانی فراتر  می رود. 
برچسب گذاری شده و معماری های شبکه عصبی که حاوی لایه های زیادی 
1. Support vector machines ) SVMs(

https://mbainfinity.com/regression/
https://mbainfinity.com/%D8%B7%D8%A8%D9%82%D9%87-%D8%A8%D9%86%D8%AF%DB%8C-%D9%87%D8%B2%DB%8C%D9%86%D9%87-%D9%87%D8%A7/
https://mbainfinity.com/naive-bayes-algorithm/
https://mbainfinity.com/naive-bayes-algorithm/
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هستند، آموزش داده می شوند.
انسان  مغز  مانند:  درست  دارند؛  بسیاری  لایه های  عصبی  شبکه های 
بر اساس تعداد  از نورون ها تشکیل شده است. گفته می شود هر شبکه  که 
لایه هایی که دارد عمیق تر است. یک نورون در مغز انسان هزاران سیگنال 
مصنوعی،  عصبی  شبکه  یک  در  می کند.  دریافت  دیگر  نورون های  از  را 
سیگنال ها بین گره ها حرکت می کنند. سیستم های دیپ لرنینگ به سخت 
افزار قدرتمندی نیاز دارند زیرا دارای حجم زیادی از داده های در حال پردازش 
هستند که شامل چندین محاسبات پیچیده ریاضی می باشد. حتی با استفاده 
از چندین سخت افزار پیشرفته، آموزش یک شبکه عصبی می تواند تا هفته ها 

به طول بی انجامد.
سیستم  یادگیری عمیق به مقادیر زیادی داده نیاز دارد تا بتوانند نتایج را 
به صورت کاملًا دقیق بررسی کند. هنگام پردازش داده ها، شبکه های عصبی 
سوالات  سری  یک  از  دریافتی  پاسخ های  با  را  داده ها  می توانند  مصنوعی 
نادرست که شامل محاسبات ریاضی پیچیده است، طبقه  یا  باینری درست 
و  عمیق  یادگیری  با  چهره  تشخیص  برنامه  یک  مثال:  برای  کنند.  بندی 
تشخیص لبه ها، تشخیص خطوط چهره و سپس بخش های مهم تر از چهره ، 
و در نهایت، نمایش کلی چهره  کار می کند. با گذشت زمان، برنامه خودش 
با  به صورت خودکار آموزش می بیند. در این صورت برنامه تشخیص چهره 
گذشت زمان می تواند چهره ها را به دقت شناسایی می کند. در این تخقیق از 
mat- ،pandas ،numpy یبرنامه نویسی در پایتون و بکارگیری پکیجها

plotlib.pyplot استفاده شده است.

 نتایج و بحث - 
بررسی مولفه های ورودی و نسبت همبستگی با پسماند- 1- 3

شکل )1( و )2( هیت مپ همبستگی مولفههای موثر بر تولید پسماند به 
صورت فصلی و ماهانه را نشان می دهد که نسبت به ضریب همبستگی از 
صفر تا یک، از رنگ روشن تا پررنگ رسم شده است. این شکلها به کمک 
برنامه نویسی به وسیله برنامه پایتون بدست آورده شده است. با توجه به این 
بر  اثر آن عامل  باشد،  نزدیک تر  به صفر  شکل ها ضریب همبستگی هرچه 
تولید پسماند کمتر است و برعکس. در این پژوهش چون داده های پژوهش 
در یک دوره بیست و دو ساله است؛ دوره چهار سال اول را کوتاه مدت، دوازده 
سال اول را میان مدت و تا آخر بازه دوره را بلند مدت در نظر می گیریم. طبق 
هیت مپ شکل )1( مولفه دمای میانگین در کوتاه مدت اثر بیشتری بر تولید 
پسماند دارد تا در بلندمدت و میان مدت و دلیل آن اثر بیشتر تغییر فصول و 

دما در کوتاه مدت است.

بدلیل شرایط جوی و کمبود بارش در شهر تهران مولفه بارندگی در کوتاه 
مدت، میان  مدت و بلند مدت تاثیری بر تولید پسماند نداشته است و ضریب 
همبستگی آن در طول تمام مدت تقریبا نزدیک به صفر است. مولفه سرانه 
تولید ناخالص داخلی اثر بسیار زیادی بر تولید پسماند به خصوص در طی بلند 

مدت و بعد از آن در مطالعات کوتاه مدت دارد. 
مولفه جمعیت همانند مولفه سرانه تولید ناخالص داخلی تاثیر زیادی بر 
تولید پسماند به خصوص در بلند مدت دارد. اما مورد  اثر تفکیک جنسیتی در 
تولید پسماند بررسی انجام نشده بود، که آیا جنسیت هم مانند دیگر عومل در 
میزان تولید پسماند موثر است یا خیر. این مطالعه نشان می دهد که جمعیت 
زنان در تولید پسماند اثر بیشتری نسبت به جمعیت مردان به خصوص در بلند 
مدت دارد، به این دلیل که داده های جمع اوری شده مربوط به پسماند شهری 
است و زنان مبدا تولید پسماند های خانگی هستند و مقدار قابل توجهی از 
پسماندهای شهری را شامل می شوند. اندازه خانوار همچون دیگر مولفههای 
جمعیتی بر روی تولید پسماند موثر است و در کوتاه مدت اثر بیشتری دارد 

زیرا اندازه آن در بلند مدت کمتر تغییر می کند.
مولفه جمعیت تحصیل کرده ضریب همبستگی بالایی دارد و تا کنون 
محققی به اثر این مولفه بر تولید پسماند اشاره نکرده است. در این مولفه نیز 
می توان مانند جمعیت مردم به تفکیک جنسیتی اشاره کرد که زنان تحصیل 
کرده چون آگاهی بیشتری دارند به تولید پسماند بخصوص پسماند خانگی 
که مبدا اولیه آن هستند توجه بیشتری می کنند و اثر بسیار قابل توجه تری 

نسبت به مردان تحصیل کرده دارند.
در  را  تاثیر  بیشترین  و  است  اقتصادی  مولفه  مهمترین  درآمد  مولفه 
بلند مدت بین مولفهها دارد که دلیل آن را می توان این طور بیان کرد که 
کالا  به مصرف گرایی  تمایل  و  بالاتر  خرید  قدرت  بیشتر،  درآمد  داشتن  با 
پسماند  تولید  بر  مدت  کوتاه  در  بیکاری  نرخ  است.  بیشتر  پسماند  تولید  و 
تاثیر دارد اما در بلند مدت اثری ندارد. جمعیت دانش آموزان در بلند مدت 
صفر  تقریبا  آن  همبستگی  ضریب  و  دارد  مولفهها  بین  در  را  اثر  کمترین 
است اما در کوتاه مدت و میان مدت بدلیل اینکه یک مولفه جمعیتی است، 
با تغییر ناگهانی می تواند اثر زیادی بر تولید پسماند بگذارد. مولفه جمعیت 
دانشجویان اثر بسیار زیادی بر تولید پسماند دارد و تاثیر آن از کوتاه مدت 
بیشتر  که  است  دانشجویانی  از  متشکل  زیرا  می شود.  بیشتر  مدت  بلند  به 
مولفه  یک  و  آمده اند  تحصیل  برای  تهران  شهر  به  شهرها  دیگر  از  افراد 

جمعیتی را تغییر داده اند.
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 ماهانه صورت به پسماند تولید بر موثر هایمولفه :1 شکل

Fig.1. Effective parameters on monthly waste generation 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

شکل 1. مولفه های موثر بر تولید پسماند به صورت ماهانه

Fig. 1. Effective parameters on monthly waste generation

 
 فصلی صورت به پسماند تولید بر موثر هایمولفه همبستگی :2 شکل

Fig. 2. Effective parameters on seasonal waste generation  
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

شکل 2. همبستگی مولفههای موثر بر تولید پسماند به صورت فصلی

Fig. 2. Effective parameters on seasonal waste generation 
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مدل سازی کمی پسماند شهری در شهر تهران با استفاده از مدل های - 2- 3
هوشمند

مدل سازی ماهانه تولید پسماند- 1- 2- 3
شکل )3( و )4( سری زمانی مقادیر واقعی و مدلسازی شده را نشان 
یادگیری  الگوریتم  پایه  بر  مدل  است،  مشخص  که  همانطور  می  دهد. 

نسبت سایر مدل ها  بهتری  پسماند عملکرد  تولید  پیک  تخمین  در  عمیق 
و  دفن  سلول  تخمین  در  پسماند  تولید  ماکزیمم  دقیق  برآورد  داد.  نشان 
این مدل  بکارگیری  بنابراین،  است.  موثر  بسیار  پسماند  هزینه جمع آوری 
تصمیم گیران  اختیار  در  هوشمند  مدل های  سایر  نسبت  بهتری  تخمین 

قرار خواهد داد.

 

 : مدلسازی تولید ماهانه پسماند شهر تهران3شکل 
Fig.3. Modelling of monthly waste generation in Tehran city 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

شکل 3. مدلسازی تولید ماهانه پسماند شهر تهران

Fig. 3. Modelling of monthly waste generation in Tehran city

 
 

 تهران شهر پسماند فصلی تولید مدلسازی :4 شکل
Fig.4. Modelling of seasonal waste generation in Tehran city 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

شکل 4. مدلسازی تولید فصلی پسماند شهر تهران

Fig. 4. Modelling of seasonal waste generation in Tehran city
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شکل )5( مقدار پیش بینی شده و مشاهده شده مدل های رگرسیون، شبکه 
عصبی مصنوعی، ماشین بردار پشتیبانی و یادگیری عمیق را نشان می دهد 
 1MAE2 شامل  که  مذکور  مدل سازی های  خطاهای  مقدار   )1( جدول   و 
RMSE3 ,R2, هستند را نمایش می دهد که مقدار آن ها را از ماکزیمم به 

مینیمم با پررنگ به کم رنگ هایلایت شده است. دراین شکلها هرچه نقاط 
به خط نیمساز نزدیک تر باشد و یا منطبق بر آن باشد، نشان دهنده انطباق 
بیشتر اعداد پیش بینی شده توسط مدل و مشاهدات است. نقاطی که بالای 
نیمساز قرار دارند بیش از اندازه ی واقعی تخمین زده شده اند و نقاطی که زیر 

نیمساز قرار دارند کمتر از حد واقعی محاسبه شده اند.

1. R-squared
2. Mean absolute error
3. root-mean-square error 

عمیق  یادگیری  مدل  مدل سازی ها،  از  آمده  بدست  اطلاعات  طبق 
بیشترین R2 و مدل شبکه عصبی مصنوعی کمترین مقدار R2 را دارد. برای 
یک مجموعه داده مشترک در مدل سازی، R2 بالاتر و نزدیک به یک نشان 
دهنده ی دقت بالاتر مدل است و یعنی مقدار نتایج پیش بینی شده با مشاهده 
شده نزدیک به هم هستند. RMSE و MAE هرچه بیشتر باشند دقت مدل 

پایین تر است و برعکس.
مدل شبکه عصبی مصنوعی دارای کمترین R2 و بیشترین RMSE و 
MAE است و همچنین از شکل )5( پراکندگی نقاط نسبت به خط نیمساز 

برای  مدل سازی  در  را  دقت  کمترین  مدل  این  بنابراین  است؛  مشخص 
داده های این پژوهش دارد. 

بیشترین  و   R2 از شبکه عصبی مصنوعی کمترین  بعد  مدل رگرسیون 

 
 تهران شهر پسماند ماهانه تولید واقعی مقدار نسبت  شده بینیپیش مقدار :5 شکل

Fig. 5. Predict to observe plot of monthly waste generation Tehran city 
 

 

 

 

 

 

 

 

 

 

 

شکل 5. مقدار پیش بینی شده  نسبت مقدار واقعی تولید ماهانه پسماند شهر تهران

Fig. 5. Predict to observe plot of monthly waste generation Tehran city.



نشریه مهندسی عمران امیرکبیر، 57، شماره 2، سال 1404، صفحه 271 تا 290

284

نقاط  و  بیشتر است  قبلی  از مدل  آن  اما دقت  دارد  را   MAE و   RMSE

شکل آن به خط نیمساز نزدیک تر است. مدل بردار ماشین بردار پشتیبانی 
نزدیک ترین خطاها را با مدل یادگیری عمیق دارد ولی نقاط پیش بینی شده 
در مدل یادگیری عمیق به خط نیمساز نزدیک تر هستند و دارای R2 بالاتر و 
RMSE و MAE کمتر است. در نتیجه مدل یادگیری عمیق دقیق ترین و 

نزدیک ترین نتیجه را برای مدل سازی این داده ها بدست می آورد.

مدل سازی تولید فصلی پسماند- 2- 2- 3
در این بخش مدل سازی فصلی مدل هایی که در بخش قبل بررسی شد، 
ارزیابی می شود و مدل ها بر حسب خطاها و نتایج دقیق تر رتبه بندی می شوند. 
داده های فصلی جمع بندی و میانگین داده های ماهانه هستند؛ بنابراین نقاط 
کمتری در شکل )6( داریم و بررسی فاصله این نقاط با نیمساز راحت تر است. 
بالای خط  نقاط  طبق شکل )6( مدل رگرسیون و شبکه عصبی مصنوعی 

نیمساز بیشتری از دو مدل دیگر دارند که این نقاط نشان دهنده این است 
که ارقامی که مدل بدست آورده بیش از حد پیش بینی شده است. بر اساس 
مقایسه جدول 1 و 2 همه ی مدل ها در داده های فصلی دارای R2 بیشتری از 
بخش قبل دارند. جدول 2 نشان می دهد که مدل یادگیری عمیق همچنان 
شبکه  پشتیبانی،  بردار  ماشین  ترتیب  به  آن   از  بعد  و  دارد  را   R2 بیشترین 
عصبی مصنوعی و در آخر رگرسیون کمترین R2 را دارد. مدل رگرسیون در 
مدل سازی فصلی کمترین R2 و بیشترین RMSE و MAE را دارد. شبکه 
واقعی تری  نتایج  رگرسیون  مدل  از  فصلی  مدل سازی  در  مصنوعی  عصبی 
بدست آورده است و خطای کمتری دارد در صورتی که در مدل سازی ماهانه 
برعکس بود. مدل ماشین بردار پشتیبانی و یادگیری عمیق همانند مدل سازی 
را بدست آورده اند و همچنان یادگیری  نتایج  ماهانه بهترین و نزدیک ترین 
یادگیری  منحنی   )7( است.شکل  کرده  عمل  بهتر  مدل ها  دیگر  از  عمیق 
مدل سازی را نمایش می دهد. منحنی های خطا در شکل مدل سازی فصلی 

جدول 1. دقت مدل  تولید ماهانه پسماند شهر تهران

Table 1. Model performance for monthly waste generation in Tehran city
 تهران شهر پسماند ماهانه تولید مدل دقت :1جدول

Table 1. Model performance for monthly waste generation in Tehran city 
 

1)2(R 2RMSE 3MAE Metric 

0.566 169 129 Regression 

0.517 178 130 ANN 

0.628 156 119 SVM 

0.646 152 114 Deep NN 
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 تهران شهر پسماند ماهانه تولید مدل دقت :1جدول
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جدول 2. دقت مدل تولید فصلی پسماند شهر تهران

Table 2. Model performance for seasonal waste generation in Tehran city
 تهران شهر پسماند فصلی تولید مدل دقت :2 جدول

Table 2. Model performance for seasonal waste generation in Tehran city 

 
 
 
 
 

 

 

2R RMSE MAE Seasonal metrics 

0.765 292 240 Regression 

0.803 253 198 ANN 

0.847 223 182 SVM 

0.884 194 154 Deep NN 
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 تهران شهر پسماند فصلی تولید واقعی مقدار نسبت  شده بینیپیش مقدار :6 شکل

Fig. 6. Predict to observe plot of seasonal waste generation Tehran city 
 

 

 

 

 

 

 

 

 

 

 

 

شکل 6. مقدار پیش بینی شده  نسبت مقدار واقعی تولید فصلی پسماند شهر تهران

Fig. 6. Predict to observe plot of seasonal waste generation Tehran city.

 

 
 

 فصلی سازیمدل  و ماهانه سازیمدل گیرینتیجه سازیمدل یادگیری منحنی :7 شکل
Fig.7. Learning curve of monthly and seasonal modelling 

 

 مدل سازی ماهانه مدل سازی فصلی

شکل 7. منحنی یادگیری مدل سازی نتیجه گیری مدل سازی ماهانه و  مدل سازی فصلی

Fig. 7. Learning curve of monthly and seasonal modelling
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تطابق زیادی دارند. ولی در مدل سازی ماهانه فاصله و اختلاف زیادی دارند. 
پس می توان نتیجه گرفت مدل سازی فصلی عملکرد بهتری داشته است و 

نتایج دقیق تر و با خطای کمتر را نشان داده است
با توجه به اینکه مدل حاضر تحت تاثیر پارامترهای ورودی به مدل و 
امکانپذیر  نتایج بصورت کامل  مقایسه  امکان  پسماند  تولید  تغییرات  الگوی 
سایر  با  پسماند  تولید  پیش بینی  آن  هدف  که  مشابه  تحقیقات  در  نیست. 
حاضر  مطالعه  مشابه  عصبی  شبکه  مدل  خطای  بود،  هوشمند  مدل های 
نسبت  اخیر  شده  مطالعه  مدل  همچنین،   .]46[ داشت  را  دقت  کمترین 
مدل های مطالعه شده قبلی نظیر ماشین بردار پشتیبان، نروفازی، رگرسیون 

دقت بیشتری نشان داد.

نتیجه4گیری-44
در این مطالعه، یک مدل جامع با جهت مدلسازی ماهانه و فصلی تولید 
پسماند ارائه گردید، جهت ارزیابی مدل از اطلاعات شهر تهران استفاده شد. 
فاکتورهای متعددی روی تولید پسماند موثر است. در این مطالعه مولفه زمان 
شامل سال، ماه و فصل تولید پسماند، مولفه جغرافیایی شامل دمای میانگین، 
بارندگی، مولفه اقتصادی شامل تولید ناخالص داخلی، درآمد، مولفه فرهنگی 
شامل جمعیت تحصیل کرده، نرخ بیکاری، جمعیت دانشجو و مولفه اجتماعی 
اندازه خانوار، جمعیت مرد و زن انتخاب گردیدند. داده ها از  شامل جمعیت، 
گردآوری شده  و شهرداری  مربوط  ادارات  بایگانی  از  تا 1392  سال 1370 
سال  از  تهران  استان  بخش های  تغییرکردن  بازه،  این  انتخاب  علت  است. 
1392 می باشد. در این فصل ارتباط هر یک از فاکتور ها و میزان پسماند های 
تولیدی به صورت فصلی و ماهانه در سال های 1370-1392 جداگانه بررسی 
شده و در هر بخش با تحلیل و ارزیابی داده ها، ارتباط بین عامل مربوطه و 
وزن پسماند باتوجه به ضریب همبستگی که در شکل نمایش داده شده؛ ارائه 
از  کشوری  تقسیمات  تغییر  موردمطالعه،  بازه  این  انتخاب  علت  است.  شده 
سال 1392 در تهران است. شناسایی شاخص های مؤثر، به برنامه ریزی بهتـر 
کیفیت  افزایش  پسماند،  تفکیک  افزایش  پسماند،  تولیـد  کـاهش  جهـت 
در  کرد.  خواهد  شایانی  کمـک  جمع آوری  هزینه های  کاهش  و  جمع آوری 
مصنوعی،  عصبی  شبکه  مدل های  توسط  پسماند  کمی  مدل سازی  نهایت، 
رگرسیون، ماشین بردار پشتیبان و الگوریتم یادگیری عمیق صورت گرفته و 

عملکرد مدل ها مقایسه گردید.
این مطالعه نشان داد، منحنی های خطا در شکل مدل سازی فصلی تطابق 
زیادی دارند و فصلی عملکرد بهتری نسبت به مدل سازی ماهیانه داشته و 

نتایج دقیق تر و با خطای کمتر را نشان داده است. در مدل سازی فصلی مدل 
ماشین بردار پشتیبانی و یادگیری عمیق همانند مدل سازی ماهانه بهترین و 
نزدیک ترین نتایج را بدست آورده اند. اما شبکه عصبی مصنوعی در مدل سازی 
فصلی از مدل رگرسیون نتایج واقعی تری بدست آورده است و خطای کمتری 
نتایج واقعی تری  دارد در صورتی که در مدل سازی ماهانه مدل رگرسیون 
را نشان می داد. در نهایت می توان نتیجه گرفت الگوریتم یادگیری عمیق 
نسبت به سایر مدل های هوشمند توانایی بیشتری در پیش  بینی کمیت پسماند 
دارد و دقیق ترین و نزدیک ترین نتیجه را برای مدل سازی این داده ها بدست 
می آورد.پیشنهاد می شود در تحقیقات آتیبرای بدست آوردن نتایج دقیق تر و 
اخیرا  یا مدل های هوشمند که  و  از مدل های جدید تر  استفاده  کاهش خطا 
الگوریتم  از  مدل  کردن  بهینه  برای  همچنین  شود.   استفاده  شده  معرفی 
مورچگان و زنبور عسل استفاده شود و عوامل دیگری که می توان برای بهبود 
مدل بررسی کرد، ارزیابی شوند مانند دیگر شاخصه های اقتصادی، جمعیت 
مانند  پاندمی ها  تاثیر  یا  و  زندگی  تورم، سبک  نرخ  توریست، قیمت کالاها، 
ویروس کرونا، عوامل غیرمترقبه مانند آتش سوزی، سیل و زلزله. با استفاده 
از مدل سازی به وسیله مدل یادگیری عمیق میزان تولید پسماند در حوادث 
آینده مانند زلزله در شهر تهران را پیش بینی کرد و راهکار های موثر مدیریت 
این پژوهش عوامل موثر به صورت  پیدا کرد. در  را  پسماند در زمان وقوع 
خطی در نظر گرفته شده اند، می توان برای بررسی بیشتر اثرات عوامل را به 

صورت غیرخطی در نظر گرفت.
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