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ABSTRACT: Fly ash is produced as a byproduct of the coal combustion process in thermal power 
plants. Fly ash consists of very fine and microscopic particles, typically composed of mineral compounds 
such as silicon dioxide, aluminum oxide, and iron oxide. These compounds make fly ash suitable for use 
in various industries, particularly in the construction industry. Applications of fly ash include additives 
in concrete, fillers in asphalt, production of bricks and concrete blocks, and pollutant absorption. As a 
pozzolanic material, fly ash helps reduce carbon dioxide emissions in the cement production process. In 
this study, a comprehensive database of previous studies on fly ash concrete was initially collected. This 
data included 599 samples from credible laboratory studies. The gathered dataset consisted of various 
input variables, including the water-to-cement ratio, amount of fly ash, cement content, coarse aggregate 
amount, fine aggregate amount, superplasticizer content, and curing age of the concrete. To predict 
the compressive strength of the concrete, various machine learning algorithms were utilized, including 
Genetic Programming (GP), Adaptive Neuro-Fuzzy Inference System (ANFIS), Multi-Layer Perceptron 
(MLP), Radial Basis Function Neural Network (RBF), Kriging, and Extreme Learning Machine (ELM). 
Furthermore, the accuracy of each model was evaluated using statistical indices, and the best model was 
identified. The results show that different machine learning models exhibit varying performances in 
predicting compressive strength. In particular, the Kriging method, with a correlation coefficient of 0.96, 
was selected as the best model.
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1- Introduction
Concrete, as the second most widely used material in the 

world after water, plays a fundamental role in the development 
of civil  infrastructure [1]. However, the cement production 
process—the primary  component of concrete—releases 
significant amounts of carbon dioxide  annually, posing a 
serious threat to the environment [2, 3]. The use of alternative 
cementitious materials, such as fly ash as an industrial 
pozzolan, has been recognized as an effective solution for 
mitigating  adverse environmental impacts while improving 
the mechanical properties and durability of concrete [4]. Fly 
ash is produced from the combustion of coal and serves as 
a partial cement substitute in concrete  ,resulting in reduced 
cement consumption and waste disposal costs while yielding a 
denser paste [5, 6]. In civil engineering, numerous uncertainties 
exist that cannot be resolved solely through calculations and 
experience; therefore, the application of artificial intelligence 
and machine learning methods has become essential [7, 
8]. In recent  years, these technologies have been widely 
employed to predict the  properties of concrete. Machine 
learning algorithms are capable of  deriving more accurate 
relationships for estimating concrete behavior by  analyzing 
input variables compared to traditional methods [9, 10]. In the 

present study, to address this gap, a comprehensive database 
comprising 599 valid laboratory mix designs was compiled. 
Furthermore, the performance of  five advanced machine 
learning algorithms—namely, ELM, ANFIS, MLP, RBF and 
Kriging—was evaluated within a comparative framework for 
estimating  compressive strength. Additionally, a sensitivity 
analysis was conducted  to determine the precise impact of 
input variables such as cement  ,water, superplasticizer, and 
aggregates. The key innovation of this  research, beyond 
the development of black-box models, is the provision  of 
an explicit and practical mathematical relationship derived 
from Genetic Programming (GP). This formulation enables 
civil engineers to  estimate the compressive strength of fly 
ashcontaining concrete with acceptable accuracy without the 
need for complex computational tools.

2- Methodology
In this research, aiming to predict the compressive strength 

of fly ash concrete, a comprehensive  database comprising 
599 samples extracted from reputable international  articles 
has been used. This dataset includes 7 input parameters, and 
compressive strength (fc) is considered as the target variable. 
After examining the descriptive statistics and data distribution 
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using  histograms, the data were randomly divided into two 
parts: 70% for training and 30% for testing. To enhance the 
efficiency of the models ,all data were normalized within the 
range of 0.1 to 0.9. For modeling and prediction, six different 
methods based on machine learning were employed: Genetic 
Programming, which evolves function trees to extract an 
explicit  equation and eliminates irrelevant variables [11, 
12]; Adaptive  Neuro-Fuzzy Inference System, a hybrid of 
fuzzy logic and neural  networks that calculates the output 
as a weighted sum of Sugeno rules [13]; Multi-Layer 
Perceptron with one hidden layer and a  hyperbolic tangent 
activation function, which iteratively adjusts  weights to 
reduce error [14, 15]; Radial Basis Function Neural Network, 
characterized by a simple architecture, high learning speed, 
and  global pproximation capability suitable for continuous 
functions ;]17 ,16[ Kriging, a statistical interpolation method 
based on least squares with a Gaussian correlation function, 
providing variance and  reliability assessment [18]; and 
Extreme Learning Machine, which uses random weights 
in the hidden layer and directly computes  output weights, 
offering high speed along with good generalization  ability 
[19]. Finally  ,the performance of the models was evaluated 
using statistical indices  :Root Mean Square Error (RMSE), 
Mean Absolute Error (MAE), Coefficient of  Determination 
(R²), and Standard Deviation (SD). The criterion for selecting 
the optimal model was the maximum R² value close to 1 and 
the minimum values of the other error indices.

3- Results and Discussions
In this study, the compressive strength of fly ash concrete 

was  predicted using six machine learning models (GP, 
ANFIS, MLP, RBF ,Kriging, ELM). The GP model provides 
an explicit relationship (Equation 1) in terms of the variables 
cement, fly ash, water, superplasticizer ,coarse aggregate, fine 
aggregate, and curing age. The statistical indicators of the 
used methods are presented separately for training and testing 
samples in Table 1. As shown that in this table, the Kriging 
model  achieved the best performance with a coefficient of 
determination of 0.999 for training data and 0.96 for testing 

data, along with the lowest error values. Diagram of predicted 
results versus experimental results using the Kriging model 
is shown in Figure 1. Following that, the RBF model and the 
ELM model ranked next in terms of accuracy, respectively. 
Although the GP model has lower  accuracy, it provides an 
explicit and practical relationship that can  be used without 
the need for specialized software. Sensitivity analysis 
showed that cement has the greatest positive effect, while 
coarse  aggregate and water have a negative effect; fly ash 
as a replacement up  to about 36% increases strength, after 
which a gradual decrease occurs .Curing age has a positive 
effect (with a higher growth rate in the early  days), while 
superplasticizer has a negligible effect.

2 
 

2. Methodology 

In this research, aiming to predict the compressive strength of fly ash concrete, a comprehensive database comprising 599 
samples extracted from reputable international articles has been used. This dataset includes 7 input parameters, and 
compressive strength (fc) is considered as the target variable. After examining the descriptive statistics and data distribution 
using histograms, the data were randomly divided into two parts: 70% for training and 30% for testing. To enhance the 
efficiency of the models ,all data were normalized within the range of 0.1 to 0.9. For modeling and prediction, six different 
methods based on machine learning were employed: Genetic Programming, which evolves function trees to extract an explicit 
equation and eliminates irrelevant variables [11, 12]; Adaptive Neuro-Fuzzy Inference System, a hybrid of fuzzy logic and 
neural networks that calculates the output as a weighted sum of Sugeno rules [13]; Multi-Layer Perceptron with one hidden 
layer and a hyperbolic tangent activation function, which iteratively adjusts weights to reduce error [14, 15]; Radial Basis 
Function Neural Network, characterized by a simple architecture, high learning speed, and global pproximation capability 
suitable for continuous functions [16, 17]; Kriging, a statistical interpolation method based on least squares with a Gaussian 
correlation function, providing variance and reliability assessment [18]; and Extreme Learning Machine, which uses random 
weights in the hidden layer and directly computes output weights, offering high speed along with good generalization ability 
[19]. Finally ,the performance of the models was evaluated using statistical indices :Root Mean Square Error (RMSE), Mean 
Absolute Error (MAE), Coefficient of Determination (R²), and Standard Deviation (SD). The criterion for selecting the optimal 
model was the maximum R² value close to 1 and the minimum values of the other error indices. 

3. Results and Discussions 

In this study, the compressive strength of fly ash concrete was predicted using six machine learning models (GP, 
ANFIS, MLP, RBF ,Kriging, ELM). The GP model provides an explicit relationship (Equation 1) in terms of the 
variables cement, fly ash, water, superplasticizer ,coarse aggregate, fine aggregate, and curing age. The statistical 
indicators of the used methods are presented separately for training and testing samples in Table 1. As shown that 
in this table, the Kriging model achieved the best performance with a coefficient of determination of 0.999 for 
training data and 0.96 for testing data, along with the lowest error values. Diagram of predicted results versus 
experimental results using the Kriging model is shown in Figure 1. Following that, the RBF model and the ELM 
model ranked next in terms of accuracy, respectively. Although the GP model has lower accuracy, it provides an 
explicit and practical relationship that can be used without the need for specialized software. Sensitivity analysis 
showed that cement has the greatest positive effect, while coarse aggregate and water have a negative effect; fly 
ash as a replacement up to about 36% increases strength, after which a gradual decrease occurs .Curing age has a 
positive effect (with a higher growth rate in the early days), while superplasticizer has a negligible effect. 

 

 
(1) 

 

  
  

 
  

 

  

4

4

2

16 15 15

15

19 19

0.153
0.0767 2.74

log

10

2.74 10

17.5log log 0.0767

4.44 10 4.68 10 4.68 10

2

1.88 10
28.9

1.84 10 1.84 10

c

d
f C

Ca

C W Si Fa

Fa Si C FA

d FA

C Ca

W FA Si

W Ca Fa d

C Si







  

  

   

 

   




  
 

  

 

 

 

 

 (1)

4- Conclusions
This study used 599 samples and six intelligent models 

to predict  the compressive strength of fly ash concrete. 
The Kriging model achieved  the best performance with a 
correlation coefficient of 0.96. Despite  its lower accuracy 
(R² = 0.751), the GP model provides a simple and practical 
relationship. Sensitivity analysis showed that cement, fine 
aggregate, and curing age have the greatest positive effect, 
while water has a negative effect. Fly ash as a replacement up 

Table 1. Comparison of the investigated models.
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Fig. 1. Diagram of predicted results versus experimental results using the Kriging model 

4. Conclusions 

This study used 599 samples and six intelligent models to predict the compressive strength of fly ash concrete. The 
Kriging model achieved the best performance with a correlation coefficient of 0.96. Despite its lower accuracy (R² 
= 0.751), the GP model provides a simple and practical relationship. Sensitivity analysis showed that cement, fine 
aggregate, and curing age have the greatest positive effect, while water has a negative effect. Fly ash as a 
replacement up to 36% increases strength, after which a decrease occurs. It is suggested that other artificial 
intelligence methods be used in future studies. 
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to 36% increases strength, after which a decrease occurs. It is 
suggested that other artificial intelligence methods be used in 
future studies.
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پیش‌بینی مقاومت فشاری بتن حاوی خاکستر بادی با استفاده از مدل‌های یادگیری ماشین

الهه مؤذنی، یاسر مودی*

دانشکده مهندسی عمران، دانشگاه صنعتی سیرجان، سیرجان، ایران. 

خلاصه: خاکستر بادی در نتیجه فرایند احتراق ذغال‌سنگ در نیروگاه‌های حرارتی به عنوان یکی از محصولات جانبی به‌دست می‌آید. 
خاکستر بادی ذرات بسیار ریز و میکروسکوپی دارد که معمولًا از ترکیب مواد معدنی مانند سیلیسیم دی ‌اکسید، آلومینیوم اکسید و 
آهن اکسید تشکیل شده است. این ترکیبات باعث می‌شوند که از خاکستر بادی در صنایع مختلف، به ویژه در صنعت بتن، استفاده 
شود. ازکاربرد های خاکستر بادی میتوان به افزودنی به بتن، پرکننده در آسفالت، ساخت آجر و بلوک‌های بتنی و جذب آلاینده‌ها 
اشاره نمود. خاکستربادی به عنوان یک ماده پوزولانی، به کاهش تولید کربن دی‌اکسید در فرآیند تولید سیمان کمک می‌کند. در 
این مطالعه ابتدا یک پایگاه داده‌ای جامع از مطالعات گذشته در خصوص بتن حاوی خاکستر بادی جمع آوری شد. این داده‌ها شامل 
۵۹۹ نمونه از مطالعات آزمایشگاهی معتبر بود. مجموعه داده‌های جمع‌آوری ‌شده شامل متغیرهای ورودی مختلفی از جمله نسبت آب 
به سیمان، مقدار خاکستر بادی، میزان سیمان، مقدار درشت‌دانه‌ها، مقدار ریز‌دانه‌ها، میزان روان‌کننده و سن عمل‌آوری بتن می‌باشد. 
برای پیش‌بینی مقاومت فشاری بتن‌ها، از الگوریتم‌های مختلف یادگیری ماشین از جمله برنامه‌ریزی ژنتیک GP(1(، سیستم استنتاج 
منطق فازی-عصبی ANFIS(2(، پرسپترون چندلایهMLP(3 )(، شبکه عصبی شعاعی پایه 4)RBF(، کریجینگ)Kriging(  و 
شبکه‌های عصبی تک‌لایه ELM(5( استفاده شده است. همچنین، دقت هر مدل با استفاده از شاخص‌های آماری ارزیابی شده و 
بهترین مدل معرفی گردید. نتایج نشان می‌دهد که مدل‌های مختلف یادگیری ماشین عملکردهای متفاوتی در پیش‌بینی مقاومت 

فشاری دارند. به ویژه روش کریجینگ )Kriging( با ضریب همبستگی 0/96 به عنوان بهترین مدل انتخاب گردید.
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مقدمه-1 
بتن پس از آب، دومین ماده پر مصرف در جهان است؛ زیرا در صنایع 
ساخت و ساز و مهندسی عمران کاربرد گسترده‌ای دارد. بتن به روش‌های 
مختلفی تولید می‌شود. بتن معمولی از سیمان، آب، انواع سنگدانه، چسباننده‌ها 
و افزودنی‌ها تشکیل شده است ]1[. از ویژگی‌های بتن می‌توان به مقاومت، 
سختی، تخلخل، دوام، چگالی، مقاومت در برابر آتش و مقاومت حرارتی اشاره 
کرد. با توجه به اینکه مقاومت فشاری بیشترین تاثیر را بر ایمنی و دوام اجزای 
نشان‌دهنده  که  می‌شود  شناخته  بتن  ویژگی  مهم‌ترین  عنوان  به  دارد،  بتن 

ایمنی سازه است]3و2[.
منابع طبیعی و سوخت‌های  به علت سوزاندن  تولید سیمان،  فرآیند  در 
و  سیمان  تولید  بنابراین،  می‌شود]4[.  تولید   co2 گاز  زیادی  مقادیر  فسیلی، 
کاربرد آن در پروژه‌های عمرانی، از عوامل اصلی تولید گازهای گلخانه‌ای در 

جهان است؛12 بنابراین تأثیر منفی فراوانی بر محیط زیست می‌گذارد]5-7[. 34با 
توجه به اینکه‌ هر تن سیمان، معادل یک تن co2 تولید می‌کند، به همین5 
تأثیرات منفی سیمان  برای کاهش  میزان گاز در جو منتشر می‌شود]9و8[. 
استفاده  به جای سیمان  بازیافتی  یا  زائد  مواد  از  زیست، می‌توان  بر محیط 
کرد]10[. ضایعات صنعتی مانند خاکستر بادی، پودر گرانیت و خاکستر پوسته 
افزودنی‌های  استفاده شوند]11[.  عنوان جایگزین سیمان  به  برنج می‌توانند 
معدنی به بتن در زمینه محیط زیست نقش مهمی دارند و به دلیل پایداری و 
مزایای جهانی آن‌ها، توجه ویژه‌ای به این مواد شده است]12[. پوزولان‌های 
از  به دست می‌آیند. استفاده  از سنگ‌های آتشفشانی و مواد معدنی  طبیعی 
پوزولان‌ها در بتن باعث کاهش هزینه‌ها، بهبود مقاومت، کارایی و دوام بتن 

1. Genetic Programming (GP)
2. Adaptive Neuro-Fuzzy Inference System (ANFIS)
3. Multilayer Perceptron (MLP)
4. Radial Basis Function Networks (RBF)
5. Extreme Learning Machine (ELM)
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می‌شود. همچنین شامل کاهش انبساط قلیایی سنگدانه‌ها، حمله سولفات‌ها و 
مقاومت در برابر ترک‌های حرارتی می‌شود؛ بنابراین پوزولان‌ها باعث کاهش 

تخریب محیط زیست نیز می‌شوند]14و13[.
ماده  این  می‌شود.  تولید  زغال‌سنگ  سوزاندن  فرآیند  از  بادی  خاکستر 
و  و کاهش هزینه‌های دفع ضایعات می‌شود  باعث کاهش مصرف سیمان 
به‌طور وسیع در صنعت ساخت‌و‌ساز به‌عنوان جایگزین سیمان به‌کار می‌رود. 
بتن حاوی خاکستر بادی خمیر متراکم‌تری تولید می‌کند]۱۶ و ۱۵[. خاکستر 
بادی به‌عنوان جایگزین سیمان، ویژگی‌های مکانیکی و رئولوژی بتن را بهبود 
گروه  دو  در  را  بادی  خاکستر   ASTM C 618 استاندارد می‌بخشد]۱۷[. 
طبقه‌بندی می‌کند: گروه کلاس F و گروه کلاس C.گروه کلاس F دارای 
 C که کلاس  حالی  در  دارد،  پوزولانی  خواص  و  است  آهک  کمی  مقدار 
علاوه بر خواص پوزولانی، خواص سیمانی نیز دارد]۱۸[. در تحقیقات نشان 
داده شده است، با افزایش مقدار خاکستر بادی در بتن، مقاومت فشاری در 
در  بادی،  پوزولانی خاکستر  فعالیت  به‌دلیل  اما  اولیه کاهش می‌یابد؛  سنین 
اساس  بر  می‌یابد]19[.  افزایش  فشاری  مقاومت  عمل‌آوری،  بعدی  مراحل 
حاوی  بتن  فشاری  مقاومت  حداکثر   ]20[ همکاران  و  احسانی1  یافته‌های 
خاکستر بادی در نسبت‌های جایگزینی کمتر از ۳۵ درصد حاصل می‌شود و 
افزایش این نسبت، افت چشمگیری در مقاومت فشاری ایجاد می‌کند. راوینا و 
مهتا2]21[ در تحقیقات خود به این نتیجه دست یافتند که در مخلوط‌های بتن 
کم‌سیمان، جایگزینی سیمان و ماسه با مقادیر قابل توجهی خاکستر بادی، از 
جنبه‌های مختلف عملکردی بسیار مفید و کارآمد است. بر اساس یافته‌های 
توماس و متیوز3]22[، عمل‌آوری کافی، نقشی حیاتی در دوام بتن داشته و 
تا ۵۰ درصد کاهش  میزان کربناسیون  روز،  به ۷  از ۱  آن  دوره  افزایش  با 
می‌یابد، به‌طوری که بتن‌های حاوی تا ۳۰ درصد خاکستر بادی، عملکردی 
به  مقدار  این  افزایش  اما  دارند،  معمولی  بتن  از  ضعیف‌تر  اندکی  یا  مشابه 
۵۰ درصد، سرعت کربناسیون را به‌طور قابل‌توجهی افزایش می‌دهد. لام4 و 
همکاران ]23[ دریافتند که خاکستر بادی به طور قابل توجهی رفتار فشاری 
از اوج مقاومت بهبود می‌بخشد و شیب بخش نزولی  بتن را در ناحیه پس 
منحنی تنش-کرنش را کاهش می‌دهد؛ مقادیر کم آن مقاومت کششی بتن 
را افزایش می‌دهد، در حالی که بتن با حجم بالای خاکستر بادی علی‌رغم 
مقاومت کششی اندکی پایین‌تر، در آزمایش‌های شکست مقادیر بالاتری خیز 

1. Ehsani
2. Ravina & Mehta
3. Thomas & Matthews
4. Lam

نهایی میان‌دهانه داشته و مقادیر انرژی شکست آن مشابه یا بالاتر از بتن 
با  بتن  مقاومت   ،]2۴[ و همکاران  اونر5  یافته‌های  اساس  بر  معمولی است. 
افزایش خاکستر بادی تا حد بهینه حدود ۴۰ درصد وزنی سیمان افزایش یافته 
و پس از آن کاهش می‌یابد، که در این میان نسبت خاکستر بادی به سیمان 

به عنوان عامل کلیدی در تعیین کارایی آن شناسایی شده است.
در مهندسی عمران، مسائل متعددی تحت تأثیر عدم‌قطعیت‌ها قرار دارند 
از  بسیاری  در  اما  آیند.  به‌دست  تجربه  و  محاسبات  طریق  از  می‌توانند  که 
موارد، این اطلاعات و تجربه کافی نیستند. به‌همین دلیل، استفاده از هوش 
از تکنولوژی‌های  مصنوعی ضروری می‌شود]۲5 و ۲6[. در سال‌های اخیر، 
پیشرفته مانند هوش مصنوعی و روش‌های یادگیری ماشینی برای پیش‌بینی 
از مدل‌های یادگیری  با استفاده  خواص بتن استفاده شده است]۲7 و 28[. 
ماشین و رگرسیون‌ها، می‌توان متغیرها را پیش‌بینی کرد و این الگوریتم‌ها 

روابط دقیق‌تری با استفاده از متغیرهای ورودی ایجاد می‌کنند]29[.
چندین تحقیق در زمینه مدلسازی تأثیر خاکستر بادی بر مقاومت فشاری 
بتن با استفاده از تکنیک‌های یادگیری ماشینی انجام شده است. به عنوان 
مقاومت  بر  بادی  خاکستر  تأثیر  مدلسازی   ]30[ بهگت6  و  ماهاجان  مثال، 
 ،)ANN(مصنوعی عصبی  شبکه  مدل‌های  از  استفاده  با  را  بتن  فشاری 
الگوریتم ژنتیکی پیشرفته )GEP( و درخت تصمیم )D-T( بر روی 100 
فشاری  مقاومت  پیش‌بینی   ]20[ همکاران  و  احسانی7  دادند.  انجام  نمونه 
بتن‌های معمولی، حاوی خاکستر بادی و سرباره را بر اساس روش‌های نوین 
و ارائه طرح‌مخلوط‌های بهینه آن‌ها با استفاده از مدل‌های مختلف یادگیری 
ماشینی نظیر رگرسیون خطی )LR(، رگرسیون تصادفی )FR(، رگرسیون 
الگوریتم رقابت  الگوریتم ژنتیک )GA(و   ،)PFR( چند جمله‌ای درجه دو
لیگ فوتبال)WCA( بر روی 1030 داده انجام دادند که از این میان، 239 
همکاران  سونگ8و  است.  بوده  بادی  خاکستر  حاوی  بتن  به  مربوط  داده 
استفاده  با  را  بتن  فشاری  مقاومت  بر  بادی  خاکستر  تأثیر  مدل‌سازی   ]31[
الگوریتم   ،)ANN( از مدل‌های مختلفی همچون شبکه عصبی مصنوعی 
ژنتیکی پیشرفته)GEP(، درخت تصمیم )D-T( وBoosting برروی 98 
نمونه انجام دادند. روشنی9و همکاران ]32[ در تحقیق خود، مدلسازی تأثیر 
مختلفی  مدل‌های  از  استفاده  با  را  بتن  فشاری  مقاومت  بر  بادی  خاکستر 
همچون شبکه عصبی مصنوعی )ANN( بر روی 296 نمونه انجام دادند 

5. Oner
6. Bhagat
7. Ehsani
8. Song
9. Roshani
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.جیانگ1و همکاران ]33[ در تحقیق خود، مدلسازی تأثیر خاکستر بادی بر 
الگوریتم  همچون  مختلفی  مدل‌های  از  استفاده  با  را  بتن  فشاری  مقاومت 
یادگیری افراطی ماشین )ELM(، جنگل تصادفی)RF( ، رگرسیون برداری 
انجام  نمونه   270 روی  بر   )Grid Search SVR( و   )SVR(پشتیبانی
بادی  خاکستر  تأثیر  مدلسازی  خود،  تحقیق  در   ]3۴[ خان2  و  احمد  دادند. 
از مدل‌های مختلفی همچون درخت  استفاده  با  را  بتن  مقاومت فشاری  بر 
  )RF( جنگل تصادفی ،)MLP( شبکه پرسپترون چندلایه ،)D-T( تصمیم
و رگرسیون برداری پشتیبانی )BR(بر روی 569 نمونه انجام دادند. قربانی3 
]35[ در تحقیق خود، مدلسازی تأثیر خاکستر بادی بر مقاومت فشاری بتن 
را با استفاده از مدل‌های مختلفی همچونANN بر روی 471 نمونه انجام 
تأثیر  مدل‌سازی  خود،  تحقیق  در  نیز   ]36[ همکاران  و  هاشم4  دادند. آل 
مختلفی  مدل‌های  از  استفاده  با  را  بتن  فشاری  مقاومت  بر  بادی  خاکستر 

همچونANN  و GEP بر روی 310 نمونه انجام دادند. 
اگرچه مطالعات متعددی توسط  ادبیات تحقیق نشان می‌دهد که  مرور 
 ،]20[ همکاران  و  احسانی   ،]30[ بهگت  و  ماهاجان  همچون  پژوهشگرانی 
سونگ و همکاران ]31[، روشنی و همکاران ]36[، جیانگ و همکاران ]33[، 
زمینه  در   ]32[ همکاران  و  هاشم  آل  و   ]35[ قربانی   ،]3۴[ خان  و  احمد 
مدلسازی مقاومت فشاری بتن حاوی خاکستر بادی با استفاده از تکنیک‌های 
داده‌های  بانک  حجم  محدودیت  اما  است،  شده  انجام  ماشین  یادگیری 
آزمایشگاهی به عنوان یک خلأ تحقیقاتی اصلی در این حوزه مطرح است. 
اکثر مطالعات پیشین بر روی مجموعه داده‌های با حجم کم )کمتر از 3۰۰ 
نمونه( استوار بوده‌اند که این امر می‌تواند دقت مدل‌ها و قابلیت تعمیم‌دهی 

آن‌ها را برای طیف وسیعی از طرح‌های مخلوط بتن محدود نماید.
اصلی  نوآوری  پیشین،  مطالعات  در  موجود  خلأهای  رفع  راستای  در 
داده  جامع شامل ۵۹۹  داده  بانک  توسعه یک  و  گردآوری  در  پژوهش  این 
آزمایشگاهی نهفته است که از نظر تعداد نمونه‌ها، برتری محسوسی نسبت به 
اغلب تحقیقات گذشته داشته و زمینه ارائه مدلی با قابلیت تعمیم‌پذیری بالاتر 
معتبر  آزمایشگاهی  مطالعات  از  جمع‌آوری‌شده  داده‌های  می‌سازد.  فراهم  را 
استخراج شده و شامل پارامترهای مؤثر بر مقاومت فشاری بتن‌های حاوی 
خاکستر بادی نظیر مقادیر سیمان، خاکستر بادی، آب، فوق‌روان‌کننده، ریزدانه، 
درشت‌دانه و سن نمونه‌های بتن است؛ ازاین‌رو، استفاده از این مجموعه داده 

1. Jiang
2. Ahmad, Khan
3. Ghorbani
4. Al Hashem

مختلف  با سطوح  بتن‌هایی  برای  اعتماد  قابل  مدلی  توسعه  امکان  گسترده 
جایگزینی خاکستر بادی را فراهم می‌کند. در ادامه، از مدل‌هایی استفاده شده 
است که در مقایسه با مطالعات گذشته، کمتر برای تخمین مقاومت فشاری 
پنج  عملکرد  منظور،  بدین  شده‌اند.  گرفته  به‌کار  بادی  خاکستر  حاوی  بتن 
 RBF ،MLP ،ANFIS ،ELM الگوریتم پیشرفته یادگیری ماشین شامل
و Kriging به‌صورت هم‌زمان و در یک چارچوب مقایسه‌ای یکپارچه برای 
تخمین مقاومت فشاری این بتن‌ها مورد ارزیابی قرار گرفت. علاوه بر این، 
به‌منظور درک بهتر نقش هر یک از متغیرهای ورودی، تحلیل حساسیت با 
پارامترهای  تا میزان تأثیرگذاری  انجام شد  از یک روش کارآمد  بهره‌گیری 
مختلف بر مقاومت فشاری به‌صورت کمی بررسی گردد. در نهایت، برخلاف 
بسیاری از مطالعات که صرفاً به ارائه مدل‌های جعبه‌سیاه بسنده کرده‌اند، در 
این تحقیق یک رابطه صریح و کاربردی مبتنی بر مدل برنامه‌نویسی ژنتیکی 
)GP( ارائه شده است که بدون نیاز به محاسبات پیچیده یا ابزارهای پیشرفته 
محاسباتی، امکان تخمین مقاومت فشاری بتن حاوی خاکستر بادی را برای 

مهندسان و پژوهشگران فراهم می‌آورد.

مجموعه داده ها-2 
پیش‌بینی  و  تحلیل  برای  که  داده‌ای  پایگاه  توضیح  به  بخش،  این  در 
نتایج  از  این منظور،  مورد استفاده قرار گرفته است، پرداخته می‌شود. برای 
بهره گرفته  پیشین که در مجلات معتبر منتشر شده‌اند،  مقالات تحقیقاتی 
شده است)پیوست1(. پایگاه داده شامل ۵۹۹ نمونه بتن حاوی خاکستر بادی 
است. از ۷ پارامتر ورودی و یک پارامتر خروجی تشکیل شده است. متغیرهای 
ورودی شامل مقادیر سیمان، خاکستر بادی، آب، روان‌کننده، مقدار سنگدانه 
‌های درشت، مقدار سنگدانه ‌های ریز و سن نمونه می باشد، مقاومت فشاری 
است. شکل 1  نظر گرفته شده  در  متغیر خروجی  یا  متغیر هدف  به عنوان 
نمودار هیستوگرام فراوانی پارامتر های ورودی و خروجی آزمایش را نشان 
داده‌ها  مجموع  از  درصد   70 تصادفی،  به صورت  تحقیق،  این  در  می‌دهد. 
به عنوان داده‌های آموزش و 30 درصد از داده‌ها به عنوان داده‌های تست 
انتخاب شدند. برای افزایش کارایی مدل، نرمال‌سازی داده‌ها ضروری است. 
برای همین منظور، تمامی داده‌ها در تمام مدل‌ها بین 0/1 و 0/9 نرمالسازی 

شدند.
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درمعادله imin ،۱ و imax  به ترتیب نمایانگر حداقل و حداکثر مقدار متغیر 
ورودی i هستند و Si نیز متغیر نرمالیزه‌شده را نشان می‌دهد.

مدلسازی -3 
 1- 3-)GP( برنامه نویسی ژنتیک

برنامه‌نویسی ژنتیک یک شاخه از الگوریتم‌های ژنتیک است. تفاوت این 
 )GP(دو در نحوه پردازش و نمایش جواب‌ها است. در برنامه‌نویسی ژنتیک
یک  ژنتیک  الگوریتم  که  حالی  در  می‌شود،  ایجاد  کامپیوتری  برنامه‌های   ،
ژنتیک،  برنامه‌نویسی  در  می‌دهد.  نمایش  جواب  عنوان  به  را  عددی  رشته 
جمعیتی از برنامه‌های کامپیوتری ایجاد می‌شود که نسل به نسل به صورت 
تصادفی به جمعیتی از برنامه‌های جدید تبدیل می‌شود. ابتدا این الگوریتم به 
صورت تصادفی جمعیتی اولیه از برنامه‌ها را تولید می‌کند، سپس هرکدام از 
برنامه‌های جمعیت اجرا شده و برازندگی آن‌ها ارزیابی می‌شود. در مرحله بعد، 
یک یا دو برنامه از جمعیت بر اساس قابلیت آن‌ها برای شرکت در عملیات 
ژنتیکی انتخاب شده و با استفاده از عملیات ژنتیک برنامه‌های جدید برای 
نسل بعدی تولید می‌شوند. این روند تا زمانی که یک راه‌حل قابل قبول پیدا 
نمایش داده   GP نتیجه اجرای  این راه‌حل به عنوان  ادامه می‌یابد و  شود، 

می‌شود.
نمایش  درختی  ساختار  صورت  به  برنامه ‌ها  ژنتیک،  برنامه‌نویسی  در 
برگ‌های درخت  ندارند.  ثابتی  که درخت‌ها طول  به طوری  داده می‌شوند، 
متغیر‌ها و ثابت‌ها هستند که درGP به آن‌ها پایانه گفته می‌شود. گره‌های 

داخلی، گره‌های محاسباتی هستند که به آنها توابع گفته می‌شود. این توابع 
و پایانه‌ها مجموعه اولیه GP را تشکیل می‌دهند. در برنامه‌نویسی ژنتیک، 
سپس  می‌شوند،  تعریف  ارتباط‌دهنده  تابع  و  هدف  ورودی،  متغیرهای  ابتدا 
ساختار مناسب و ضرایب آنها به الگوها اختصاص داده می‌شود. از آنجا که 
در این روش یک معادله ارتباط‌دهنده بین متغیرهای ورودی و خروجی وجود 
دارد، این روش می‌تواند متغیرهای مناسب الگو را انتخاب کرده و متغیرهای 
غیرمرتبط را حذف نماید. این ویژگی باعث کاهش ابعاد متغیرهای ورودی 
می‌شود. برای الگوسازی مسائل مربوط به ساختار پدیده‌ها در زمینه مهندسی، 
به‌طور گسترده‌ای از این روش استفاده می‌شود]۵۰ و ۵۱[. هرچه پارامترها در 
مدل GP بهینه‌تر باشند، دقت مدل افزایش می‌یابد. GP شامل پارامترهای 
بازه زمانی ضرایب ثابت  اندازه جمعیت، عملگرها، توابع ریاضی بین ژن‌ها، 
تصادفی، تعداد نسل‌ها، سرعت جهش و وارونگی است. در این تحقیق، مقادیر 
بهینه برای این پارامترها با استفاده از روش آزمون و خطا و مطابق جدول ۲ 

در نظر گرفته شده است.

 2- 3-)ANFIS( سیستم استنتاج تطبیقی فازی عصبی
ساختار سیستم استنتاج عصبی-فازی بر پایه یک سیستم استنباط فازی 
است که پارامترهای بخش‌های فرض و نتیجه قوانین اگر-آنگاه فازی توسط 
به  داده‌ها  سیستم،  این  در   .]۵۲[ می‌شود  تنظیم  عصبی  شبکه  مدل  یک 
 ANFIS .مجموعه‌هایی با درجات عضویت بین صفر و یک تقسیم می‌شوند
لایه‌های  از  استفاده  با  که  است  سنتی  فازی  سیستم  از  بخش‌هایی  شامل 
پنهان، هر مرحله را محاسبه می‌کند و از شبکه‌های عصبی برای یادگیری 

جدول 1. مشخصات آماری مجموعه داده ها.

Table 1. Statistical characteristics of the dataset.

 . مشخصات آماری مجموعه داده ها1جدول 
Table 1. Statistical characteristics of the dataset 

 
 راف معیارحان میانگین داکثرح داقلح دحوا پارامتر نماد
C 3 سیمانkg/m 64/21 505 55/162 15/224 

FA 3 خاکستربادیkg/m 82/0 120 26/46 64/68 
W 3 آبkg/m 25/8 522 54/242 44/41 
Si 3 کنندهروانkg/m 0 10 45/5 2/6 
Ca 3 دانهدرشتkg/m 52/58 5/2624 64/285 01/555 
Fa 3 ریزدانهkg/m 1/16 2145 41/421 86/184 
d  آوریعملسن days 5 415 82/51 41/24 
cf مقاومت فشاری MPa 2/6 40 51/54 2/25 
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  ت                                                                               پ      

 

 ج                                                                           ث        

شکل 1. نمودار هیستوگرام داده‌های آزمایشگاهی. الف: میزان خاکستر بادی، ب: میزان سیمان، پ: میزان روان‌کننده، ت: میزان آب، ث: میزان 
ریزدانه، ج: میزان درشت‌دانه، چ: مقاومت فشاری، ح: سن عمل‌آوری. )ادامه دارد(

Fig. 1. Histogram chart of experimental data. a: Fly ash content, b: Cement content, c: Superplasticizer 
content, d: Water content, e: Fine aggregate content, f: Coarse aggregate content, g: Compressive strength, 

h: Curing age. (Continued)
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و بهبود عملکرد سیستم استفاده می‌کند. شکل ۲ ساختار روش ANFIS را 

نشان می‌دهد. در مدل فازی سوگنو، که شامل دو متغیر ورودی و یک متغیر 

خروجی است، دو قانون بیان شده است]53[:

)𝑓1 = 𝑝1𝑥 + 𝑞1𝑦 + 𝑟1( آنگاه )y ∈ B1( و )x ∈ A1( قانون 1: اگر

)𝑓2 = 𝑝1𝑥 + 𝑞2𝑦 + 𝑟2( آنگاه  )y ∈ B2( و )x ∈ A2( قانون 2: اگر

لایه اول لایه ورودی است، هر گره در این لایه به عنوان یک گره 

تطبیقی انتخاب می‌شود که دارای یک تابع است:
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در این فرمول‌ x متغیر ورودی به گره , i درجه عضویت فازی و A و 
Bi  یک برچسب زبانی می‌باشند. برچسب‌های زبانی به مجموعه‌های فازی 

 
 ح                                                                              چ       

                           آب، میزان: ت ،کنندهروان میزان: پ سیمان، میزان: ب بادی، خاکستر میزان: الف .آزمایشگاهی هایداده هیستوگرام نمودار. 1 شکل     
 آوریعمل سن: ح فشاری، مقاومت: چ ،دانهدرشت میزان: ج ریزدانه، میزان: ث

Fig. 1. Histogram chart of experimental data. a: Fly ash content, b: Cement content, c: Superplasticizer 
content, d: Water content, e: Fine aggregate content, f: Coarse aggregate content, g: Compressive strength, h: 

Curing age. 
 

 

 

 
 ANFIS [35.] روش ساختار. 2 شکل

Fig. 2. Structure of the ANFIS method [53]. 
 

 

 

 

 

 

 

شکل 1. نمودار هیستوگرام داده‌های آزمایشگاهی. الف: میزان خاکستر بادی، ب: میزان سیمان، پ: میزان روان‌کننده، ت: میزان آب، ث: میزان 
ریزدانه، ج: میزان درشت‌دانه، چ: مقاومت فشاری، ح: سن عمل‌آوری

Fig. 1. Histogram chart of experimental data. a: Fly ash content, b: Cement content, c: Superplasticizer 
content, d: Water content, e: Fine aggregate content, f: Coarse aggregate content, g: Compressive strength, 

h: Curing age.

جدول 2. پارامترهای درنظرگرفته شده برای مدل برنامه ریزی ژنتیک.

Table 2. Parameters considered for the genetic programming model..

 

 . پارامترهای درنظرگرفته شده برای مدل برنامه ریزی ژنتیک2جدول 
Table 2. Parameters considered for the genetic programming model. 

 
 تعداد جمعیت 20000

5و  500  تعداد نسل وتعداد ژن 
TIMES،MINUS،PLUS،RDIVIDE،SQUARE 

EXP،LOG،SQRT،CUBE 
 عملگرها و توابع ریاضی بین ژن ها

4/0  سرعت جهش 

20الی  -20  بازه ضرایب ثابت تصادفی 
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اشاره دارند که می‌توانند مفاهیم مختلفی را به صورت زبانی توصیف کنند.
برای تعریف تابع عضویت  از فرمول )4( استفاده می‌شود:
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bi ،ai و ci پارامترهای پیش‌فرض تابع عضویت هستند که در طول 

 فرآیند آموزش به‌روز می‌شوند.
هر گره در لایه دوم یک گره ثابت است که به‌صورت زیر محاسبه می‌شود:
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خروجی لایه سوم نرمالیزه شده لایه دوم است و به صورت رابطه زیر 
ارائه می‌گردد:
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لایه فازی‌سازی مربوط به لایه چهارم است. در این لایه، هر گره یک 
گره تطبیقی است و مطابق تابع زیر تعریف می‌شود:
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تمام سیگنال‌های  از طریق مجموع  لایه پنجم لایه خروجی است که 

دریافتی، خروجی نهایی را محاسبه می‌کند:
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بر  مبتنی  محلی  بهینه‌ساز  الگوریتم‌های  ضعف  باعث  که  عواملی  از 
گرادیان در تنظیم پارامترهای مدل یادگیری ماشین می‌شود، می‌توان به عدم 
همگرایی، نوسانات گرادیان، حساسیت به نرخ یادگیری، گیرافتادن در نقاط 
ویژگی‌ها  مقیاس  به  حساسیت  و  گرادیان  محاسبه  پیچیدگی  محلی،  بهینه 
قدرتمند  الگوریتم  یک  از  می‌توان  مشکلات،  این  رفع  برای  کرد.  اشاره 
جستجوی سراسری استفاده نمود]۵۴ و ۵۵[. نوع توابع عضویت متغیرهای 
AN� لورودی و خروجی مدل، تعداد تکرارها و تعداد خوشه‌ها بر دقت مدل

FIS تأثیر می‌گذارند. با تنظیم دقیق مقادیر پارامترهای بایاس شبکه، توابع 

عضویت متغیرها و وزن‌ها می‌توان عملکرد مدل را بهبود بخشید.

 3- 3-)MLP( پرسپترون چند لایه
شناسایی  مانند  ماشین،  یادگیری  مختلف  مسائل  در  گسترده‌ای  به‌طور 
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Fig. 1. Histogram chart of experimental data. a: Fly ash content, b: Cement content, c: Superplasticizer 
content, d: Water content, e: Fine aggregate content, f: Coarse aggregate content, g: Compressive strength, h: 

Curing age. 
 

 

 

 
 ANFIS [35.] روش ساختار. 2 شکل

Fig. 2. Structure of the ANFIS method [53]. 
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Fig. 2. Structure of the ANFIS method [53].
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الگو، پیش‌بینی و دسته‌بندی داده‌ها استفاده می‌شود. این شبکه شامل یک 
لایه ورودی، یک لایه مخفی و یک لایه خروجی است، هر نورون در این 
تابع فعال‌سازی است که معمولًا غیرخطی می‌باشد]56[.  شبکه دارای یک 
به  سپس  و  شده  گرفته  ورودی  لایه  توسط  ابتدا  شده  پیش‌بینی‌  داده‌های 
مقدار  ورودی،  لایه  در  می‌شوند.  منتقل  مخفی  لایه  در  موجود  نورون‌های 

خالص به‌صورت معادله )9( محاسبه می‌شود]58 و57[: 
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یک تابع فعال‌سازی، برای کاهش تنوع مقادیر خالص به آن اضافه می‌شود، 
هایپربولیک  سازی  فعال‌  تابع  می‌شود]59[.  ارائه  خروجی  سیگنال  سپس 

تانژانت به‌صورت معادله )10( است:
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سیگنال‌های  که  زمانی  تا  می‌شود  انجام  لایه  هر  روی  بر  فرایند  این 
خروجی از لایه آخر گزارش شوند. در نهایت، برای کاهش خطا، با اصلاح 
بایاس‌ها و وزن‌های اختصاص داده ‌شده، یک الگوریتم بهینه ‌سازی از طریق 
MLP ارائه می‌شود. الگوریتم‌های زیرمجموعه ANN دارای سرعت بالای 

عصبی  شبکه  یک  کلی  طرح  شکل3  هستند]60[.  بالا  دقت  و  همگرایی 
مصنوعی ANN را نشان می‌دهد.

 4- 3-)RBF( شبکه عصبی شعاعی پایه
شبکه‌های عصبیRBF به عنوان یک رویکرد جذاب برای تقریب توابع 
شناخته  تعمیم  بالای  توانایی  و  محاسباتی  کارایی  ساده،  معماری  دلیل  به 
جهانی  تقریب‌زننده‌های  به‌عنوان  که  داده‌اند  نشان  شبکه‌ها  این  می‌شوند. 
عمل می‌کنند؛ به این معنا که از نظر نظری، هر تابع پیوسته‌ای که در یک 
مجموعه محدود تعریف شده باشد، می‌تواند با افزایش تعداد گره‌های مخفی 
به دقت از پیش‌تعیین‌شده‌ای تقریب زده شود ]65-62[. طبق مقاله مدی و 
دارکن1 ]66[، هنگامی که بعد ورودی به اندازه کافی کوچک باشد، شبکه‌های 
عصبی RBF بهترین انتخاب برای یادگیری و تقریب توابع پیوسته هستند. 
از ویژگی‌های برجسته شبکه‌های عصبی RBF می‌توان به موارد زیر اشاره 
1. Moody, Darken

 
 ANN [11.] روش ساختار. 5 شکل

Fig. 3. Structure of the ANN method [61]. 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

.]61[ ANN شکل 3. ساختار روش

Fig. 3. Structure of the ANN method [61].
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کرد: این شبکه‌ها تقریب‌زننده‌های جهانی هستند ]64[، بهترین ویژگی‌های 
تقریب را دارند ]67[، سرعت یادگیری آن‌ها به دلیل استفاده از نورون‌های 
سایر  از  فشرده‌تر  توپولوژی  نظر  از  و  است]66[،  سریع  شده  تنظیم  محلی 
شکل4  در  که   ،RBFعصبی شبکه  یک   .]68[ هستند  عصبی  شبکه‌های 
نشان داده شده است، قادر است مجموعه‌ای از ورودی‌ها را به مجموعه‌ای 
ورودی  داده‌های   ،RBFشبکه ورودی  لایه  دهد]69[.  ارتباط  خروجی‌ها  از 
را که می‌توانند بردار یا ماتریسی باشند دریافت می‌کند. لایه مخفی شامل 
لایه  خروجی‌های  شبکه،  این  خروجی  لایه  است.  نورون‌ها  از  مجموعه‌ای 
مخفی را ترکیب کرده و خروجی نهایی را تولید می‌کند. این لایه وزن‌ها را 
به خروجی لایه دوم اعمال می‌کند و برای ایجاد خروجی نهایی از ترکیب 

خطی استفاده می‌کند.

 5- 3-)Kriging( کریجینگ
استفاده  مهندسی  و  علوم  در  آماری  درونیابی  برای  کریجینگ  روش 
آن  پیش‌بینی‌های  است.  مربعات  کمترین  تخمین  الگوریتم  یک  و  می‌شود 
قطعی بوده و واریانس صفر دارند. روش کریجینگ پیش‌بینی دقیقی برای 
میانگین  مربع  محاسبه خطای  به  قادر  و  می‌دهد  ارائه  تصادفی  فرآیندهای 
است؛ بنابراین مورد توجه محققان قرار گرفته است. الگوریتم‌های بهینه‌سازی 
به  دستیابی  برای  کریجینگ،  مانند  تخمین  مدل‌های  با  همراه  فراابتکاری 
از  استفاده  همچنین  می‌کنند؛  کمک  مهندسی  مسائل  در  بهینه  طرح‌های 
آنها آسان و کمهزینه است. بهینه‌سازی چندهدفه برای مسائل با معیارهای 

مختلف تصمیم‌گیری مناسب بوده و امکان کاهش مصرف سیمان و افزایش 
فراهم  را  محیط‌زیست  دوستدار  بتن  در  بازیافتی  سنگدانه‌های  از  استفاده 
می‌آورد]۷0[. روش کریجینگ به دلیل دقت بالا در پیش‌بینی و توانایی ارائه 
واریانس، در ارزیابی قابلیت اعتماد و احتمال خرابی استفاده می‌شود. علاوه 
بر این، با افزودن نقاط طراحی جدید، دقت پیش‌بینی مدل کریجینگ قابل 
افزایش است]۷2[. مدل کریجینگ پایه با در نظر گرفتن تابع پاسخ به‌دست 

می‌آید]۷3 و ۷۴[:
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) به  )Tf x Tβ و   ، ( )Z x  ، ( ).F x β  ، ( )G x در این فرمول
تابع  و  پاسخ، مدل رگرسیون، روند تصادفی، ضرایب رگرسیون  تابع  ترتیب 

پایه نامیده می شوند.
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تابع  طبق فرمول𝑅(𝜃). 𝒑. 𝒓 ، 𝜎2 ،12 به ترتیب واریانس فرایند و 
همبستگی گوسین بین دو نقطه 𝒑 و r انتخاب شده با پارامتر𝜃 می باشد. 
توابع همبستگی مختلفی در مدل کریجینگ پایه به کار گرفته می شود .مقدار 

پاسخ مطلوب پیش بینی شده نیز از معادله زیر بدست می آید.

 
 RBF [16.] روش ساختار. 4 شکل

Fig. 4. Structure of the RBF method [70]. 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

.]69[ RBF شکل 4. ساختار روش

Fig. 4. Structure of the RBF method [69].
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)r (𝑥 دراین معادله همبستگی بین نقاط طراحی و x را نشان می دهد.

 6- 3-)ELM( شبکه‌های عصبی تک لایه
مدل ELM یک مدل نوین برای آموزش شبکه‌های عصبی مصنوعی 
زمینه‌های  در  می‌تواند  مدل  این  دارد.  مناسبی  عمومی  عملکرد  که  است 
از جمله پیش‌بینی و رگرسیون، طبقه‌بندی، شبیه‌سازی سیستم‌ها،  مختلفی 
قرار گیرد. شامیری1و همکاران  استفاده  مورد  پردازش سیگنال  و  مدلسازی 
]۷5[ از ELM برای پیش‌بینی مقاومت فشاری بتن با مقاومت بالا استفاده 
کرده‌اند. این شبکه عصبی به فرآیند تنظیم تکراری برای پارامترها یا اتصالات 
بین لایه‌های مخفی و خروجی نیاز ندارد. ELM یک روش یادگیری نسبتاً 
و  مخفی  بایاس‌های  سنتی،  عصبی  شبکه‌های  برخلاف  که  است  جدید 
وزن‌های ورودی را به‌صورت تصادفی مقداردهی اولیه کرده و این مقادیر در 
طول فرآیند یادگیری ثابت می‌مانند. همچنین محاسبه مستقیم و بدون نیاز به 
فرآیندهای آموزشی پیچیده برای تعیین وزن‌های لایه خروجی باعث می‌شود 

که ELM عملکرد عمومی بسیار خوبی از خود نشان دهد]۷5[.

ارزیابی دقت مدل‌ها-4 
در این تحقیق، برای شناسایی روشی با بیشترین دقت از شاخص‌های 
مربعات  میانگین  دوم  ریشه  شامل  شاخص‌ها  این  شد.  استفاده  آماری 
 )R²( ضریب همبستگی ،)MAE(میانگین قدر مطلق خطا ،)RMSE(خطا
و انحراف معیار )SD( می‌باشند. هرچه مقدار R² به یک و سایر پارامترها به 

صفر نزدیک‌تر باشند، مدل بهینه‌تر خواهد بود.

:)MAE( میانگین قدر مطلق خطا
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:)RMSE( ریشه دوم میانگین مربعات خطا

1. Shamiri
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:)R2( ضریب همبستگی

)16(

 
 

(13)      1 1reG x r x R y 

  

 

 
 

(14) pre Exp
1

R  - R  
N

MAE
N




 

 

 
 

(15)  2
pre Exp

1
R  - R

N

RMSE
N




 

 

 
 

(16)   

   

2

pre Exppre Exp
12

2 2
pre Exppre Exp

1 1

R R R R
R =

R R R R

N

N N

    

 



 
 

 

 
 

(17) 

2
prepre

Exp1 Exp

R R - 
R R

1

N

SD
N

 
  
 





 

 
 
 

(18) 

 

  
  

 
  

 

  

4

4

2

16 15 15

15

19 19

0.153
0.0767 2.74

log

10

2.74 10

17.5log log 0.0767

4.44 10 4.68 10 4.68 10

2

1.88 10
28.9

1.84 10 1.84 10

c

d
f C

Ca

C W Si Fa

Fa Si C FA

d FA

C Ca

W FA Si

W Ca Fa d

C Si







  

  

   

 

   




  
 

  

 
 

�

:)SD( انحراف معیار
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ExpR به ترتیب  preR و   ، ExpR  ، preR  ، N در معادلات بالا 
تجربی،  خروجی  پارامتر  شده،  پیش‌بینی‌  خروجی  پارامتر  تعداد نمونه‌ها، 
تجربی  پارامتر خروجی  میانگین  و  پیش‌بینی‌ شده  پارامتر خروجی  میانگین 

است.

نتایج و بحث-5 
در این بخش، ابتدا رابطه پیشنهادی مبتنی بر GP برای تخمین مقاومت 
مدل  نتایج شش  سپس  گردد.  می  ارائه  بادی  خاکستر  حاوی  بتن  فشاری 
مختلف شامل Kriging ،RBF ،MLP ،ANFIS ،GP وELM برای 
پیش‌بینی مقاومت فشاری بتن حاوی خاکستر بادی به تفصیل بیان می شود. 
بخش‌های  در  توضیح‌داده‌شده  آماری  از شاخص‌های  استفاده  با  نهایت،  در 
قبلی، مدلی که دارای دقت پیش‌بینی بالاتری است، انتخاب می‌شود. علاوه 
بر این، با انجام تحلیل حساسیت و بررسی پارامترها، میزان اهمیت متغیرهای 
پیش‌بینی  دقت  بر  را  تأثیر  بیشترین  که  عواملی  شناسایی  به‌منظور  ورودی 

مدل‌ها دارند، مورد ارزیابی قرار می‌گیرد.

رابطه ی پیشنهادی برای تخمین مقاومت فشاری-5 -1 
در این بخش، رابطه پیشنهادی GP برای تخمین مقاومت فشاری بتن 
 GP حاوی خاکستر بادی ارائه شده است. رابطه )18(، فرمول پیشنهادی مدل
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برای تخمین مقاومت فشاری بتن حاوی خاکستر بادی را نمایش می‌دهد. 
استفاده از این رابطه برای کاربران بدون نیاز به استفاده از رایانه نیز ممکن 

می‌باشد.

)18(
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در این رابطه d ،Fa ،Ca ،Si ،W ،FA ،C به ترتیب به‌ عنوان سیمان، 
خاکستربادی، میزان آب، روان کننده، درشت‌دانه، ریزدانه و سن عمل‌آوری 

تعریف می شوند. 

مقایسه عملکرد مدل‌ها-5 -2 
 ،MLP  ،ANFIS  ،GP مدل  شش  دقت  جامع  مقایسه  به‌منظور 
Kriging ،RBF و ELM، شاخص‌های آماری عملکرد این مدل‌ها برای 

جداگانه  به‌صورت  داده(   180( آزمایش  و  داده(   419( آموزش  نمونه‌های 
محاسبه و در جدول 3 ارائه شده است. نتایج نشان می‌دهد که هر شش مدل 
از دقت قابل قبولی در تخمین مقاومت فشاری بتن‌های حاوی خاکستر بادی 
برخوردارند. با این حال، مقایسه کمی شاخص‌های عملکردی در هر دو دسته 
نمونه‌‌های آموزش و آزمایش بیانگر آن است که مدل Kriging در تمامی 
معیارهای آماری، مقادیر مطلوب‌تری )R² بالاتر و خطاهای کمتر( نسبت به 
سایر مدل‌ها ارائه کرده است؛ ازاین‌رو، این مدل دارای بیشترین دقت و قابلیت 

تعمیم‌پذیری در میان روش‌های مورد بررسی است.
بر اساس نتایج جدول 3، در شاخص‌‌های آماری نمونه‌‌های آموزش، مدل 
ELM با ضریب تعیین R² برابر با 0/99 پس از مدل Kriging، عملکرد 

بهتری نسبت به سایر مدل‌ها نشان داده است. با این حال، در شاخص‌‌های 
آماری نمونه‌‌های آزمایش که معیار اصلی ارزیابی قابلیت تعمیم‌پذیری مدل‌ها 

 
 ELM [71.] روش ساختار. 3 شکل

Fig. 5. Structure of the ELM method [77]. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

.]76[ ELM شکل 5. ساختار روش

Fig. 5. Structure of the ELM method [76].
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Krig� از مدل  با 0/868 پس  برابر   R² با   RBF  محسوب می‌شود، مدل 
ing، عملکرد دقیق‌تری نسبت به سایر مدل‌ها داشته است. با توجه به اینکه 

آزمایش  داده‌های  آماری  اساس شاخص‌‌های  بر  باید  مدل‌ها  نهایی  ارزیابی 
 ELM با  مقایسه  در   RBF نتیجه گرفت که مدل  گیرد، می‌توان  صورت 
)پس از Kriging( از قابلیت تعمیم‌پذیری بالاتری برای پیش‌بینی مقاومت 

فشاری بتن حاوی خاکستر بادی برخوردار است.
 ،ELM ،RBF ،Kriging به‌طور کلی، بر اساس جدول 3، مدل‌های
رتبه‌بندی  تا کمترین دقت  بیشترین  از  به‌ترتیب   GP و   ANFIS  ،MLP

کمتری  دقت  از  مدل‌ها  سایر  با  مقایسه  در   GP مدل  هرچند  می‌شوند. 
برخوردار است، اما مزیت اصلی آن ارائه یک رابطه صریح و کاربردی است 
که امکان تخمین مقاومت فشاری بتن حاوی خاکستر بادی را بدون نیاز به 

ابزارهای محاسباتی پیشرفته فراهم می‌کند.
مقادیر  برابر  در  آزمایشگاهی  فشاری  مقاومت  مقادیر   ،6 شکل  در 
پیش‌بینی‌شده توسط مدل‌های مختلف نمایش داده شده و ضرایب همبستگی 
مربوط به داده‌های آموزش و آزمایش نیز ارائه شده است. با توجه به اینکه 
نزدیکی نقاط به خط نیم‌ساز بیانگر دقت بیشتر مدل است، نتایج این شکل 
نشان می‌دهد که مدل‌های Kriging و RBF تطابق بهتری با داده‌های 
آزمایشگاهی دارند. همچنین در شکل 7، نسبت مقادیر آزمایشگاهی به مقادیر 
پیش‌بینی‌شده برای داده‌های آموزش و آزمایش به‌طور جداگانه ترسیم شده 
است. بر اساس این شکل، بازه تغییرات این نسبت برای مدل Kriging در 

محدوده )0/73–1/41( و برای مدل ELM در محدوده )0/51–1/80( قرار 
Krig�  دارد که بیانگر پراکندگی کمتر و پایداری بیشتر پیش‌بینی‌های مدل 

ing است. در مجموع، با استناد به نتایج جدول 3 و تحلیل شکل‌های 6 و 7، 

می‌توان نتیجه گرفت که مدل Kriging دقیق‌ترین و پایدارترین عملکرد را 
در پیش‌بینی مقاومت فشاری بتن حاوی خاکستر بادی ارائه می‌دهد.

در راستای اهداف این پژوهش، مقایسه‌ای نظام‌مند با مطالعات پیشین 
از  وسیعی  طیف  به‌کارگیری  با   ]26[ همکاران  و  احسانی  پذیرفت.  صورت 
تصادفی،  رگرسیون  خطی،  رگرسیون  جمله  از  ماشین  یادگیری  مدل‌های 
لیگ  رقابت  الگوریتم  و  ژنتیک  الگوریتم  دو،  درجه  چندجمله‌ای  رگرسیون 
فوتبال بر روی ۱۰۳۰ نمونه )شامل ۲۳۹ نمونه بتن حاوی خاکستر بادی(، به 
پیش‌بینی مقاومت فشاری و ارائه طرح‌های مخلوط بهینه پرداختند. در بین 
روش‌های مذکور، الگوریتم رقابت لیگ فوتبال با ضریب تبیین )R²( معادل 
دیگر،  مطالعه‌ای  در  است.  شده  گزارش  عملکرد  بهترین  به‌عنوان   0/833
سونگ و همکاران ]27[ با استفاده از مدل‌هایی چون شبکه عصبی مصنوعی، 
نمونه،   ۹۸ روی  بر  بوستینگ  و  تصمیم  درخت  پیشرفته،  ژنتیکی  الگوریتم 
تأثیر خاکستر بادی بر مقاومت فشاری را مدلسازی نمودند. در این تحقیق، 
روش بوستینگ با کسب ضریب تبیین 0/95، بالاترین دقت پیش‌بینی را از 
خود نشان داد. همچنین، جیانگ و همکاران ]29[ در پژوهشی بر پایه ۲۷۰ 
نمونه، عملکرد الگوریتم‌هایی نظیر یادگیری افراطی ماشین، جنگل تصادفی، 
رگرسیون برداری پشتیبانی و جستجوی شبکه‌ای را مورد ارزیابی قرار دادند 

جدول 3. مقایسه مدل‌های مورد بررسی.

Table 3. Comparison of the studied models.
 مورد بررسی هایمدل. مقایسه 3جدول 

Table 3. Comparison of the studied models. 
 

 

 

 

 

 

 

 

 

 

 

  

 

 

 

 

 

 

 

 

 های آزمایشنمونه های آموزشنمونه 

 2R RMSE MAE SD 2R RMSE MAE SD مدل

GP 845/0  655/8  488/5  525/0  852/0 544/8  605/4  515/0  

ANFIS 822/0  25/4  54/5  502/0  845/0  244/8  452/5  665/0  

MLP 242/0  622/6  888/5  288/0  62/0  44/5  645/6  612/0  

RBF 482/0  584/1  282/2  044/0  868/0  434/5  191/3  224/0  

Kriging 999/0  456/0  116/0  011/0  96/0  999/2  085/2  113/0  

ELM 99/0  81/0  49/1  480/0  255/0  125/4  52/6  181/0  
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.ELM :ج ، Kriging ث مدل

Fig. 6. Chart of predicted results versus experimental results using the models. (a) ANFIS model ,  (b) GP model, 
(c) RBF model, (d) MLP model, (e) Kriging model, (f) ELM model.  
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شکل 7. نسبت نتایج آزمایشگاهی به نتایج پیش بینی شده توسط مدل‌ها. الف: مدل ANFIS، ب: مدل GP، پ: مدل RBF ، ت: مدل MLP ،  ث مدل 
Kriging ، ج: ELM. )ادامه دارد(

Fig. 7. Ratio of experimental results to predicted results by the models. (a) ANFIS model, (b) GP model, (c) RBF 
model, (d) MLP model, (e) Kriging model, (f) ELM model. (Continued)
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Fig. 7. Ratio of experimental results to predicted results by the models. (a) ANFIS model, (b) GP model, (c) 
RBF model, (d) MLP model, (e) Kriging model, (f) ELM model. 
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شکل 7. نسبت نتایج آزمایشگاهی به نتایج پیش بینی شده توسط مدل‌ها. الف: مدل ANFIS، ب: مدل GP، پ: مدل RBF ، ت: مدل MLP ،  ث مدل 
.ELM :ج ، Kriging

Fig. 7. Ratio of experimental results to predicted results by the models. (a) ANFIS model, (b) GP model, (c) RBF 
model, (d) MLP model, (e) Kriging model, (f) ELM model.
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که در آن، مدل جنگل تصادفی با R² برابر 0/936 به عنوان مؤثرترین روش 
شناسایی گردید. در نهایت، اقبال و همکاران ]32[ با تمرکز بر ۳۱۰ نمونه 
و استفاده از مدل‌های شبکه عصبی مصنوعی و الگوریتم ژنتیکی پیشرفته، 
مدل شبکه عصبی مصنوعی را با ضریب تبیین 0/۹۴ به عنوان کارآمدترین روش 
معرفی نمودند. به طور کلی، در این تحقیق مدل Kriging با ضریب همبستگی 
0/999 برای داده های آموزش و 0/96 برای داده های آزمایش بهترین عملکرد را 
در مقایسه با مدل های دیگر داشته است. مجموعه‌داده به کاررفته در این تحقیق 
با ۵۹۹ نمونه آزمایشگاهی، از نظر حجم و جامعیت پارامترهای ورودی، از اغلب 
مطالعات پیشین )عموماً با کمتر از ۳۰۰ نمونه( گسترده‌تر است. این امر موجب 

افزایش قابلیت اطمینان و تعمیم‌پذیری مدل‌ها شده است.

نمودارتیلور-5 -3 
مختلف  مدل‌های  بین  مقایسه‌ای  می‌توان  تیلور،  نمودار  از  استفاده  با 
یادگیری ماشین انجام داد و عملکرد آنها را با تطبیق مقادیر پیش‌بینی‌شده 
سه  ترکیب  اساس  بر  تیلور  نمودار  کرد.  ارزیابی  واقعی  اندازه‌گیری‌های  با 
انحراف  ریشه‌ای(،  میانگین  مربعات  )خطای   RMSE عملکردی  شاخص 
 ،8 در شکل   .]۷7[ است  و ضریب همبستگی طراحی شده  استاندارد  معیار 
نمودار تیلور برای تمامی نمونه‌ها نمایش داده شده است. با توجه به نمودار 

تیلور، مشاهده می‌شود که نقطه مربوط به نتیجه مدل Kriging نسبت به 
سایر مدل‌ها به نقطه Observed نزدیک‌تر است، که این امر نشان‌دهنده 
دقت بالاتر این مدل در تخمین مقاومت فشاری بتن حاوی خاکستر بادی 
می‌باشد. همچنین به عنوان دومین مدل می‌توان مدل RBF را بیان نمود، 
زیرا نسبت به سایر مدل‌های باقی‌مانده به نقطه Observed نزدیک‌تر است.

تحلیل حساسیت-5 -4 
با توجه به روش پیشنهادی نیک‌بین1و همکاران ]78[، در این مطالعه 
فشاری  مقاومت  مقدار  بر  ورودی  متغیرهای  نسبی  تأثیر  اهمیت  بررسی  به 
حساسیت،  تحلیل  برای  است.  شده  پرداخته  بادی  خاکستر  حاوی  بتن‌های 
توسط مدل Kriging استفاده شده است. در این تحلیل، تمام پارامترهای 
پارامتر مد  تنها  و  نظر گرفته شده  ثابت در  میانگین آن‌ها  نقطه  ورودی در 
نظر از مقدار L )کمترین مقدار مشاهده‌شده برای کمیت مورد نظر در بانک 
داده‌ها( تا H  )بیشترین مقدار مشاهده‌شده برای کمیت مورد نظر در بانک 
داده‌ها( تغییر می‌کند. در جدول 4، مقادیر متناظر با پارامترهای ورودی نشان 
داده شده است. به‌طور خاص H ،ML ،M ،L و MH  به ترتیب به ‌عنوان 
L کمترین پارامتر مورد نظر، میانگین پارامتر مورد نظر، متوسط بین مقدار

1. Nikbin

 
 . Kriging  ،ELM، RBF، MLP،ANFIS ،GPهایروش تیلور نمودار. 8 شکل

Fig. 8. Taylor diagram of the Kriging, ELM, RBF, MLP, ANFIS, and GP methods. 
 

 

 

 
 GP مدل با شده بینیپیش فشاری مقاومت بر ورودی پارامترهای اثر. 6 شکل

Fig. 9. Effect of input parameters on compressive strength predicted by the GP model. 
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و M، بیشترین پارامتر مورد نظر و متوسط بین M و H تعریف می‌شوند. 
در جدول 5، مقاومت فشاری مشاهده می‌شود که در هر ستون، با تغییر یک 
پارامتر در نقاط H ،ML ،M ،L و MH و ثابت نگه‌داشتن بقیه پارامترها، 

مقاومت فشاری به‌دست آمده است.
مدل  از  استفاده  با  ورودی  متغیرهای  حساسیت  تحلیل  نتایج   9 شکل 
Kriging را نشان می‌دهد. در این تحلیل، برای کلیه ورودی ‌ها شامل مقدار 

سیمان، مقدار خاکستر بادی، میزان آب، مقدار روان‌کننده، مقدار درشت‌دانه، 
میزان ریزدانه و سن عمل‌آوری، یکی از متغیرهای ورودی در بازه‌های L و 
H )بر اساس جدول 4( تغییر داده شده و بقیه ورودی‌ها در نقطه میانگین 
ثابت در نظر گرفته شده است. بررسی نتایج ارائه‌شده در شکل 9، در رابطه با 

تأثیر ورودی‌ها بر مقاومت فشاری بتن حاوی خاکستر بادی نشان می‌دهد که 
افزودن سیمان بیشترین تأثیر را در افزایش مقاومت فشاری دارد. همچنین، 
افزایش مقدار درشت‌دانه باعث کاهش مقاومت فشاری این نوع بتن می‌شود، 
درحالی که افزایش میزان ریزدانه موجب افزایش مقاومت فشاری می‌گردد. 
تأثیر مثبتی بر مقاومت فشاری دارد، به‌طوری‌که در  مدت زمان عمل‌آوری 
زمان‌های اولیه نرخ رشد مقاومت بیشتر است. افزون بر این، افزایش میزان 
روان‌کننده تأثیر ناچیزی بر میزان مقاومت فشاری دارد. همچنین، با افزودن 
آب به این نوع بتن،کاهش مقاومت فشاری مشاهده می‌شود. نمودار حساسیت 
نشان  را  بتن  فشاری  مقاومت  کاهش  و سپس  افزایش  ابتدا  بادی  خاکستر 
می‌دهد. این رفتار می‌تواند به دلایل مختلفی بستگی داشته باشد. با افزایش 

جدول 4. مقادیر متناظر با پارمترهای ورودی.

Table 4. Values corresponding to the input parameters.
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 دامنه سیمان خاکستربادی آب روان کننده درشت دانه ریزدانه آوریسن عمل

5 1/61  52/58  0 25/8  82/0  46/21  L 

24/18 26/555  16/556  445/2  42/62  46/86  5/250  ML 

82/51 41/421  46/285  45/5  54/242  62/64  55/261  M 

24/552 22/428  52/4622  445/22  245/154  08/228  845/584  MH 

415 2145 5/2462  10 522 120 505 H 

 
 . Kriging  ،ELM، RBF، MLP،ANFIS ،GPهایروش تیلور نمودار. 8 شکل

Fig. 8. Taylor diagram of the Kriging, ELM, RBF, MLP, ANFIS, and GP methods. 
 

 

 

 
 GP مدل با شده بینیپیش فشاری مقاومت بر ورودی پارامترهای اثر. 6 شکل

Fig. 9. Effect of input parameters on compressive strength predicted by the GP model. 
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درصد خاکستر بادی به سیمان تا حدود 36 درصد، افزایش تدریجی مقاومت 
افزایش  ادامه  با  این مقدار،  به  از رسیدن  اما پس  فشاری مشاهده می‌شود. 
درصد خاکستر بادی، کاهش مقاومت فشاری به تدریج مشاهده خواهد شد.

نتایج -6 
گلخانه‌ای  گازهای  زیادی  مقدار  انتشار  باعث  سیمان  تولید  که  آنجا  از 
و آسیب به محیط زیست می‌شود، برای کاهش اثرات منفی آن بر طبیعت، 
استفاده از خاکستر بادی به‌عنوان جایگزین سیمان مطرح شده است. با این 
حال، انجام مطالعات آزمایشگاهی نیاز به زمان و هزینه زیادی دارد. بنابراین، در 
سال‌های اخیر، از تکنولوژی‌های پیشرفته مانند هوش مصنوعی و روش‌های 
این  در  است.  شده  استفاده  بتن  خواص  پیش‌بینی  برای  ماشین  یادگیری 
تحقیق، یک مجموعه داده معتبر حاوی 599 نمونه آزمایشگاهی از مطالعات 
آزمایشگاهی مرتبط با مقاومت فشاری بتن حاوی خاکستر بادی جمع‌آوری 
شد. با استفاده از سیستم برنامه‌ریزی ژنتیک )GP(، سیستم استنتاج منطق 
عصبی  شبکه   ،)MLP( چندلایه  پرسپترون   ،)ANFIS( فازی-عصبی 
شعاعی پایه )RBF(، کریجینگ  )Kriging(و شبکه ‌های عصبی تک‌لایه 
)ELM( مدل‌های هوشمند برای پیش‌بینی مقاومت فشاری بتن‌های حاوی 

خاکستر بادی توسعه داده شد. سپس، براساس سیستم برنامه‌ریزی ژنتیک، 
ارائه شد.  رابطه‌ای برای تخمین مقاومت فشاری بتن حاوی خاکستر بادی 

نتایج کلی به شرح زیر است:
• 	 ،  ANFIS،  MLP،  RBF،ELM  ،Kriging مدل‌های  ترتیب  به 

GP دارای دقت خوبی برای پیش بینی مقاومت فشاری هستند. 

• یادگیری 	 قابلیت  ذرات،  ازدحام  الگوریتم  از  استفاده  با  تحقیق  این  در   
داده‌های  به  توجه  )با  تعمیم‌پذیری  قدرت  و  آموزش(  داده‌های  )برای 
آزمون( مدل‌ها را بهبود داده و مقادیر خطا و انحراف معیار پاسخ را نیز 
این  در  استفاده  مورد  داده‌های  برای  کلی،  طور  به  است.  داده  کاهش 
تحقیق مدل Kriging با ضریب همبستگی 0/96 بهترین عملکرد را 
در مقایسه با مدل های GP،ANFIS ، MLP، RBF،ELM  داشته 

است. 
• کمتر 	 دیگر  مدل‌های  به  نسبت   GP مدل  همبستگی  ضریب  چه  اگر 

می‌باشد، ولی مدل GP رابطه‌ای ساده برای کاربران پیشنهاد می‌دهد که 
می‌توان برای تخمین مقاومت فشاری بتن‌های حاوی خاکستر بادی از 
آن استفاده نمود. با استفاده از این رابطه می‌توان بدون نیاز به محاسبات 
تاثیر  میزان  تعیین  برای  پارامتری  مطالعه  و  حساسیت  تحلیل  پیچیده، 
متغیرهای ورودی بر مقاومت فشاری بتن حاوی خاکستربادی انجام داد. 

  SD=0/325 و   R2=0/751 دارای  رابطه  این  با  شده  محاسبه  نتایج 
می باشند.

• که 	 داد  نشان  پیشنهادی  رابطه  از  استفاده  با  حساسیت  تحلیل  نتایج 
سیمان، ریزدانه و مدت زمان عمل‌آوری بیشترین تأثیر مثبت و آب تأثیر 
منفی بر مقاومت فشاری بتن حاوی خاکستر بادی دارند نمودار حساسیت 
نشان  را  فشاری  مقاومت  کاهش  سپس  و  افزایش  ابتدا  بادی  خاکستر 
افزایش درصد خاکستر بادی نسبت به سیمان تا حدود 36  با  می‌دهد. 
این  از  اما پس  ادامه می‌یابد؛  افزایش تدریجی مقاومت فشاری  درصد، 
مقدار، با افزایش بیشتر درصد خاکستر بادی به سیمان، کاهش تدریجی 
مقاومت فشاری مشاهده می‌شود. ایجاد روابطی برای پیش‌بینی مقاومت 
فشاری بتن با استفاده از هوش مصنوعی و انواع دیگر مدل‌های یادگیری 
ماشین می‌تواند به‌عنوان یکی از پیشنهادات برای مطالعات آینده مورد 

بررسی قرار گیرد.
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