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ABSTRACT: Accurate prediction of concrete carbonation depth is crucial for mitigating detrimental 
effects such as cracking and corrosion. However, due to the complexity of the process and the multitude 
of variables involved, identifying the most significant parameters for modeling carbonation depth poses 
a considerable challenge. This paper introduces a hybrid feature selection method known as MOEA/D-
ANN. The primary aim of this method is to identify the most critical variables that contribute to achieving 
the highest prediction accuracy. The proposed approach combines a multi-objective evolutionary 
optimization algorithm based on decomposition with artificial neural networks to effectively address 
the feature selection problem using the strengths of optimization and machine learning techniques. To 
evaluate the performance of the introduced method, the conventional feature ranking algorithm RReliefF 
was also employed. ANN was used for predicting carbonation depth, while the combined methods of 
MOEA/D-ANN and RReliefF were utilized to identify influential variables. The results indicate that the 
model developed using the MOEA/D-ANN approach significantly reduced the error rate and increased 
accuracy by combining the selected variables. This model achieves a notable coefficient of determination 
(R² = 0.99), highlighting its excellent accuracy in predicting concrete carbonation depth and confirming 
the precise selection of influential variables. Additionally, the results demonstrate that an increase in the 
water-to-cement ratio by 10% leads to a 15% increase in carbonation depth.
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by analyzing significant factors like time, relative humidity, 
and CO2 concentration, achieving high accuracy in prediction.

2- Methodology
The study collected 198 data samples from previous 

research [11-17], covering various material weight ratios 
like water-to-binder, fine aggregate, and superplasticizer, 
which are key for concrete property prediction. Selected 
ratios include water-to-cement, coarse aggregate-to-binder 
[18], and fly ash-to-cement ratios, which aid in estimating 
carbonation depth [19]. 

In this study, 37 input variables from 9 main factors, like 
water-to-cement and aggregate ratios, were used to predict 
carbonation depth, with feature selection improving model 
accuracy. Table 1 shows descriptive statistics for material 
weights, covering mean, standard deviation, minimum, and 
maximum values for key variables.

A new feature selection method, MOEA/D-ANN, was 
developed in this study. It involves two objectives: the 
first measures the number of selected input variables, and 
the second evaluates the ANN model’s prediction error. A 
random population is created, and input variables are selected 
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1-  Introduction
  Concrete is the most commonly used material in various
construction,  industrial,  and  civil  projects,  such  as  building
construction,  transportation  infrastructure,  water  protection,
and port structures. One critical factor in evaluating concrete
performance  is  its  durability,  essential  for  maintaining
the  integrity  and  safety  of  reinforced  concrete  structures
throughout  their  lifespan  [1-3].  Several  factors  influence
concrete  durability,  with  carbonation  as  a  significant  issue
due to CO2 diffusion into concrete pores [4-6].
  Several studies have utilized ANN models for carbonation
depth prediction. These models have been trained on diverse
variables,  including  cement  type,  water-to-binder  ratio,  fly
ash  content,  aggregate  size,  and  environmental  conditions.
Studies  demonstrate  that  optimizing  ANN  hidden  neuron
counts can enhance accuracy [7-9].
  Feature  selection  methods,  like  the  MOEA/D-ANN
hybrid  algorithm,  improve  ML  model  performance  by
identifying  relevant  features,  reducing  overfitting,  and
enhancing  interpretability,  especially  with  large  datasets
[10]. The MOEA/D-ANN model used in this study combines
heuristic optimization with ANN to predict carbonation depth
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for each vector. The first objective is calculated based on the 
selected variables, and the second objective is determined 
using the mean squared error (R²) of the ANN. MOEA/D 
iterates to achieve Pareto efficiency in solving the feature 
selection problem.

3- Results and discussion
Previous studies often overlooked specific input ratios, 

such as superplasticizer-to-binder, fly ash-to-water, and water-
to-aggregate, which this study includes to potentially impact 
carbonation depth. MOEA/D-ANN was used to identify 
optimal variables, while the RReliefF method selected 13 top 
features based on weight. Both methods highlighted shared 
and unique variables, with most inputs represented as weight 
ratios.

ANN using general data achieved 98% accuracy for 
carbonation depth prediction, outperforming previous 
models. By selecting relevant features with MOEA/D-ANN 
and RReliefF, the model improved prediction performance, 
reaching an R² of 0.99 with fewer input variables. 

A sensitivity analysis was performed to assess how 
input variables affect concrete carbonation depth prediction 
accuracy. Time, relative humidity, and carbon dioxide 
concentration were found to have the most significant impact. 
According to the results in Figures 1 to 3, as these variables 
(cycle days, relative humidity, and CO2 concentration) 
increased, carbonation depth also increased. Notably, the 
depth rises with CO2 concentration from 1% to 25%, then 
stabilizes at nearly constant levels.

4- Conclusions
This study aims to accurately predict concrete carbonation 

depth, essential for preventing cracks and corrosion. Data 

Table 1. Descriptive statistics of variables
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various construction, industrial, and civil projects, such 
as building construction, transportation infrastructure, 
water protection, and port structures. One critical factor 
in evaluating concrete performance is its durability, 
essential for maintaining the integrity and safety of 
reinforced concrete structures throughout their lifespan 
[1-3]. Several factors influence concrete durability, with 
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into concrete pores [4-6].  
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and environmental conditions. Studies demonstrate that 
optimizing ANN hidden neuron counts can enhance 
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prediction. Selected ratios include water-to-cement, 
coarse aggregate-to-binder [18], and fly ash-to-cement 
ratios, which aid in estimating carbonation depth [19].  

In this study, 37 input variables from 9 main factors, 
like water-to-cement and aggregate ratios, were used to 
predict carbonation depth, with feature selection 
improving model accuracy. Table 1 shows descriptive 
statistics for material weights, covering mean, standard 
deviation, minimum, and maximum values for key 
variables. 

A new feature selection method, MOEA/D-ANN, 
was developed in this study. It involves two objectives: 
the first measures the number of selected input 
variables, and the second evaluates the ANN model's 
prediction error. A random population is created, and 
input variables are selected for each vector. The first 
objective is calculated based on the selected variables, 
and the second objective is determined using the mean 
squared error (R²) of the ANN. MOEA/D iterates to 
achieve Pareto efficiency in solving the feature selection 
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Table 1. Descriptive statistics of variables 

Variable Abbrv. Min Max Mean Std Dev 

Cement (kg/m³) C 120 494 263.2 79.2 

Fly Ash (kg/m³) F 0 280 100.2 80.3 
Coarse 

Aggregate 
(kg/m³) 

CA 501.8 1071 691.9 157.6 

Fine Aggregate 
(kg/m³) FA 790 1258 1061 114.3 

Water (kg/m³) W 112 220 165 12 
Superplasticizer 

(kg/m³) S 0 7.7 0.7 1.7 

Cycle (days) CY 3 126 39.6 32.2 
Relative 

Humidity (%) RH 55 70 64.6 4.7 

CO₂  
Concentration 

(%) 
CC 1 50 10.3 12.7 

Carbonation 
Depth (mm) CD 0 57 9.9 10.2 

3. Results and discussion 
Previous studies often overlooked specific input 

ratios, such as superplasticizer-to-binder, fly ash-to-
water, and water-to-aggregate, which this study includes 
to potentially impact carbonation depth. MOEA/D-ANN 
was used to identify optimal variables, while the 
RReliefF method selected 13 top features based on 
weight. Both methods highlighted shared and unique 
variables, with most inputs represented as weight ratios. 

ANN using general data achieved 98% accuracy for 
carbonation depth prediction, outperforming previous 
models. By selecting relevant features with MOEA/D-
ANN and RReliefF, the model improved prediction 
performance, reaching an R² of 0.99 with fewer input 
variables.  

A sensitivity analysis was performed to assess how 
input variables affect concrete carbonation depth 
prediction accuracy. Time, relative humidity, and 
carbon dioxide concentration were found to have the 
most significant impact. According to the results in 
Figures 1 to 3, as these variables (cycle days, relative 
humidity, and CO₂  concentration) increased, 
carbonation depth also increased. Notably, the depth 
rises with CO₂  concentration from 1% to 25%, then 
stabilizes at nearly constant levels. 
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Fig. 1. Sensitivity analysis on the input variable cycle 

(days) (CY) 

 
Fig. 2. Sensitivity analysis on the input variable relative 

humidity percentage (RH) 

 
Fig. 3. Sensitivity analysis on the input variable carbon 

dioxide concentration percentage (CC) 

4. Conclusions 
     This study aims to accurately predict concrete 
carbonation depth, essential for preventing cracks and 
corrosion. Data from multiple sources led to 198 
carbonation depth samples and 37 input variables, with 
the most significant ones related to concrete mix ratios. 
A new feature selection method, MOEA/D-ANN, was 
introduced to improve accuracy and address 
computational complexity, alongside the conventional 
RReliefF method. After removing redundant variables, 
13 remained, leading to a model with an R² value of 
0.99, highlighting its high accuracy. The results showed 
that key variables like cycle, humidity, CO2 
concentration, and mix ratios significantly affect 
carbonation depth. This model's framework can be 
extended to other concrete properties and structural 
failure predictions. 

5. References 

[1] H. Naseri, H. Jahanbakhsh, K. Khezri, A.A. Shirzadi 
Javid, Toward sustainability in optimizing the fly ash 
concrete mixture ingredients by introducing a new 
prediction algorithm, Environment, development and 
sustainability, 24(2) (2022) 2767-2803. 

[2] A. Rahai, S.H. Rashedi, Evaluation of ductility of bearing 
concrete wall systems with regard to their boundary 
element, Amirkabir Journal of Civil Engineering, 49(1) 
(2017) 13-22. 

[3] S.H. Rashedi, A. Rahai, P. Tehrani, Seismic performance 
evaluation of RC bearing wall structures, Computers, and 
Concrete, 30(2) (2022) 113-126. 

[4] S.O. Ekolu, Model for natural carbonation prediction 
(NCP): Practical application worldwide to real life 
functioning concrete structures, Engineering Structures, 
224 (2020) 111126. 

[5] W.Z. Taffese, E. Sistonen, Machine learning for 
durability and service-life assessment of reinforced 
concrete structures: Recent advances and future 
directions, Automation in Construction, 77 (2017) 1-14. 

[6] Y. Kellouche, B. Boukhatem, M. Ghrici, A. Tagnit-
Hamou, Exploring the major factors affecting fly-ash 
concrete carbonation using artificial neural network, 
Neural Computing and Applications, 31 (2019) 969-988. 

[7] R. Biswas, E. Li, N. Zhang, S. Kumar, B. Rai, J. Zhou, 
Development of hybrid models using metaheuristic 
optimization techniques to predict the carbonation depth 
of fly ash concrete, Construction and Building Materials, 
346 (2022) 128483. 

[8] C. Lu, R. Liu, Predicting carbonation depth of prestressed 
concrete under different stress states using artificial 
neural network, Advances in Artificial Neural Systems, 
(2009). 

[9] W.Z. Taffese, F. Al-Neshawy, E. Sistonen, M. Ferreira, 
Optimized neural network based carbonation prediction 
model, in:  International Symposium Non-Destructive 
Testing in Civil Engineering (NDT-CE). Berlin, 
Germany, 2015, pp. 1074-1083. 

[10] P. Akpinar, I. Uwanuakwa, Investigation of the 
parameters influencing progress of concrete carbonation 
depth by using artificial neural networks, Materiales de 
Construcción, 70(337) (2020) e209-e209. 

[11] R. Kazemi, A hybrid artificial intelligence approach for 
modeling the carbonation depth of sustainable concrete 
containing fly ash, Scientific Reports, 14(1) (2024) 
11948. 

[12] D. Wang, Q. Tan, Y. Wang, G. Liu, Z. Lu, C. Zhu, B. 
Sun, Carbonation depth prediction and parameter 
influential analysis of recycled concrete buildings, 
Journal of CO2 Utilization, 85 (2024) 102877. 

[13] B. Das, S. Pandey, Influence of fineness of fly ash on the 
carbonation and electrical conductivity of concrete, 
Journal of materials in civil engineering, 23(9) (2011) 
1365-1368. 

[14] P. Sulapha, S. Wong, T. Wee, S. Swaddiwudhipong, 
Carbonation of concrete containing mineral admixtures, 
Journal of materials in civil engineering, 15(2) (2003) 
134-143. 

[15] M.K. Rao, D. Kumar, Durability assessment of concrete 
with class-F fly ash by chloride ion permeability, 
International Journal of Recent Technology and 
Engineering, 8 (2019) 8831-8836. 

[16] E. Roziere, A. Loukili, F. Cussigh, A performance based 
approach for durability of concrete exposed to 
carbonation, Construction and Building Materials, 23(1) 
(2009) 190-199. 

Fig. 1. Sensitivity analysis on the input variable cycle 
(days) (CY)

3 
 

 
Fig. 1. Sensitivity analysis on the input variable cycle 

(days) (CY) 

 
Fig. 2. Sensitivity analysis on the input variable relative 

humidity percentage (RH) 

 
Fig. 3. Sensitivity analysis on the input variable carbon 

dioxide concentration percentage (CC) 

4. Conclusions 
     This study aims to accurately predict concrete 
carbonation depth, essential for preventing cracks and 
corrosion. Data from multiple sources led to 198 
carbonation depth samples and 37 input variables, with 
the most significant ones related to concrete mix ratios. 
A new feature selection method, MOEA/D-ANN, was 
introduced to improve accuracy and address 
computational complexity, alongside the conventional 
RReliefF method. After removing redundant variables, 
13 remained, leading to a model with an R² value of 
0.99, highlighting its high accuracy. The results showed 
that key variables like cycle, humidity, CO2 
concentration, and mix ratios significantly affect 
carbonation depth. This model's framework can be 
extended to other concrete properties and structural 
failure predictions. 

5. References 

[1] H. Naseri, H. Jahanbakhsh, K. Khezri, A.A. Shirzadi 
Javid, Toward sustainability in optimizing the fly ash 
concrete mixture ingredients by introducing a new 
prediction algorithm, Environment, development and 
sustainability, 24(2) (2022) 2767-2803. 

[2] A. Rahai, S.H. Rashedi, Evaluation of ductility of bearing 
concrete wall systems with regard to their boundary 
element, Amirkabir Journal of Civil Engineering, 49(1) 
(2017) 13-22. 

[3] S.H. Rashedi, A. Rahai, P. Tehrani, Seismic performance 
evaluation of RC bearing wall structures, Computers, and 
Concrete, 30(2) (2022) 113-126. 

[4] S.O. Ekolu, Model for natural carbonation prediction 
(NCP): Practical application worldwide to real life 
functioning concrete structures, Engineering Structures, 
224 (2020) 111126. 

[5] W.Z. Taffese, E. Sistonen, Machine learning for 
durability and service-life assessment of reinforced 
concrete structures: Recent advances and future 
directions, Automation in Construction, 77 (2017) 1-14. 

[6] Y. Kellouche, B. Boukhatem, M. Ghrici, A. Tagnit-
Hamou, Exploring the major factors affecting fly-ash 
concrete carbonation using artificial neural network, 
Neural Computing and Applications, 31 (2019) 969-988. 

[7] R. Biswas, E. Li, N. Zhang, S. Kumar, B. Rai, J. Zhou, 
Development of hybrid models using metaheuristic 
optimization techniques to predict the carbonation depth 
of fly ash concrete, Construction and Building Materials, 
346 (2022) 128483. 

[8] C. Lu, R. Liu, Predicting carbonation depth of prestressed 
concrete under different stress states using artificial 
neural network, Advances in Artificial Neural Systems, 
(2009). 

[9] W.Z. Taffese, F. Al-Neshawy, E. Sistonen, M. Ferreira, 
Optimized neural network based carbonation prediction 
model, in:  International Symposium Non-Destructive 
Testing in Civil Engineering (NDT-CE). Berlin, 
Germany, 2015, pp. 1074-1083. 

[10] P. Akpinar, I. Uwanuakwa, Investigation of the 
parameters influencing progress of concrete carbonation 
depth by using artificial neural networks, Materiales de 
Construcción, 70(337) (2020) e209-e209. 

[11] R. Kazemi, A hybrid artificial intelligence approach for 
modeling the carbonation depth of sustainable concrete 
containing fly ash, Scientific Reports, 14(1) (2024) 
11948. 

[12] D. Wang, Q. Tan, Y. Wang, G. Liu, Z. Lu, C. Zhu, B. 
Sun, Carbonation depth prediction and parameter 
influential analysis of recycled concrete buildings, 
Journal of CO2 Utilization, 85 (2024) 102877. 

[13] B. Das, S. Pandey, Influence of fineness of fly ash on the 
carbonation and electrical conductivity of concrete, 
Journal of materials in civil engineering, 23(9) (2011) 
1365-1368. 

[14] P. Sulapha, S. Wong, T. Wee, S. Swaddiwudhipong, 
Carbonation of concrete containing mineral admixtures, 
Journal of materials in civil engineering, 15(2) (2003) 
134-143. 

[15] M.K. Rao, D. Kumar, Durability assessment of concrete 
with class-F fly ash by chloride ion permeability, 
International Journal of Recent Technology and 
Engineering, 8 (2019) 8831-8836. 

[16] E. Roziere, A. Loukili, F. Cussigh, A performance based 
approach for durability of concrete exposed to 
carbonation, Construction and Building Materials, 23(1) 
(2009) 190-199. 

Fig. 2. Sensitivity analysis on the input variable relative 
humidity percentage (RH)

3 
 

 
Fig. 1. Sensitivity analysis on the input variable cycle 

(days) (CY) 

 
Fig. 2. Sensitivity analysis on the input variable relative 

humidity percentage (RH) 

 
Fig. 3. Sensitivity analysis on the input variable carbon 

dioxide concentration percentage (CC) 

4. Conclusions 
     This study aims to accurately predict concrete 
carbonation depth, essential for preventing cracks and 
corrosion. Data from multiple sources led to 198 
carbonation depth samples and 37 input variables, with 
the most significant ones related to concrete mix ratios. 
A new feature selection method, MOEA/D-ANN, was 
introduced to improve accuracy and address 
computational complexity, alongside the conventional 
RReliefF method. After removing redundant variables, 
13 remained, leading to a model with an R² value of 
0.99, highlighting its high accuracy. The results showed 
that key variables like cycle, humidity, CO2 
concentration, and mix ratios significantly affect 
carbonation depth. This model's framework can be 
extended to other concrete properties and structural 
failure predictions. 

5. References 

[1] H. Naseri, H. Jahanbakhsh, K. Khezri, A.A. Shirzadi 
Javid, Toward sustainability in optimizing the fly ash 
concrete mixture ingredients by introducing a new 
prediction algorithm, Environment, development and 
sustainability, 24(2) (2022) 2767-2803. 

[2] A. Rahai, S.H. Rashedi, Evaluation of ductility of bearing 
concrete wall systems with regard to their boundary 
element, Amirkabir Journal of Civil Engineering, 49(1) 
(2017) 13-22. 

[3] S.H. Rashedi, A. Rahai, P. Tehrani, Seismic performance 
evaluation of RC bearing wall structures, Computers, and 
Concrete, 30(2) (2022) 113-126. 

[4] S.O. Ekolu, Model for natural carbonation prediction 
(NCP): Practical application worldwide to real life 
functioning concrete structures, Engineering Structures, 
224 (2020) 111126. 

[5] W.Z. Taffese, E. Sistonen, Machine learning for 
durability and service-life assessment of reinforced 
concrete structures: Recent advances and future 
directions, Automation in Construction, 77 (2017) 1-14. 

[6] Y. Kellouche, B. Boukhatem, M. Ghrici, A. Tagnit-
Hamou, Exploring the major factors affecting fly-ash 
concrete carbonation using artificial neural network, 
Neural Computing and Applications, 31 (2019) 969-988. 

[7] R. Biswas, E. Li, N. Zhang, S. Kumar, B. Rai, J. Zhou, 
Development of hybrid models using metaheuristic 
optimization techniques to predict the carbonation depth 
of fly ash concrete, Construction and Building Materials, 
346 (2022) 128483. 

[8] C. Lu, R. Liu, Predicting carbonation depth of prestressed 
concrete under different stress states using artificial 
neural network, Advances in Artificial Neural Systems, 
(2009). 

[9] W.Z. Taffese, F. Al-Neshawy, E. Sistonen, M. Ferreira, 
Optimized neural network based carbonation prediction 
model, in:  International Symposium Non-Destructive 
Testing in Civil Engineering (NDT-CE). Berlin, 
Germany, 2015, pp. 1074-1083. 

[10] P. Akpinar, I. Uwanuakwa, Investigation of the 
parameters influencing progress of concrete carbonation 
depth by using artificial neural networks, Materiales de 
Construcción, 70(337) (2020) e209-e209. 

[11] R. Kazemi, A hybrid artificial intelligence approach for 
modeling the carbonation depth of sustainable concrete 
containing fly ash, Scientific Reports, 14(1) (2024) 
11948. 

[12] D. Wang, Q. Tan, Y. Wang, G. Liu, Z. Lu, C. Zhu, B. 
Sun, Carbonation depth prediction and parameter 
influential analysis of recycled concrete buildings, 
Journal of CO2 Utilization, 85 (2024) 102877. 

[13] B. Das, S. Pandey, Influence of fineness of fly ash on the 
carbonation and electrical conductivity of concrete, 
Journal of materials in civil engineering, 23(9) (2011) 
1365-1368. 

[14] P. Sulapha, S. Wong, T. Wee, S. Swaddiwudhipong, 
Carbonation of concrete containing mineral admixtures, 
Journal of materials in civil engineering, 15(2) (2003) 
134-143. 

[15] M.K. Rao, D. Kumar, Durability assessment of concrete 
with class-F fly ash by chloride ion permeability, 
International Journal of Recent Technology and 
Engineering, 8 (2019) 8831-8836. 

[16] E. Roziere, A. Loukili, F. Cussigh, A performance based 
approach for durability of concrete exposed to 
carbonation, Construction and Building Materials, 23(1) 
(2009) 190-199. 

Fig. 3. Sensitivity analysis on the input variable carbon 
dioxide concentration percentage (CC)



Sh. Mansouri et al., Amirkabir J. Civil. Eng., 56(12) (2025) 1583-1604, DOI: 10.22060/ceej.2024.22980.8086

1585

from multiple sources led to 198 carbonation depth samples 
and 37 input variables, with the most significant ones related 
to concrete mix ratios. A new feature selection method, 
MOEA/D-ANN, was introduced to improve accuracy and 
address computational complexity, alongside the conventional 
RReliefF method. After removing redundant variables, 
13 remained, leading to a model with an R² value of 0.99, 
highlighting its high accuracy. The results showed that key 
variables like cycle, humidity, CO2 concentration, and mix 
ratios significantly affect carbonation depth. This model’s 
framework can be extended to other concrete properties and 
structural failure predictions.
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پیش بینی عمق کربناته شدن بتن و بررسی عوامل تأثیرگذار از طریق مدل  های یادگیری ماشین و 
بهینه سازی

، فریدون مقدس  نژاد* ، سیدهادی راشدی شعیب منصوری، علیرضا رهایی

دانشکده عمران و محیط زیست، دانشگاه صنعتی امیرکبیر، تهران، ایران. 

خلاصه: پیش بینی دقیق عمق کربناته شدن بتن برای محافظت در برابر پیامدهای زیان بار مانند ترک  خوردگی و خوردگی بسیار مهم 
است. با این وجود، به دلیل پیچیدگی های فرآیند و انبوه متغیرهای موجود، تشخیص پارامترهایی که بیشترین اهمیت را در مدل سازی 
عمق کربناته بتن دارند، چالش  بزرگی محسوب می  شود. این مطالعه به توسعه یک روش انتخاب ویژگی هایبرید )ترکیبی(  به نام 
MOEA/D-ANN  می  پردازد. هدف این روش شناسایی مهم  ترین متغیرهایی است که به دستیابی بالاترین دقت پیش بینی کمک 

می کنند. این روش پیشنهادی الگوریتم تکاملی بهینه  سازی چند هدفه مبتنی بر جداسازی  را با شبکه های عصبی مصنوعی  ترکیب 
می کند تا با استفاده از قدرت روش های بهینه سازی و یادگیری ماشین، مشکل انتخاب ویژگی را به طور موثر حل کند. برای ارزیابی 
عملکرد روش معرفی شده از الگوریتم )RReliefF( که یک الگوریتم رتبه بندی ویژگی است ، نیز بهره گرفته شده است. از روش 
ANN برای پیش بینی عمق کربناته بتن و از روش  های ترکیبیMOEA/D-ANN و RReliefF برای یافتن متغیرهای   تأثیرگذار 

استفاده شده است. نتایج بدست آمده نشان داده اند که مدل ایجاد شده با استفاده از رویکرد MOEA/D-ANN، با ترکیب متغیرهای 
تعیین شده توسط آن، درصد خطا را کاهش و دقت را افزایش داد. در این مدل به مقدار قابل  توجه ضریب تعیین R2 = 0.99 می  رسد، که 
بر دقت خوب آن در پیش بینی عمق کربناته بتن و تأیید انتخاب دقیق متغیرهای تأثیرگذار تأکید می  کند. همچنین نتایج نشان داده که با 

افزایش نسبت آب به سیمان به میزان 10 درصد، عمق کربناته شدن بتن به میزان 15 درصد افزایش می یابد.
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مقدمه-  
بتن متداول  ترین مصالح مورد استفاده در پروژه های مختلف ساختمانی، 
صنعتی و عمرانی از جمله ساخت و ساز ساختمان، حمل و نقل، حفاظت از 
آب و سازه های بنادر است. یکی از عناصر مهم در ارزیابی عملکرد بتن دوام 
آن است. دوام بتن نقش مهمي را در حفظ عملکرد و ایمنی سازه های بتن 
مسلح در طول عمر مفید آنها دارد ]1[. عوامل متعددی بر دوام بتن تأثیر می 
گذارند. کربناته شدن یکی از مشکلات متداول است که در نتیجه انتشار دی 
اکسید کربن (CO2) در محیط اتفاق مي افتد ]2[. کربناته شدن زمانی اتفاق 
می  افتد که دی اکسید کربن (CO2) از محیط به منافذ یک سازه بتنی نفوذ 
کند ]3[. در نتیجه این نفوذ CO2  با اجزاء سیمان هیدراته واکنش داده و 
کاهش   به  منجر  نتیجه  در  و   (CaCO3) کلسیم  کربنات  تشکیل  به  منجر 
PH به حدود عدد 9 می  شود ]4[. ناحیه کربناته در سازه های بتنی می تواند 

فیزیکی  آسیب های  به  منجر  که  شود  فولادی  آرماتورهای  خوردگی  باعث 

دیگر  اثرات مخرب  این،  بر  ]4[. علاوه  ترک می  شود  و  پوسته شدن  مانند 
مانند کاهش مقاومت فشاری بتن، کاهش سطح مقطع فولاد و تاثیر عملکرد 
توامان بین فولاد و بتن را در پی دارد. در نتیجه، مقاومت سازه بتن مسلح 

ضعیف می  شود و منجر به کاهش طول عمر سازه می  شود ]7-5[.
توجه  قابل  سال  در  دلار  میلیاردها  با صرف  آرماتورها  خوردگی  هزینه 
بتن  کربناته شدن  مستمر  نظارت  و  موقع  به  تشخیص  بنابراین،   .]8[ است 
چندین روش  اگرچه  دارد]9[.  بتن  در حفظ سلامت ساختاری  مهمی  نقش 
آزمایشگاهی برای اندازه گیری عمق کربناته شده بتن 1وجود دارد، درحالی که 
روش های سنتی پرهزینه، زمان بر و تا حد زیادی مخرب هستند ]9[. همچنین 
اطلاعات محدودی در مورد اثر این عوامل موثر بر عمق کربناته شدن موجود 
می باشد ]10[. از این رو، قابلیت پیش بینی دقیق پیشرفت کربناته شدن از 
طریق مدل های قابل اعتماد می تواند نقش مهمی در جلوگیری از آسیب های 
آینده و افزایش اقدامات ایمنی و به  تبع آن حداقل رساندن خسارات اقتصادی 

1  Carbonation Depth (CD)
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ایفا کند ]10[. پیش بینی دقیق کربناته شدن در بتن مسلح در افزایش دوام و 
ایمنی ]11[ و همچنین در تصمیم گیری آگاهانه در مورد استراتژی های تعمیر 
 .]12[ است  برخوردار  بالایی  اهمیت  از  سازه هایی  چنین  برای  نگهداری  و 
بنابراین، پیش بینی دقیق عمق کربناته شده چالش بزرگی می باشد. برای این 
منظور، مدل های مبتنی بر یادگیری ماشین (ML) را می توان برای یادگیری 
رفتار پیچیده کربناته شدن با استفاده از داده های تجربی به  کار گرفت ]13[. 

مدل های ML مختلفی برای این منظور به  کار گرفته شده اند و از میان 
آنها، مدل های شبکه  عصبی مصنوعی (ANN) به طور مکرر انتخاب و به 

طور گسترده مورد استفاده قرار گرفته اند [23-24 و 26].
عمق  تخمین  برای  را   ANN مدل دو   ]14[ لیو  و  لو  ترتیب،  این  به 
کربناته شدن در بتن پیش  تنیده معرفی کردند: یکی بر اساس پس انتشار1 و 
دیگری با استفاده از توابع پایه شعاعی2. برای پیش بینی عمق کربناته شدن، 
سطح تنش در بتن، سن آزمایش، نسبت سیمان به سنگدانه ریز و سنگدانه 
درشت، و نسبت آب به سیمان به عنوان ویژگی  ها )یعنی متغیرها( در نظر 
گرفته شدند [25و 27-31]. یک شبکه عصبی )NN( برای تخمین عمق 
کربناته شده توسط تافس و همکاران ]15[ استفاده شده است. این محققین 
متغیرهای مختلفی مانند نوع سیمان، نسبت آب به مواد چسباننده، خاکستر 
بادی، سیمان، سرباره کوره بلند، کل آب موثر، کل سنگدانه، سنگدانه های با 
اندازه های کمتر از 0/125، 0/25 و 4 میلیمتر، روان کننده ، ماده هوازا و مدت 
زمان کربناته شدن به عنوان متغیرهای مستقل در نظر گرفتند. این محققین 
از روش های انتخاب متغیر، به ویژه انتخاب ویژگی های3 متوالی، برای تعیین 
مناسب ترین ویژگی ها و حذف هرگونه ویژگی نامربوط یا اضافی از مجموعه 

داده ورودی اصلی مورد استفاده در آزمایش های خود استفاده کردند.
همچنین آکپینر و اوانواکوا ]10[ از ANN برای پیش بینی عمق کربناته 
شده استفاده کردند، که در آن با استفاده از 18 متغیر ورودی طبقه بندی شده 
در شش گروه به ترتیب: ترکیب سیمان، ترکیب خاکستر بادی، پارامترهای 
طرح اختلاط، شرایط عمل  آوری بتن، شرایط محیطی، و سن نمونه استفاده 
نمودند. در آن مطالعه، یک بررسی اولیه برای تعیین مقدار بهینه نرون  های 
 ANN مورد استفاده انجام شد. نتایج نشان داد که ANN پنهان برای مدل
دقیقاً می  تواند عمق کربناته شدن را زمانی که تعداد نرون  های پنهان ده بود 
 ANN بر  بزند. فلیکس و همکاران ]16[ یک مدل عددی مبتنی  تخمین 
محتوای  نسبی،  رطوبت  فشاری،  مقاومت  سیمان،  نوع  که  کردند  ایجاد  را 

1  Backpropagation 
2  Radial Basis Function kernel (RBF)
3  Feature selection

مدل  مستقل  متغیرهای  از  سن  و   CO2 میزان  نوردهی،  شرایط  افزودنی، 
بودند. چهار روش تنظیم وزن سیناپسی برای آموزش بسیاری از ساختارهای 
ANN مورد استفاده قرار گرفت و ثابت شد که الگوریتم لونبرگ-مارکوارت 

4موثرترین روش آموزش  از نظر کارایی است. مطالعات انجام شده توسط 

کلوش و همکاران ]4[، آکپینار و اووانواکوا ]17[، و فلیکس و همکاران ]18[ 
تأثیر قابل توجه استفاده از ANN را برای تجزیه و تحلیل تأثیر ویژگی  ها بر 
روی عمق کربناته شدن در بتن مخلوط شده با خاکستر بادی نشان داده اند. 
به طور خاص، این مطالعات نشان داده اند که تغییرات در محتوای سیمان و 
خاکستر بادی، نسبت آب به مواد چسبنده ، غلظت CO2، رطوبت نسبی و دما 
می تواند منجر به تغییرات قابل توجهی در عمق کربناته شدن شود. شایان ذکر 
است که کار آکپینار و اووانواکوا ]18[ براساس تحقیقات قبلی آنها در سال 
2016 ]10[ استوار است. احسانی و همکاران ]19[ یک روش جدید به نام 
MOEA/D-ANN برای انتخاب ویژگی ها معرفی کرده اند که به شناسایی 

مهم ترین متغیرها برای پیش بینی دقیق عمق کربناته شدن کمک می کند. 
زمان  کاهش  در   RReliefF مانند  سنتی  روش های  به  نسبت  روش  این 
آموزش و بهبود دقت پیش بینی عملکرد بهتری داشته است. نتایج نشان داده 
است که مدل ANN که از مجموعه ویژگی های بهینه انتخاب شده توسط 
MOEA/D-ANN استفاده می کند، بالاترین دقت پیش بینی را دارد و این 

روش می تواند برای پیش بینی سایر خواص بتن نیز به  کار رود.
روش های انتخاب ویژگی5 با شناسایی و انتخاب مشخصه های مرتبط از 
متغیرهای ورودی، نقش مهمی در یادگیری ماشین ایفا می کنند. این روش  ها 
مزایای متعددی را هم در تحقیقات و هم در کاربردهای عملی ارائه می  دهند. 
این روش ها با تمرکز بر ویژگی های اطلاعاتی، عملکرد مدل و دقت پیش بینی 
را افزایش می دهند و از انطباق بیش از حد و گرفتن مهم ترین عوامل مرتبط 
با متغیر هدف جلوگیری می کنند. علاوه بر این، روش های انتخاب ویژگی با 
کاهش تعداد مشخصه ها، کارایی محاسباتی را بهبود می بخشد که منجر به 
زمان اجرای سریع تر و استفاده کارآمد از منابع، به ویژه با مجموعه داده های 
با مقیاس بزرگ می شود.. مشخصه های انتخاب شده، قابلیت تفسیر مدل را 
تا  افزایش می دهد و بینش های ارزشمندی را برای محققان فراهم می کند 
براساس مرتبط ترین  داده ها، تصمیم های آگاهانه بگیرند. علاوه بر این، این 
روش ها با حذف ویژگی های اضافی و خطاها، به بهبود کیفیت داده ها کمک 
می کنند و در نتیجه نمایش بهتری از الگوهای بنیادین ایجاد می کنند. این 
مجموعه داده بهبود یافته توانایی مدل را برای درک ارتباطات مهم و ایجاد 

4  Levenberg-Marquardt(LM)
5  Feature Selection
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پیش بینی های دقیق افزایش می دهد. در حالی که روش های انتخاب ویژگی 
مزایای ارزشمندی در بهبود عملکرد و قابلیت تفسیر مدل ارائه می دهند، هنوز 
محدودیت ها و شکاف هایی وجود دارد که باید برطرف شوند. تحقیقات آینده 
باید بر روی توسعه روش های انتخاب ویژگی قوی تر و سازگارتر تمرکز کند 
که بتواند ساختارهای پیچیده داده  ها و روابط غیر خطی را برای افزایش بیشتر 

اثربخشی انتخاب ویژگی در یادگیری ماشین را در نظر بگیرد.
نام  به  )ترکیبی(  هایبرید  ویژگی  انتخاب  روش  یک  تحقیق،  این  در 
  MOEA/D براساس الگوریتم بهینه سازی ابتکاری MOEA/D-ANN

تمامی  بررسی  تحقیق  این  اصلی  هدف  است.  شده  داده  توسعه   ANN و
متغیرهای بالقوه ای است که می تواند بر روی عمق کربناته شدن تأثیر بگذارد 
و با استفاده از روش فیلترینگ و بهینه سازی با دو تابع هدف، مهم ترین آن ها 
را شناسایی کند. از روش ANN برای توسعه مدل پیش بینی عمق کربناته 
شدن، با در نظر گرفتن تمام متغیرهای ورودی مربوطه استفاده شده است. 
قبل از استفاده آن ها در مدل های پیش بینی، اهمیت عوامل ورودی با استفاده 
از روش های RReliefF و MOEA/D ارزیابی شده است. به دنبال آن، 
عملکرد مدل های توسعه یافته با استفاده از شاخص های آماری مختلف برای 
ارزیابی دقت آن ها و اندازه گیری خطاهای احتمالی مورد ارزیابی قرار گرفته 
بر  تحلیل حساسیت  انجام  پژوهش،  این  اصلی  نوآوری های  از  یکی  است. 
روی سه متغیر ورودی کلیدی در طرح اختلاط بتن می  باشد. این پارامترها 
شامل زمان، درصد رطوبت نسبی و درصد غلظت دی اکسید کربن هستند. 
این متغیرها به عنوان عوامل مؤثر بر مقدار عمق کربناته شدن بتن انتخاب 

شده اند و نقش بسیار مهمی در پیش بینی دقیق این عمق دارند.

روش تحقیق-  
جمع آوري داده ها - 1- 2

توسط  شده  انجام  مطالعات  از  پژوهش  این  در  استفاده  مورد  داده  های 
داده   198 نهایت،  در  که   [46-32 و   5-4] شده  استخراج  قبلی  محققان 
را در  استخراج شده، اطلاعات وزن مواد  جمع آوری شده است. داده های 
مانند  مواد،  وزنی  نسبت های  دهد.  می  نشان  مختلف  اختلاط  نسبت  های 
نسبت های آب به مواد چسبنده، سنگدانه های ریز و فوق روان کننده، معمولًا 
گرفته می شوند  نظر  در  بتن  ویژگی های  پیش بینی  برای  ورودی  متغیرهای 
]1[. با این حال، مشخص نیست که کدام نسبت وزن مواد می  تواند عملکرد 
سیمان،  به  آب  نسبت  ترتیب،  این  به  بخشد.  بهبود  را  پیش  بینی  مدل  های 
نسبت سنگدانه درشت به مواد چسبنده، نسبت فوق روان کننده به سیمان، از 
جمله نسبت های بهنود و همکاران بودند که در تحقیقات قبلی استفاده شده 
اند ]47[. در حالی که برخی نسبت های دیگر برای تخمین عمق کربناته 
شدن بتن، مانند نسبت  های خاکستر بادی - سیمان، آب، چسب و فوق روان 

کننده - چسب توسط قوامی و همکاران استفاده شده است ]48[.
در مطالعات مرتبط با استفاده از مدل های یادگیری ماشین و روش های 
بهینه سازی برای پیش بینی رفتار مواد مختلف، تعداد داده های ورودی متغیر 
بوده است. جدول 1 تعداد داده های استفاده شده در برخی از تحقیقات مشابه 

را نشان می دهد:
با توجه به منابع معتبر و کتب علمی [20-22]، تعداد داده های ورودی 
توصیه شده برای مدل های پیش بینی مواد معمولًا بین 200 تا 1000 نمونه 
و  مختلف  تحقیقات  در  شده  استفاده  داده های  تعداد  به  توجه  با  می باشد. 

جدول 1. بررسی تعداد داده های ورودی در تحقیقات مشابه

Table 1. Examining the number of input data in similar research
 مشابه قاتیدر تحق یورود یهاتعداد داده یبررس 1 جدول

 قیتحق در استفاده مورد یهاتعداد داده شده انجام قیتحق
 0101 بتن یمقاومت فشار ینیبشیپ

 081 دوام بتن ینیبشیپ
 524 برآورد مقاومت بتن

 411 فولاد یخوردگ ینیبشیپ
  011 مواد یعمر خستگ ینیبشیپ
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توصیه های علمی، تعداد 198 نمونه داده ای که در این مطالعه استفاده شده 
است، در محدوده قابل قبول برای پیش بینی رفتار بتن قرار دارد. این تعداد 
داده ها توانسته است به ما در دستیابی به مدل دقیق و قابل اطمینانی برای 

پیش بینی عمق کربناته شدن بتن کمک کند.
در تحقیق حاضر، 9 متغیر اصلی وجود داشته است که بر اساس آن ها 37 
متغیر ورودی، نظیر نسبت آب به سیمان و سایر موارد، تعریف شده  اند. سپس 
متغیرهای   ،)Feature Selection( ویژگی  انتخاب  روش  از  استفاده  با 
تأثیرگذار انتخاب شدند، که این امر به افزایش دقت مدل منجر گردید. برای 
پرداختن به این موضوع مهم، تمام نسبت های وزن مواد در مجموعه داده 
اولیه گنجانده شده اند. متغیرهای ورودی مورد استفاده در این مطالعه شامل 
آب، سیمان، فوق روان کننده، خاکستر بادی، سنگدانه های ریز و درشت، کل 
سنگدانه )بر حسب کیلوگرم بر متر مکعب(، و همچنین نسبت های این متغیر 
که به  صورت زیر آمده است: سیمان به مواد چسباننده ، خاکستر بادی به مواد 
چسباننده، سنگدانه درشت به مواد چسباننده، سنگدانه ریز به مواد چسباننده، 
کل  به  سیمان  چسباننده،  مواد  به  کننده  روان  فوق  چسباننده،  مواد  به  آب 
به کل سنگدانه،  به کل سنگدانه، سنگدانه درشت  بادی  سنگدانه، خاکستر 

سنگدانه ریز به کل سنگدانه، آب به کل سنگدانه، فوق روان کننده به کل 
سنگدانه، فوق روان کننده به سیمان، فوق روان کننده به سنگدانه درشت، فوق 
روان کننده به سنگدانه ریز، فوق روان کننده به آب، آب به سیمان، خاکستر 
بادی به آب، آب به سنگدانه درشت و آب به سنگدانه ریز. علاوه بر این، نسبت 
سنگدانه ریز به سیمان، خاکستر بادی به سنگدانه ریز، سنگدانه ریز به سنگدانه 
درشت، سنگدانه درشت به سیمان، خاکستر بادی به سنگدانه درشت، و خاکستر 
بادی به سیمان نیز به عنوان متغیرهای ورودی بر حسب درصد وزنی در نظر 
گرفته شده است. شرایط آزمایش با مدت چرخه )روز(، درصد رطوبت نسبی و 
درصد غلظت CO2 نشان داده شده است. هدف مدل پیش بینی این است که 
عوامل متنوعی را که بر عمق کربناته شدن تأثیر می گذارند با در نظر گرفتن 
این متغیرهای ورودی به دقت ثبت کند که در این تحقیق در مجموع 37 متغیر 
را در بر می  گیرد. این مدل پیش  بینی تضمین می کند که نسبت های مختلف 
بین اجزاء بتن را در نظر می گیرد و درک دقیق تری از فرآیند کربناته  شدن ارائه 
می کند. جدول 2 آمار توصیفی وزن مواد موجود در مجموعه داده را گزارش 
می  کند که پارامترهای میانگین، انحراف معیار، حداقل و حداکثر برای متغیرهای 

ورودی و خروجی اصلی محاسبه شده اند.

جدول 2. آمار توصیفی متغیرها

Table 2. Descriptive statistics of variables
 رهایمتغ یفیآمار توص 2جدول 

 
 متغیرها مخفف میانگین انحراف معیار حداقل حداکثر

 متغیرهای ورودی اصلی

515 021 2/91 2/260 C سیمان  
(3kg/m) 

281 1 0/81 2/011 F خاكستر بادی 
(3kg/m) 

0190 8/410  6/049 1/610 CA سنگدانه درشت 
(3kg/m) 

0248 911 0/005 6/0160 FA سنگدانه ریز (3kg/m) 

221 002 02 064 W آب  
(3kg/m) 

9/9 1 9/0 9/1 S فوق روان كننده 
(3kg/m) 

026 0 2/02 6/01 CY )چرخه )روز 

91 44 9/5 6/65 RH  رطوبت نسبیدرصد 

41 0 9/02 0/01 CC 2 درصد غلطتCO 

 متغیر خروجی

49 1 2/01 1/1 CD عمق کربناته شدن 
(mm)  
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آماده سازي داده ها- 2- 2
از میان داده  های مورد استفاده در این تحقیق، هیچ داده  ای به صورت 
کار  هنگام  نبود.  آنها  تکمیل  به  نیازی  و  نداشت  وجود  مفقود  یا  شده  گم 
با متغیرهای متعددی که محدوده های متنوعی دارند، استفاده از روش های 
مقیاس بندی مناسب در طول پیش پردازش داده ها بسیار مهم است. به عنوان 
مثال، در مجموعه داده مورد استفاده در این تحقیق، محدوده مقادیر برای 
سنگدانه درشت بین 501/8 و 1071 است، در حالی  که فوق روان کننده از 0 تا 
7/7 است. در مورد روش های ML که از فاصله اقلیدسی به عنوان تابع هدف 
استفاده می کنند، احتمال دست کم گرفتن غیرواقعی اهمیت فوق  روان کننده 
نسبت به سنگدانه درشت وجود دارد که برای حل این مشکل، انجام عملیات 
مقیاس گذاری روی داده ها برای اطمینان از آماده سازی مناسب داده ها بسیار 
مهم است ]49[. متغیرهای ورودی در این تحقیق با استفاده از معادله  ی )1( 

در محدوده 0/1 و 0/9 مقیاس بندی شدند ]50[.
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maxj به ترتیب مقدار مقیاس   و 
min

j  ، j  ، S در جایی که متغیرهای 
به  را  متغیر مربوطه  داده های  شده، مقدار اصلی و مقدار حداقل و حداکثر 
ترتیب نشان می  دهند. پس از مرحله پیش پردازش، مجموعه داده به صورت 
تصادفی به دو گروه مجزا تقسیم شد: مجموعه    ی آموزش، که 85 درصد از 
داده ها را تشکیل می دهد و داده  های آزمون، شامل 15 درصد باقی مانده 
است. داده  های اعتبارسنجی برای تنظیم دقیق هایپرپارامترها در مدل های 
اند. به عبارت دیگر، در طول هر تکرار، توزیع  مختلف ML استفاده شده 
داده ها به شرح زیر است: 70٪ برای آموزش، 15٪ برای آزمایش و ٪15 

دیگر برای اعتبارسنجی.

شبکه عصبی مصنوعی- 3- 2
شبکه عصبی مصنوعی )ANN( عملکرد مغز انسان را تکرار می کند 
و به عنوان یک ابزار قوی برای تجزیه و تحلیل داده ها مورد استفاده قرار 
مي  گیرد و آنها را در زمینه یادگیري ماشین )ML( بسیار موثر می کند ]51[. 
مشابه شبکه های عصبي بیولوژیکی،ANN از واحدهای پردازش توزیع شده 
و موازی، شبیه نرون  ها تشکیل شده اند. یکی از مزیت های قابل توجه این 
بدون  غیرخطی  و  پیچیده  مسائل  سازی  مدل  برای  آنها  ظرفیت  ها  شبکه 

توجه به عوامل موثر بر آنها است ]16[. شبکه عصبی مصنوعی به عنوان یک 
روش مدل  سازی غیرخطی و به  عنوان یک روش قوی برای ایجاد ارتباطات 
بین متغیرهای ورودی و خروجی شناخته شده است ]52[. شبکه  های عصبی 
مصنوعی به طور کلی از سه لایه تشکیل شده اند: 1( لایه ورودی از ویژگی 
تواند شامل  که می  پنهان  2( لایه  )های(  است،  تشکیل شده  ورودی  های 
لایه   )3 می  دهد  انجام  را  غیرخطی  پیچیده  عملیات  که  باشد  لایه  چندین 
خروجی که متغیر خروجی را ذخیره می کند ]53[. شکل 1 پیکربندی یک 
شبکه عصبی مصنوعی و ارتباطات بین لایه ورودی، لایه)های( پنهان و لایه 

خروجی را نشان می  دهد.
عصبی  شبکه  ساختار  در  وابسته  متغیر  بینی  پیش  نحوه   )2( معادله 

مصنوعی را نشان می  دهد.
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نشان دهنده تابع فعال سازی  f y خروجی نرون  است، j در این معادله 
عبارت   b j ، نرون  به   xi ورودی  اتصال  وزن  نشان دهنده   wij است،

بایاس نرون  و  نشان دهنده تعداد متغیرهای ورودی است.
با توجه به اینکه در این روش احتمال برازش کردن بیش از حد داده  ها 
وجود دارد، نویسندگان 15درصد از داده ها را به اعتبار سنجی اختصاص دادند. 
الگوریتم عمل  توقف  برای  معیاری  عنوان  به  ها  داده  از  مجموعه  زیر  این 
می  کند. برای توضیح بیشتر، اگر اختلاف بین دقت داده  های آموزش و داده 
های اعتبارسنجی از یک مقدار مشخص از پیش تعریف شده در طول آموزش 
مدل فراتر رود، الگوریتم پایان می  یابد. روش پیشنهادی از برازش بیش از حد 
شبکه عصبی مصنوعی جلوگیری می کند و ایجاد یک مدل پیش بینی صحیح 
را ممکن می سازد. در این تحقیق از شبکه عصبی مصنوعی برای دو منظور 
استفاده شده است. اولی ساخت مدل پیش بینی توسط شبکه عصبی مصنوعی 

و دومی توسعه روش جدید انتخاب ویژگی می  باشد.
RReliefF به  طور گسترده به عنوان یک روش بسیار موثر برای اولویت 

بندی متغیرهای ورودی از طریق انتخاب ویژگی شناخته شده است. علاوه 
بر این، این روش یک روش فیلترینگ است و برای چالش های رگرسیون 
استفاده می  شود. مطالعات قبلی نشان داده اند که این روش انتخاب ویژگی 
را به  خوبی انجام می  دهد. RReliefF یک رویکرد انتخاب ویژگی مرسوم 
را بکار می  گیرد که تشابه و عدم تشابه مقادیر پاسخ را در میان همسایگان 
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در نظر می گیرد. این رویکرد شامل تخصیص مقادیر متمایز به همسایگانی 
است که مقادیر پاسخ یکسانی را به اشتراک می گذارند و پیش بینی کننده هایی 
را که مقادیر متفاوتی را به همسایگانی که مقادیر پاسخ متفاوتی از خود نشان 
می دهند، را در نظر می گیرد. با این وجود، وقتی نوبت به محاسبه وزن های 
نهایی برای پیش بینی کننده  ها در RReliefF می  رسد، از وزن  های میانی 
استفاده می  شود. این وزن های میانی در تعیین وزن های نهایی تعیین شده به 

پیش بینی کننده ها کمک شایانی می  کنند ]54و 55[.
MOEA/D-ANN روش  های بهینه سازی می باشد که در مهندسی 

روسازی در تحقیقات قبلی بطور گسترده  ای مورد استفاده قرار گرفته  اند ]56[. 
در مطالعات قبلی عسگری و همکاران ]57[، احسانی و همکاران ]58, 59[، 
ابتکاری و  بهینه سازی  الگوریتم های  ترکیب  از  استفاده  داده شده که  نشان 
روش های یادگیری ماشین، پتانسیل قابل توجهی در انتخاب مؤثر ویژگی هایی 
را دارد که بر متغیر خروجی تأثیر می گذارند. یکی از الگوریتم  های بهینه  سازی 
لي]60[  و  ژانگ  توسط  است که   MOEA/D قدرتمند  ابتکاری چندهدفه 
ارائه شده است. این الگوریتم بهینه  سازی در زمینه  های مختلف مورد استفاده 
مسئله   MOEA/D است.  کرده  ارائه  را  قبولی  قابل  نتایج  و  گرفته  قرار 
بهینه سازی چند هدفه را به چندین مشکل فرعی تک هدفه تقسیم می کند. 
در مقاله ژانگ و لی ]60[، سه روش برای تجزیه توابع هدف ارائه شده است 

)روش جمع وزنی1، روش بسط چبیشو2 و روش تقاطع مرزی3(، اما در این 

مطالعه، تنها از روش چبیشو استفاده شده است. با استفاده از معادله )3( تا )5(، 

روش چبیشو می  تواند یک مسئله با 5 تابع هدف را تجزیه کند.

(3)

(1) min

max min

0.1 0.8
j j

S
j j


  


 
 

(2) ( )
1

n
y f w x bj ij i ji

 


 
 

(3) 

1

2

*

*
,

min ( )
min ( )
.

min ( , , )
.
.
min ( )

( )

te

n

p

f x
f x

g x u p

f x

f x u




 
 
 
    
 
 
 
  



 

(4) * *
,

1
( ) ( )

pn
p

i i ip
i

f x u f x u





  
 
 

(5) 
*

*

lim ( , , )

max ( ) 1

te

x

i i i

g x u p

f x u i n








  
 
 

(6) * max ( ) ( )
( )

max ( ) min ( )
j j

j
j j

a q a q
s q

a q a q





 
 

(7) min max

0 max

( )
( )j

j

q
q




  

  

 
 

(8) *
0 0 ( ) ( )j ja q s q   

 

(9) 
1

1 ( )
n

j j
q

GRG q
n




  
 

 

 

(4)

(1) min

max min

0.1 0.8
j j

S
j j


  


 
 

(2) ( )
1

n
y f w x bj ij i ji

 


 
 

(3) 

1

2

*

*
,

min ( )
min ( )
.

min ( , , )
.
.
min ( )

( )

te

n

p

f x
f x

g x u p

f x

f x u




 
 
 
    
 
 
 
  



 

(4) * *
,

1
( ) ( )

pn
p

i i ip
i

f x u f x u





  
 
 

(5) 
*

*

lim ( , , )

max ( ) 1

te

x

i i i

g x u p

f x u i n








  
 
 

(6) * max ( ) ( )
( )

max ( ) min ( )
j j

j
j j

a q a q
s q

a q a q





 
 

(7) min max

0 max

( )
( )j

j

q
q




  

  

 
 

(8) *
0 0 ( ) ( )j ja q s q   

 

(9) 
1

1 ( )
n

j j
q

GRG q
n




  
 

 

 

1  Weighted Sum Approach
2  Chebyshev Approach
3  Boundary Intersection

 
 یمصنوع یشبکه عصب ساختار 1شکل 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

شکل 1. ساختار شبکه عصبی مصنوعی

Fig. 1. Structure of artificial neural network
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اگر p به بی نهایت تمایل داشته باشد، می  توان آن را به شکل زیر نوشت:
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تصمیم  گیری  متغیرهای  ترتیب  به   *u و   θ  ، ( )f x  ، x آن  در  که 
مسئله، تابع هدف، بردار ضرایب وزنی و نقطه مطلوب هستند. به بی نهایت 

تمایل داشتن p با استفاده از مراحل زیر پس از بسط دادن رفع می  شود:

الف( آماده سازی 
( می  شود  گرفته  نظر  در  تهی  با  برابر  تقریباً  پارتو1  کارایی  الف-1( 

.) EP =∅

الف-2( بردارهای ضریب وزنی ایجاد شده و پس از محاسبه فاصله بین 
ضرایب وزنی، همسایگی T نزدیک هر بردار وزنی مشخص می  شود.
الف-3( گروه اولیه ایجاد می شود و متعاقباً توابع هدف محاسبه 

می  شوند.
الف-4( به روز کردن نقاط ایده آل مد نظر

ب( به  روزرسانی )حلقه اصلی( برای همه اعضای گروه
ب-1( تکثیر

ب-2( بهبود بخشیدن راه حل بدست آمده 
ب-3( به روز کردن نقطه ایده آل

ب-4( به روز رسانی و رقابت با راه حل همسایگان
EP ب-5( به روز رسانی

ج( معیارهای توقف. در صورت عدم رضایت، الگوریتم 
دوباره از مرحله   اجرا می  شود.

MOEA/ یک روش انتخاب ویژگی جدید در این مطالعه با استفاده از
 MOEA/D-ANN توسعه یافته است. در شکل 2 روند متوالی D-ANN

را نشان می دهد. دو تابع هدف مدنظر قرار گرفته شده است که تابع هدف 
اول تعداد متغیرهای ورودی انتخاب شده را نشان می دهد، در حالی که تابع 
هدف دوم خطای مدل پیش بینی ANN را نشان می  دهد. ابتدا یک جمعیت 

1 Pareto optimal
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 MOEA/D-ANN یتمفلوچارت الگور 2شکل 

 

 

 

MOEA/D-ANN شکل 2. فلوچارت الگوریتم

Fig. 2. MOEA/D-ANN algorithm flowchart
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تصادفی ایجاد می  شود و در هر بردار، تعدادی متغیر ورودی انتخاب می  شود. 
تابع هدف اول براساس متغیرهای انتخاب شده محاسبه می شود و هر یک 
از داده های جامعه مدنظر با استفاده از ANN تحت آموزش قرار می  گیرند 
تابع هدف دوم محاسبه  تعیین مقدار  و میانگین مربعات خطا)   (R2برای 
می  شود. MOEA/D برای رسیدن به بهینگی پارتو و حل مسئله انتخاب 

ویژگی تکرار می  شود.

نتایج - 3
نتایج انتخاب ویژگی- 1- 3

در این مطالعه، روش MOEA/D-ANN به عنوان یک روش جدید 
انتخاب ویژگی معرفی شده است. این روش بهینگی پارتو را ارائه می  دهد، 
زیرا یک الگوریتم انتخاب ویژگی چند هدفه است. شکل 3 نتایج این روش 
بهینه  مجموعه  در  ورودی  متغیرهای  تعداد  افزایش  که  می  دهد،  نشان  را 
منجر به کاهش کمتر خطای مدل می  شود. از این رو، ایجاد تعادل بین خطا 
و پیچیدگی مدل، که مستقیماً با تعداد متغیرهای ورودی مرتبط است، بسیار 

مهم است.
نقاط نشان داده شده در شکل 3 راه حل  های غیر غالب هستند، به  طوری  که 
نمی  توان دو تابع هدف در نظر گرفته شود. انتخاب بهترین راه حل بهینه در 
این نقاط پیچیده است زیرا با مقایسه دو نقطه با یکدیگر، یکی بر اساس یک 

هدف مشخص و دیگری براساس هدف دیگر بهتر عمل می کند. برای رفع 
این مشکل می  توان از فرآیندهای تصمیم گیری چند معیار استفاده کرد. در 
این تحقیق از روش تحلیل رابطه خاکستری1 به عنوان فرآیندی برای تصمیم 
گیری با معیارهای متعدد با هدف شناسایی مطلوب  ترین و بهینه  ترین نتیجه 

استفاده شده است. مراحل تعیین نقطه بهینه در زیر آورده شده است ]48[.
مقیاس  یک  و  صفر  بازه   )6( معادله  با  را  هدف  تابع   GRA ابتدا،  در 

می  کند:
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* به ترتیب مقدار واقعی و مقیاس تابع هدف  ( )js q ) و  )ja q که در آن 
تابع  دو  برای  رابطه خاکستری2  نشان می  دهند. ضریب  را   qth نقطه  از   jth

هدف با معادله)7( محاسبه می  شود.
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1  Grey relational analysis (GRA)
2  Grey Relational Coefficient (GRC)

 
 MOEA/D-ANN یجنتا 3شکل 

 

 

 

 

 

 

 

 

 

 

MOEA/D-ANN شکل 3. نتایج

Fig. 3. MOEA/D-ANN results
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) نشان دهنده GRC برای تابع هدف j از نقطه q ام  )j qξ در جایی که 
0 از معادله )8( تعیین  ( )j q∆ ξ برابر با 0/5 در نظر گرفته می  شود و  است، 

0 هستند. ( )j q∆ ∆max به ترتیب حداقل و حداکثر  ∆min و  می  شود. 
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 j تابع هدف  مقیاس  مقدار   * ( )js q و است  مرجع  توالی  دنباله   0 ( )a q
از نقطه qth است. در نهایت درجه رابطه خاکستری 1 از طریق معادله )9( 

تعیین می  شود.
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GRG، با اهمیت داده  ها رابطه مستقیم دارد و رتبه  بندی بر این اساس 

انجام می  شود. نتایج GRA  نشان می دهد که این تعداد بهینه متغیرها است 
با 0/00085 می  شود.  2(MSE)برابر  مربعات  میانگین  به خطای  منجر  که 

1  Gray Relational Grade (GRG)
2  Mean Squared Error

متغیرهای بهینه انتخاب شده توسط MOEA/D-ANN در جدول 3 ارائه 
شده است.

چسبنده،  مواد  به  روان کننده  فوق  نسبت  چسبنده،  مواد  قبلی  مطالعات 
خاکستر بادی به آب، آب به دسته های مختلف سنگدانه ها )کل سنگدانه ها، 
دانه های ریز، دانه های درشت( و دانه های درشت به دانه های ریز را به عنوان 
متغیرهای ورودی در نظر نگرفته  اند. با این حال، در اینجا، این نسبت ها به 
عنوان عواملی انتخاب شده اند که به طور بالقوه می  توانند بر عمق کربناته 
شدن تأثیر بگذارند. از این رو، استفاده از یک روش انتخاب ویژگی قوی برای 
شناسایی متغیرهای بهینه )به عنوان مثال، MOEA/D-ANN( ضروری 

است.
از وزن  RReliefF است که  انتخاب شده  از ویژگی های  یکی دیگر 
استفاده  داده  مجموعه  یک  در  مرتبط  های  ویژگی  شناسایی  برای  ویژگی 
می  کند. از آنجایی که تعداد بهینه متغیرها درMOEA/D-ANN  ،13 مورد 
تعیین شده، بنابراین در نتایج بدست آمده از روش RReliefF تنها 13 متغیر 
برتر با بیشترین وزن ها انتخاب شدند. متغیرهای انتخاب شده در شکل 4 ارائه 
شده است. شایان ذکر است که RReliefF نسبت  های فوق روان کننده به 
مواد چسبنده، دانه  های ریز به کل سنگدانه، سنگدانه درشت به کل سنگدانه، 
فوق روان  کننده به سنگدانه درشت، سنگدانه درشت به سیمان، سنگدانه درشت 
به سنگدانه درشت را شناسایی کرده است. در مطالعات قبلی متغیرهای ریزدانه 

)MOEA/D-ANN جدول 3. عوامل موثر بر عمق کربناته شدن )روش

Table 3. Factors affecting the carbonation depth (MOEA/D-ANN method)
  (MOEA/D-ANN)روش  ه شدنعوامل موثر بر عمق کربنات 3جدول 

فیرد مخفف ردیف مخفف  

W/FA 8 F 0 

W/CA 1 CA 2 

CA/FA 01 Binder 0 

CY 00 S/Binder 5 

RH 02 W/(CA+FA) 4 

CC 00 
W/C 6 

F/W 9 
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به سیمان و خاکستر بادی به سیمان در نظر گرفته نشده اند.
نسبی،  رطوبت  درصد  )روز(،  چرخه  درشت،  سنگدانه  نظیر  متغیرهایی 
آب  نسبت  چسبنده،  مواد  به  روان  کننده  فوق  نسبت   ،CO2 غلظت  درصد 
به سیمان و سنگدانه درشت به سنگدانه ریز با هر دو روش انتخاب ویژگی 
شناسایی شدند. همچنین، هر روش متغیرهای منحصر به فردی را انتخاب 
اکثر  که  شده،  گرفته  نظر  در  مهمی  متغیر  بصورت  مدل  برای  که  کرده 

ورودی  های انتخاب شده بصورت نسبت وزنی معرفی می  شوند.

3 -2 - ANN تجزیه و تحلیل مدل
شکل 5 مقدار R2 را توسط عملکرد ANN را با استفاده از داده های 
داده  مجموعه  در   RReliefF رویکرد  و   MOEA/D-ANN و  عمومی 
استفاده  با   ANN می  دهد.  نشان  آزمایش  و  سنجی  اعتبار  آموزشی،  های 
نشان  کربناته شدن  برای عمق  را  پیش بینی خوبی  داده های کلی، دقت  از 

می دهد و به ضریب تعیین با مقدار 0/98 دست می یابد.
در مقایسه با مدل  های مورد استفاده در تحقیقات قبلی، این مدل از دقت 
بهتری برخوردار بوده است [4و 10و 12و 15و 17-18و 61-62]. خروجی 
این مدل با استفاده از چندین متغیر ورودی پیش بینی شده بود و جمع آوری 
بین،  این  در  باشد.  برانگیز  چالش  است  ممکن  متغیر   37 از  یک  هر  دقیق 

متغیرهای خاصی در مقایسه با سایر متغیرها تأثیر قوی  تری بر عمق کربناته 
شدن می  گذارند. از این  رو برخی عوامل ممکن است بدون تأثیر قابل  توجهی 
روش های  از  استفاده  با  ویژگی  انتخاب  شوند.  گرفته  نادیده  مدل  دقت  بر 
MOEA/D-ANN  و RReliefF انجام شد و نتایج در شکل 5 نشان 

داده شده است. همان طور که در جدول 4 مشاهده می شود، مدل پیشنهادی 
محدودتر  متغیرهای  تعداد  و   0/99 تعیین  ضریب  با   MOEA/D-ANN

نسبت به برخی تحقیقات پیشین، دقت بسیار بالاتری را در پیش بینی عمق 
کربناته شدن بتن فراهم کرده است. این نتیجه نشان دهنده کارآمدی روش 
مدل  عملکرد  بهبود  و  تأثیرگذار  متغیرهای  دقیق  انتخاب  در  پیشنهادی 

پیش بینی است.

روش MOEA/D-ANN از دو تابع هدف استفاده می  کند: یکی برای 
به حداقل رساندن تعداد متغیرهای ورودی و دیگری برای به حداقل رساندن 
MSE شکل 6 نشان می  دهد، مدلی که از تمام 37 متغیر ورودی استفاده 

می  کند دارای MSE بالاتری نسبت به مدل ANN با روش  های انتخاب 
 MOEA/D-ANN ویژگی است. از نتایج می  توان استنباط کرد که روش
با موفقیت متغیرهایی را که در پیش  بینی عمق کربناته شدن ضروری نیستند، 

 
 RReliefF       ث  گذ         تغ 4    

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

RReliefF شکل 4. متغیرهای تاثیرگذار روش

Fig. 4. Influential variables of RReliefF method
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جدول 4. مقایسه مدل ارائه شده با مدل های قبلی از نظر تعداد متغیر و دقت

Table 4. Comparison of the proposed model with previous models
 های قبلی از نظر تعداد متغیر و دقتمقایسه مدل ارائه شده با مدل 4جدول 

 تعداد متغیرها (R²)ضریب تعیین  محققان سازیروش مدل

SVM  Biswas et al. [ 00 ] 12/1  02 

ANN  Zhang et al. [ 06 ] 88/1  04 

Random Forest Zhang et al. [ 56 ] 14/1  8 

MLR  Kaloop et al. [ 46 ] 1/1  00 

MOEA/D-ANN + ANN 11/1 تحقیق حاضر  01 

 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 
 ANNمدل  یبرا 2R یرمقاد 5شکل 

 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

ANN برای مدل R2 شکل 5. مقادیر

Fig. 5. R2 values for the ANN model
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حذف کرده است که منجر به بهبود عملکرد کلی در مدل ANN در مقایسه 
با RReliefF و استفاده از همه ویژگی  ها شده است. علاوه بر این، زمان 
اجرا روش MOEA/D-ANN کمتر از زمان اجرای RReliefF با همه 
را   MOEA/D-ANN محاسباتی  کارایی  یافته  این  می  باشد.  ویژگی  ها 

زمانی  که در زمینه ANN اعمال می  شود، برجسته می  کند.

تحلیل حساسیت براساس تغییر در مقدار خروجی- 3- 3
تأثیر متغیرهای ورودی  این تحقیق، تحلیل حساسیت برای بررسی  در 
مختلف بر دقت مدل پیش بینی عمق کربناته شدن بتن انجام شده است. این 
تحلیل  ها نشان دادند که متغیرهایی مانند زمان، درصد رطوبت نسبی و درصد 
غلظت دی اکسید کربن بیشترین تأثیر را بر عمق کربناته شدن بتن دارند. بر 
اساس نتایج بدست آمده از اشکال 7 تا 9 با افزایش متغیرهای ورودی شامل 
مقدار  کربن،  دی اکسید  غلظت  درصد  و  نسبی  رطوبت  درصد  )روز(،  چرخه 
عمق کربناته شدن بتن روند افزایشی را نشان می  دهد. همچنین با توجه به 
شکل 9 می  توان گفت، مقدار عمق کربناته شدن بتن در اثر افزایش غلظت 

دی اکسید کربن در بازه 1 تا 25 درصد، روند کاملًا صعودی داشته و پس از 
آن مقادیر تقریباً ثابت و نزدیک بهم را داده است. 

نتیجه44گیری-44
بررسی  مورد  بتن  شدن  کربناته  عمق  دقیق  پیش بینی  تحقیق  این  در 
مانند ترک  زیان بار  پیامدهای  برابر  برای محافظت در  قرار گرفته است که 
خوردگی و خوردگی بسیار حائز اهمیت است. داده  های مورد استفاده از منابع 
معتبر متعددی جمع آوری شده و در مجموع 198 داده عمق کربناته شده و 
37 متغیر ورودی بدست آمده است. بیشتر ورودی  ها براساس نسبت آنها در 
مخلوط بتن بوده که برای دقت مدل مهم است. برای افزایش دقت مدل و 
MOEA/D- ،آدرس پیچیدگی محاسباتی، یک روش انتخاب ویژگی جدید

ANN، معرفی شده است. علاوه بر این، یک رویکرد مرسوم برای انتخاب 

ویژگی، RReliefF،  بکار گرفته شده است.
برای شناسایی و حذف متغیرهای اضافی   MOEA/D-ANN روش 
انجام شده، که در نتیجه 13 متغیر باقی  مانده برای ساخت مدل مورد استفاده 
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ANN برای مدل MSE شکل 6. مقادیر

Fig. 6. MSE values for the ANN model
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Fig. 7. Sensitivity analysis on the input variable cycle (day) (CY)

 
 

 (RH) ینسب رطوبت درصد ورودی متغیر روی بر حساسیت تحلیل 8شکل 
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Fig. 8. Sensitivity analysis on the input variable relative humidity percentage (RH)
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 (CC) کربن اکسید دی غلظت درصد ورودی متغیر روی بر حساسیت تحلیل 9شکل 
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Fig. 9. Sensitivity analysis on the input variable carbon dioxide concentration percentage (CC)

اهمیت  تعیین  برای   RReliefF از روش  این،  بر  قرار گرفته است. علاوه 
ورودی ها استفاده شده است و 13 ویژگی با بیشترین وزن انتخاب شده  اند. 
از روش ANN برای پیش بینی عمق کربناته بتن و از روش های ترکیبی

تأثیرگذار  متغیرهای    یافتن  برای   RReliefF و     MOEA/D-ANN

شده  ایجاد  مدل  که  اند  داده  نشان  آمده  بدست  نتایج  است.  شده  استفاده 
با استفاده از رویکرد MOEA/D-ANN، با ترکیب متغیرهای تعیین شده 
توسط آن، کاهش قابل توجهی را در درصد خطاها و افزایش دقت دارد. علاوه 
بر این، این مدل به مقدار قابل  توجه ضریب تعیین  R2 = 0.99  می  رسد، 
انتخاب  تأیید  و  بتن  کربناته  بینی عمق  پیش  در  آن  استثنایی  دقت  بر  که 
به شرح  را می  توان  کلیدی  نتایج  تأکید می  کند.  تأثیرگذار  متغیرهای  دقیق 

زیر خلاصه نمود:
	 13 ،  MOEA/D-ANNتعداد بهینه ورودی برای ،GRA در روش

ورودی با MSE برابر با 0/00085 می  باشد. متغیرهای ورودی انتخاب 
چرخه  چسبنده،  ماده  درشت،  سنگدانه  بادی،  خاکستر  از  عبارتند  شده 
روان  فوق  نسبت  و   CO2 غلظت  درصد  نسبی،  رطوبت  درصد  )روز(، 
کننده به ماده چسبنده، نسبت آب به کل سنگدانه، نسبت آب به سیمان، 
به درشت  دانه و نسبت  ریز، آب  به سنگدانه  به آب، آب  بادی  خاکستر 
درشت دانه به ریز دانه. استفاده از این متغیرها برای پیش بینی کربناته 

بتن، بالاترین سطح دقت را می دهند.
	 عوامل زیر تعیین کننده بودند، که عبارتند ،RReliefF براساس روش

از: چرخه )روز(، رطوبت نسبی، غلظت CO2، سنگدانه درشت، و نسبت 
فوق روان کننده به چسب، سنگدانه ریز به کل سنگدانه، سنگدانه درشت 
به  آب  نسبت  درشت،  سنگدانه  به  کننده  روان  فوق  سنگدانه،  کل  به 
ریز،  سنگدانه  به  درشت  سنگدانه  سیمان،  به  درشت  سنگدانه  سیمان، 

سنگدانه ریز به سیمان و خاکستر بادی به سیمان.
	 چارچوب ارائه شده در این پژوهش ظرفیت گسترش به سایر خواص بتن

را دارد، امکان توسعه مدل های پیش بینی برای انواع مختلف خرابی های 
سازه ای یا مصالحی که می تواند در سازه های بتنی ایجاد شود و شناسایی 

متغیرهایی که بر چنین شکست هایی تأثیر می گذارند، فراهم می کند.
شناسایی پارامترهای حیاتی موثر بر عمق کربناته شده به دلیل دشواری 
دارای  دارند  نقش  آن  در  که  بسیاری  متغیرهای  دخالت  و  فرآیند 
شناخت  در  توان  می  تحقیق  این  نتایج  از  لذا  است.  زیادی  پیچیدگی 
آتی  تحقیقات  برای  را  آن  بر  موثر  عوامل  و  گرفت  کمک  بتن  رفتار 
به  افزایش نسبت آب  با  داد که  نشان  نتایج  نظر داشت. همچنین  مد 
سیمان به میزان 10 درصد، عمق کربناته شدن بتن به میزان 15 درصد 

افزایش می یابد
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