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ABSTRACT: An accurate estimation of the discharge flow of natural streams plays a key role in 
irrigation planning, the design of bridges embedded in waterways, the management of reservoirs and 
dams, and the design of flood-warning systems. In recent decades, several studies have been conducted 
using artificial intelligence (AI) to accurately estimate the flow. Despite the proven accuracy level 
of AI methods, in many cases, there are uncertainties that occur for a variety of reasons. Insufficient 
knowledge of these uncertainties in the flow modeling process can have irreversible effects. In this 
research, monthly flow data, measured from Armand hydrometric station, located in Karun River basin, 
during a-28 year period (from 1980 to 2008) were used. First, the Thomas and Fiering method was used 
to generate flow series data and consider them as input variables. Then, flow forecast modeling was 
performed by three AI methods, namely Model Tree (MT), Gene Expression Programming (GEP), and 
Multivariate Adaptive Regression Spline (MARS). Statistical indicators such as correlation coefficient 
(R) and Root Mean Square Error (RMSE) were used to evaluate the accuracy of the models. In terms of 
the training stage, the MARS model with R=0.839 and RMSE=28.624 m3/s performed better than the 
other two models. Additionally, in the testing stage, the MT model with R=0.784 and RMSE=34.441 
m3/s showed a more appropriate performance than other models. The Monte Carlo simulation method 
was used to calculate the uncertainty of the models, so the results showed that the r-factor parameter, 
which was the average width of the confidence band in the MT model, was equal to 1.67, indicating a 
lower and more optimal number compared to MARS (1.92) and GEP (2.025) models. Moreover, the 
usability of the statistical criterion for quantifying uncertainty, (known as 95PPU) indicated that the 
GEP model with 95PPU of 64% was selected as a more appropriate percentage than MARS (61%) and 
MT-M5 (55%).  
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1- Introduction
Population growth and increasing demand for water and 

food products, on the one hand, as well as the limitation of 
available freshwater resources, have made water resources 
management even more necessary. In this regard, improving 
the accuracy of river flow forecasts and taking into account 
its uncertainties play a key role in managing water resources 
[1-3]. With the advent of data-driven artificial intelligence 
models, a wide range of artificial intelligence (AI) techniques 
has been used to predict river flows. Artificial intelligence 
methods have shown the sufficient capacity to identify 
hidden patterns in time series and have proven high reliability 
compared to statistical methods [1-4]

The mentioned research as well as other studies carried 
out in the field of river flow forecasts show that although 
AI models have been successfully used in the field of flow 
forecasting in recent decades, however, like other hydrological 
models of basic physics, has many uncertainties, which 

mainly originate from the climatic-hydrological factors of 
the catchment area. Therefore, it is necessary to consider and 
quantify the uncertainties associated with these factors to 
improve the prediction results and ultimately manage water 
resources as best as possible. In this regard, Abbasi et al. [1] 
used Support Vector Regression (SVR) and Multiple Linear 
Regression (MLR) models to predict the inflow to Bukan Dam. 
They also used three approaches: random forest (RF), deep 
automatic encoder (DAE) and principal component analysis 
(PCA) to preprocess the input variables. The results showed 
that the DAE-SVR and RF-SVR models compared to the 
PCA-MLR, RF-MLR, DAE-MLR, PCA-SVR hybrid models 
had a significant improvement in the accuracy of forecasting 
one month later. Due to the superior performance of three 
robust AI models (namely multivariate adaptive regression 
spline [MARS], gene-expression programming [GEP], and 
model tree [MT]) in comparison with other AI models, no 
research has been done by these models to predict the flow 
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of the Karun River. Therefore, the main goal of the current 
research is to predict the flow of this river (at the Armand 
hydrometric station), and to investigate the uncertainty of 
these predictions using the Monte Carlo method.

2- Case study
This basin has an approximate area of ​​67,257 square 

kilometers and includes the permanent Karun River with a 
length of 890 kilometers and an average annual discharge of 
18,700 million cubic meters. In this research, the Karon river 
basin has been investigated up to the location of the Armand 
hydrometric station. This station is located near the Karon 
4 dam with an approximate height of 1082 meters, and its 
latitude and longitude are 46-50 and It is 31-40. The upstream 
basin of this dam has an area of ​​11,000 square kilometers 
and its annual average water discharge is 110 cubic meters 
per second. The average annual rainfall of this basin is 
approximately 750 mm, and its maximum and minimum 
height above the open water level is 4141 and 1044 meters, 
respectively. It should be mentioned that the data used in 
this research is the 28-year time series of the daily flow of 
Armand hydrometric station for the years 1981 to 2008. The 
highest amount of river flow is related to the months of May 
(478.86), March (403.39) and Farvardin (356 cubic meters 
per second), which is due to the rains of the previous months 
as well as runoff from snow melting. On the other hand, the 
lowest amount of discharge belongs to Shahrivar (21.21), 
Mehr (21.33) and March (23.05). Also, 70 percent of the 
data (years 1981 to 2000) were used for training and the rest, 
i.e. the statistics of the years 2001 to 2008, were used to test 
MARS, GEP and MT models. The input variables include 
river flow values ​​for the previous one to three months [Q(t-
1), Q(t-2), Q(t-3)].

3- Results and discussion
This section evaluated the performance of AI models 

by correlation coefficient (R) and root mean square error 
(RMSE). The statistical measures for the training stage of 
the MT and MARS models indicated approximately equal 
performance (R=0.841 and RMSE=36.789 m3/s for MT and 
R=0.841 and RMSE=36.765 m3/s for MARS). The GEP 
model stood at the third level of efficiency. Additionally, 
in the testing stage, statistical indices by MT were equal 
to R=0.87 and RMSE=44.253 m3/s in compared with GEP 
(R=0.865 and RMSE=46.243 m3/s) and MARS (R=0.848 and 
RMSE=47.43 m3/s). 

Additionally, the uncertainty results of MARS, GEP and 
MT models for predicting the flow of the Karun River have 
been calculated and quantified. Generally, smaller values ​​

of R-factor, which represents the uncertainty bandwidth, 
indicate good performance of the model. From this point 
of view, the MT model has the smallest R-factor (1.67) 
value compared to MARS (R-factor=1.92) and GEP MARS 
(R-factor=2.025). On the other hand, the 95PPU values ​​
that represent the percentage of definitive data (historical 
observations) are in the 95% uncertainty estimation band, for 
the mentioned models, it is between 59.5% and 64%. Finally, 
to judge the performance of the best model under conditions 
of uncertainty, both the minimum R-factor index and the 
maximum 95 PPU should be taken into consideration at the 
same time, and according to the mentioned cases, it can be 
said that the performance of the MT model under conditions 
of uncertainty is better than other models. 

4- Conclusions
The present research is an attempt to predict the flow of 

the Karun River one month later using MARS, GEP and MT 
artificial intelligence models. Also, calculating the uncertainty 
of the river flow values ​​by the Monte Carlo simulation 
method (MCS) and its effect on the uncertainty bands of the 
flow predictions by the mentioned models are other goals of 
this research. Results of AI techniques demonstrated that MT 
had the best performance in the prediction of flow discharge. 
Moreover, the performance of uncertainty analysis showed 
that MT had a promomising evaluation than GEP and MARS.   
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خلاصه: پیش‌‌بینی دقیق فرآیندهای هیدرولوژیکی و احتساب عدم قطعیت‌‌های آن‌ها، از جمله چالش‌‌های اساسی در حوضه مدیریت 
منابع آب است. هدف مقاله حاضر، پیش‌بینی جریان ماهانه رودخانه کارون در محل ایستگاه هیدرومتری ارمند با استفاده از روش‌‌های 
هوش مصنوعی )AI( می‌‌باشد. به کارگیری رویکرد شبیه‌‌سازی مونت کارلو )MCS( جهت احتساب عدم قطعیت پیش‌‌بینی‌‌های نام 
برده و نیز مقایسه عملکرد آن‌ها از اهداف دیگر مقاله محسوب می‌‌شود. بدین منظور از مدل‌های مبتنی بر AI شامل برنامه‌‌نویسی بیان 
ژن)GEP( ، اسپیلاین رگرسیون تطبیقی چند متغیره )MARS( و درخت مدل )MT( استفاده شده است. همچنین آمار 28 ساله 
جریان رودخانه کارون )سال‌های 1387-1360( استفاده و برای تولید اعداد تصادفی، روش پارامتریک توماس-فیرینگ )TF( به کار 
گرفته شد. نتایج ارزیابی عملکرد مدل‌ها با شاخص‌‌هایی همچون ضریب همبستگی )R(، میانگین قدر مطلق خطا )MAE( و ریشه 
میانگین مربعات خطا )RMSE(، نشان داد که مدل MT در هر دو مرحله آموزش و آزمایش عملکرد بهتری نسبت به سایرین داشته 
است. شاخص‌‌های دقت مدل برای مرحله آموزش مدل MT برابر R=0/841 و RMSE=36/789 m3/s3 بوده است در حالی که 
این شاخص‌‌ها برای مرحله آزمایش برابر با R=0/87 و RMSE=44/253 m3/s3 می‌‌باشد. نتایج ارزیابی عدم قطعیت پیش‌‌بینی‌‌ها 
  95PPU=55/5 % و R-factor=1/67 با داشتن شاخص MT نشان داد که مدل MT و MARS، GEP توسط مدل‌های

بهترین عملکرد را برای احتساب عدم قطعیت داشته است.
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مقدمه-1 
یک  از  غذایی  فرآورده‌‌های  و  آب  برای  تقاضا  افزایش  و  جمعیت  رشد 
طرف، همچنین محدودیت منابع آب شیرین قابل دسترس و توزیع ناهمگون 
ساخته  پیش ضروری  از  بیش  را  آب  منابع  مدیریت  آن‌ها،  زمانی  و  مکانی 
است. در این راستا ارتقاء دقت پیش‌بینی‌های جریان رودخانه و احتساب عدم 
قطعیت‌‌های آن نقش کلیدی در مدیریت هر چه بهتر منابع آب ایفا می‌‌کند. 

دسته  دو  به  کلی  حالت  در  رودخانه‌‌ها  جریان  مدل‌‌سازی  روش‌های 
محور2  داده  مدل‌های  و  آماری(  روش‌های  مبنای  )بر  مفهومی1  مدل‌های 
سری‌‌های  صورت  به  عموما  که  مفهومی  مدل‌های  می‌‌شوند.  تقسیم‌‌بندی 
میانگین- خودهمبسته‌ی  مدل   ،)AR(3 همبسته  خود  مدل  شامل  زمانی 

یکپارچه  خودهمبسته‌ی  متحرک  میانگین  مدل   ،)ARMA(4 متحرک 

1  Conceptual models
2  Data Driven Models 
3  Auto-Regressive
4  Auto Regressive Moving Average

به  قادر  )K-NN(می‌باشند،  همسایگی6  نزدیک‌ترین   ،)ARIMA(5

مذکور،  آماری  مدل‌های  در   .]1-3[ می‌باشند  رودخانه  جریان  شبیه‌سازی 
متغیرهای وابسته به زمان باید دارای سری‌های زمانی کامل و جامعی باشند 
تا نتایج پیش‌بینی در سطح قابل اعتمادی باقی بماند. بر این اساس، عملکرد 
مدل‌های سری زمانی دارای پتانسیل پایینی برای پیش‌بینی جریان می‌باشد 
باشند  ناقص  رودخانه  زمانی جریان  اطلاعات سری  مخصوصا هنگامی که 
از  گسترده‌ای  طیف  محور،  داده  مصنوعی  هوش  مدل‌های  ظهور  با   .]4[
تکنیک‌های هوش مصنوعی )AI(7 برای پیش‌بینی جریان رودخانه‌ها استفاده 
شد. روش‌های هوش مصنوعی ظرفیت کافی برای شناسایی الگوهای پنهان 
در سری‌های زمانی را نشان داده‌اند و در مقایسه با روش‌های آماری قابلیت 

اطمینان بالایی را به اثبات رسانده‌اند ]5-7[.

5  Auto Regressive Moving Integrated Average
6  K-Nearest Neighborhood 
7  Artificial intelligence
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Montaseri و Ghavidel )2014( عملکرد مدل‌های برنامه‌‌نویسی 

بیان ژن)GEP(1  و ANFIS2 را در پیش‌‌بینی جریان ماهانه رودخانه 
 1370 سال‌‌های  ماهانه  دبی  داده‌‌های  از  ایشان  دادند.  قرار  بررسی  مورد 
آبریز  حوضه  در  واقع  سنته  و   صفاخانه  ایستگاه‌‌های   به  مربوط   1390 تا 
زرینه‌‌رود استفاده کردند. مقادیر دبی با تأخیرهای زمانی یک تا سه ماه و 
همچنین شماره ماه‌‌ها برای تعیین اثرات تناوبی و فصلی جریان‌های ماهانه 
 GEP در فرآیند پیش‌‌بینی به مدل‌‌ها اضافه گردید. نتایج نشان داد که مدل
است و همچنین  بوده   ANFIS به  نسبت  بهتری  عملکرد و دقت  دارای 
 .]8[ می‌‌دهد  افزایش  را  مدل‌‌سازی  دقت  نیز  ماه‌‌ها  شماره  گرفتن  نظر  در 
ماشین  مدل  از  استفاده  با   )2011( همکاران  و   Noori دیگر  تحقیقی  در 
3 و سه روش استخراج متغیرهای ورودی شامل   )SVM( بردار پشتیبان
انتخاب پیشرو، آزمایش گاما )GT(4 و آنالیز مولفه اصلی )PCA(5 جریان 
رودخانه را پیش‌‌بینی کردند. نتایج نشان داد که سطح دقت مدل SVM با 
استفاده از مدل‌های پیش‌‌پردازش مذکور افزایش یافت ]5[. در تحقیقی دیگر 
عصبی  شبکه  مدل‌های  از  استفاده  با   )2013( همکاران  و   Saghafian

بعد  ماه  سه  تا  یک  جریان   K-NN و   ANFIS  ،6)ANN( مصنوعی 
رودخانه کارون )ایستگاه پل شالو بالادست سد کارون 3( را پیش‌‌بینی کردند. 
 SOI همچنین تاثیر داده‌‌های توزیع مکانی اقلیمی و شاخص بزرگ مقیاس
7 بر دقت نتایج پیش‌‌بینی بررسی شد. نتایج نشان داد که استفاده از داده‌‌های 

مکانی موجب به جای داده‌‌های ایستگاهی، دقت پیش‌‌بینی‌‌ها را افزایش داده 
است. شاخص SOI نیز عملکرد مدل‌های نام برده را ارتقاء داده است ]9[. 
از  )ایران(  شاویر  رودخانه  ماهانه  جریان  پیش‌‌بینی  برای  دیگر  تحقیقی  در 
 )GEP( با برنامه‌‌نویسی بیان ژن  8)GA( مدل هیبریدی الگوریتم وراثتی
موسوم به GEP-GA استفاده گردید. در نهایت، عملکرد GEP-GA با 
خطی  رگرسیون   ،GEP  ،GP(( ژنتیکی  برنامه‌ریزی  کلاسیک  مدل‌های 
نشان  نتایج  گردید.  مقایسه   GEP خطی  رگرسیون  مدل‌های  و  چندگانه 
داد که مدل هیبریدی پیشنهاده شده )GEP-GA( نسبت به سایر مدل‌ها 
عملکرد بهتری داشته است ]Azarpira .]10  و Shahabi )2021( برای 
پیش‌‌بینی جریان ماهانه رودخانه‌‌های خشک‌رود و پل‌رود، از مدل‌های ترکیبی 

1  Gene Expression Programming
2  Adaptive Neuro-fuzzy Inference System
3  Support Vector Machine
4  Gamma Test
5  Principal Component Analysis
6  Artificial Neural Network
7  Southern Oscillation Index
8  Genetic Algorithm

 )WM5P( 9 و موجک درخت)WGEP( موجک برنامه‌‌نویسی بیان ژن
ترکیبی،  مصنوعی  هوش  مدل‌های  که  داد  نشان  نتایج  کردند،  استفاده 
عملکرد بهتری نسبت به مدل‌های مستقل دارند و برای هر دو حوضه مورد 
بهتر  برای رویدادهای شدید  به خصوص   WM5P مطالعه، عملکرد مدل 
از WGEP است ]Adnan .]7  و همکاران )2021( برای برآورد جریان 
رودخانه  بر حوضه  واقع   Chakdara و     Kalam ایستگاه‌‌های ماهانه 
GMDH-( داده‌‌ها- شبکه عصبی  از روش دسته‌بندی گروهی   ،Swat

و   11)DENFIS( پویا  تکاملی  فازی  عصبی  استنتاج  سیستم   ،10)NN

رگرسیون اسپلاین تطبیقی چند متغیره )MARS(12 استفاده گردید. نتایج 
نشان داد که برای دو ایستگاه نام برده به ترتیب مدل‌های DENFIS و 

MARS بهترین عملکردها را داشته‌اند]11[. 

زمینه  در  آمده  عمل  به  بررسی‌‌های  سایر  نیز  و  برده  نام  تحقیقات 
در   AI مدل‌های  چند  هر  می‌‌دهد  نشان  رودخانه  جریان  پیش‌‌بینی‌‌های 
دهه‌‌های اخیر کاربردهای موفقیت آمیزی در زمینه پیش‌‌بینی جریان داشته 
دارای  پایه،  فیزیک  این حال همانند سایر مدل‌های هیدرولوژیکی  با  است 
عدم قطعیت‌‌های فراوانی بوده که عمدتا از فاکتورهای اقلیمی-هیدرولوژیکی 
حوضه آبریز نشات می‌‌گیرند. بنابراین ملاحظه و کمی کردن عدم قطعیت‌‌های 
مرتبط با این فاکتورها برای بهبود نتایج پیش‌‌بینی و در نهایت مدیریت هر 
چه بهتر منابع آب امری ضروریست ]16-12[. بدین منظور در تحقیق دیگر 
از مدل‌های رگرسیون بردار پشتیبان )SVR(13 و رگرسیون خطی چندگانه 
گردید.  استفاده  بوکان  سد  به  ورودی  جریان  پیش‌‌بینی  برای   14)MLR(
عمیق  خودکار  رمزگذار   ،15)RF( تصادفی  جنگل  رویکرد  سه  از  همچنین 
پیش‌‌پردازش  جهت   )PCA( اصلی  مولفه‌‌های  آنالیز  روش  و   16)DAE(
 DAE-SVR متغیرهای ورودی استفاده شد. نتایج نشان داد که مدل‌های
RF-  ،PCA-MLR هیبریدی  مدل‌های  با  مقایسه  در   RF-SVR و 

دقت  در  توجهی  قابل‌  بهبود   ،PCA-SVR  ،DAE-MLR  ،MLR

پیش‌بینی یک ماه بعد جریان داشته است. آنالیز عدم قطعیت پیش‌بینی‌های 
جریان در سطح اطمینان 95 نیز حاکی از برتری DAE-SVR داشته است 
نسخه  توسط   ANN مدل  بهینه  ساختار  ارائه  با  دیگر  تحقیقی  در   .]17[

9  Wavelet-Gene Expression Programming
10  Group Method of Data Handling-Neural Networks
11  Dynamic Evolving Neural-Fuzzy Inference System
12  Multivariate Adaptive Regression Spline
13  Support Vector Regression
14  Multiple Linear Regression
15  Random Forest
16  Deep Auto- Encoder
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عدم   ،1)IBGSA( گرانشی  جستجوی  الگوریتم‌ساز  یافته  بهبود  باینری 
کارون  رودخانه  جریان  پیش‌‌بینی  در  را  دبی  و  دما  متغیرهای  قطعیت‌‌های 
)محل ایستگاه پل شالو( را بررسی و باندهای عدم قطعیت پیش‌‌بینی یک ماه 

بعد جریان محاسبه گردید ]18[. 
از  است.   )GA( وراثتی  الگوریتم‌‌  از  سوم  نسل  واقع  در   GEP مدل 
این رو الگوریتم GEP با غلبه بر محدودیت نقش دوگانه کروموزوم‌ها در 
وراثتی  متعدد  عملگرهای  امکان   ،)GP,GA( خود  از  پیش  الگوریتم‌های 
با  و  می‌سازد  فراهم  فرزند  کروموزوم‌های  همیشگی  سلامت  ضمانت  با  را 
سرعتی بیش از GP به دلیل تنوع ساختاری بالاتر از GA فضای پاسخ‌های 
ممکن را به صورت کامل‌تری جستجو می‌‌کند .مدل MT نیز نسبت به مدل 
درخت تصمیم از مباحث جامع‌تر و عمومی‌تر استفاده می‌‌کند و امکان ساخت 
درخت تصمیم را از هر مدل انتخابی فراهم می‌کند. با توجه به برتری عملکرد 
سایر  با  قیاس  در   MT و   GEP  ،MARS مصنوعی  هوش  مدل‌های 
مدل‌های AI ، تاکنون تحقیقی توسط این مدل‌ها جهت پیش‌‌بینی جریان 
رودخانه کارون انجام نشده است. لذا هدف اصلی تحقیق حاضر آن است تا 

1  Improved Binary Version of Gravitational Search Algo�-
rithm

ضمن پیش‌‌بینی جریان این رودخانه )در محل ایستگاه هیدرومتری ارمند(، 
عدم قطعیت این پیش‌‌بینی‌‌ها را با استفاده از روش مونت کارلو بررسی نماید.

 مواد و روش‌ها -2
منطقه مورد مطالعه-2 -1 

بین  ایران،  جنوب ‌‌غربی  در  واقع  بزرگ  کارون  رودخانه  آبریز  حوضه 
طول‌‌های ′30 °49 تا °52 شرقی و عرض‌‌های′30 °30 تا °32 شمالی ایران 
قرار گرفته است. این حوضه، دارای مساحت تقریبی 67257 کیلومتر مربع 
بوده و در برگیرنده رودخانه دائمی کارون با طول 890 کیلومتر و میانگین 
حوضه  تحقیق،  این  در  می‌‌باشد.  متر‌‌مکعب  میلیون   18700 سالانه  آبدهی 
رودخانه کارون تا محل ایستگاه هیدرومتری ارمند مورد بررسی قرار گرفته 
است. این ایستگاه )مطابق شکل 1( در نزدیکی سد کارون 4 با ارتفاع تقریبی 
1082 متر قرار گرفته است و طول و عرض جغرافیایی آن به ترتیب برابر 
46-50 و 40-31 می‌‌باشد. حوضه بالادست این سد دارای مساحت 11000 
کیلومتر مربع بوده و میانگین آبدهی سالانه  آن 110 مترمکعب بر ثانیه است. 
میانگین بارندگی سالانه این حوضه تقریباً 750 میلی‌متر، حداکثر و حداقل 
ارتفاع آن از سطح آب‌‌های آزاد به ترتیب برابر 4141 و 1044 متر می‌‌باشد. 

 

   [19] ارمند  هیدرومتری ایستگاه موقعیت و کشور دو درجه هایحوضه بین در مطالعاتی منطقه نقشه. 1 شکل
Figure 1. Map of the study area among the 2nd order sub-basins of Iran and the location of Armand 

hydrometric station [19] 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

شکل 1. نقشه منطقه مطالعاتی در بین حوضه‌‌های درجه دو کشور و موقعیت ایستگاه هیدرومتری ارمند ]19[ 

Fig. 1. Map of the study area among the 2nd order sub-basins of Iran and the location of Armand hydrometric station [19]
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قابل ذكر است كه داده‌‌های مورد استفاده در این تحقیق، سری زمانی 28 
ساله جریان روزانه ايستگاه هیدرومتری ارمند برای سال‌های 1360 تا 1387 
می‌‌باشد که سری زمانی روزانه آن‌ها و نیز نمودار جعبه‌ای تغییرات ماهانه دبی 

در شکل 2 ترسیم شده است.
ماه‌های  به  مربوط  رودخانه  جریان  مقدار  بیشترین  بالا،  شکل  مطابق 
اردیبهشت )478/86(، اسفند )403/39( و فروردین )356 مترمکعب بر ثانیه( 
رواناب‌‌های  همچنین  و  قبل  ماه‌های  بارندگی‌های  آن  دلیل  که  می‌‌باشد 
ناشی از ذوب برف می‌‌باشد. از طرفی کمترین میزان دبی متعلق به شهریور 
)21/21(، مهر )21/33( و مرداد )23/05( است. همچنین 70 درصد داده‌‌ها 
)سال‌های 1360 تا 1379( برای آموزش و مابقی یعنی آمار سال‌های 1380 
تا 1387 برای آزمایش مدل‌های GEP ،MARS و MT استفاده شده 

است. 

مدل‌های هوش مصنوعی جهت پیش‌‌بینی جریان -2 -2 
)MARS( مدل گرسیون اسپلاین تطبیقی چند متغیره-

مدل MARS اولین بار توسط فریدمن در سال 1991 معرفی شد. این 
مدل هیچگونه نیازی به پیش فرض در مورد نوع رابطه متغیرهای مستقل 
و وابسته ندارد؛ از همین رو نسبت به بسیاری از روش‌های دیگر از قابلیت 
بالایی در تعیین رابطه بین متغیرها برخوردار است و می‌‌تواند روابط غیرخطی 

MARS بدین  و پیچیده بین آن‌ها را مدل کند ]21 و 20[. معادله کلی 
صورت است:
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که در آن  a0 جمله ثابت،́ y  برآوردی از متغیر وابسته و به صورت تابعی 
تعداد   M ام،   m پایه  تابع  به  مربوط  am ضریب   ،X مستقل  متغیرهای  از 
از  ام که   m پایه  تابع   )BFm(X و  غیرثابت می‌‌باشند  پایه  توابع  یا  گره‌‌ها 

رابطه زیر محاسبه می‌‌شود:
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 m درجه تعامل بین متغیرها در تابع پایه Km ،±1 برابر با Si,m که در آن
ام،)Xυ(i,m متغیر مستقل υ ام، ti,m محل گره هر یک از متغیرهای مستقل 
موجود در تابع پایه m ام، اندیس+ یعنی انتخاب بخش مثبت و q درجه تابع 

پایه است.

  
 )ب( )الف( 

 ارمند ایستگاه  دبی ماهانه تغییرات ایجعبه نمودار تغییرات جریان روزانه ایستگاه ارمند، ب( نمودار .الف-2 شکل
Figure 2-(a). Variations of daily streamflow at Armand hydrometric station, 

(b). Box polot of monthly discharge of Armand station 
• Box polot of monthly discharge of Armand station  

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

-
شکل 2-الف. نمودار تغییرات جریان روزانه ایستگاه ارمند، ب( نمودار جعبه‌ای تغییرات ماهانه دبی ایستگاه ارمند

Fig. 2-(a). Variations of daily streamflow at Armand hydrometric station, (b). Box polot of monthly discharge 
of Armand station
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اعتبار‌‌سنجی متقابل تعمیم‌‌یافته )GCV(1 که برای ممانعت از افزونگی 
در MARS استفاده می‌‌شود به شکل زیر است:
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iy مقدار واقعی متغیر  که N تعداد داده‌‌ها، M تعداد توابع پایه غیرثابت، 
  ( )ˆ

if X وابسته، )C(M معیار هزینه مدل و تعداد مؤثر درجه آزادی و 
مقدار برآورده شده متغیر وابسته می‌‌باشد. در مرحله حرکت رو به عقب بعد از 
حذف تابع پایه، GCV محاسبه شده و بقیه توابع که با حذف آن‌ها مقدار 
در  تا  می‌‌شوند  گذاشته  کنار  و  شده  خارج  مدل  از  می‌‌یابد  کاهش   GCV

نهایت مدلی با GCV بهینه مطابق رابطه زیر به دست آید:
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داده‌‌های  ازای  به  تابع  توابع  مقدار  حاوی   M×N ماتریس  یک   B که 
ورودی وd  هزینه در ازای هر تابع پایه است که عموماً عددی ما بین 2 و 4 
انتخاب می‌‌شود؛ و هر چه پارامتر d بزرگتر انتخاب شود تعداد گره‌‌ها کاهش 
می‌‌یابد و مدل نهایی هموارتر خواهد بود. از همین رو آن را به عنوان پارامتر 

هموارسازی هم در نظر می‌‌گیرند.

)GEP( مدل برنامه‌‌نویسی بیان ژن-

شد  ارائه   1999 سال  در   Ferreira توسط  ابتدا  در  که  مدل  این 
زنده  موجودات  وراثتی  سیستم  از  برگرفته  تکاملی  الگوریتم  نوعی 
اولیه  جمعیت  تولید   GEP مدل‌سازی  در  مرحله  اولین   .]22[ می‌‌باشد 
یا اطلاعات مسأله می‌‌باشد.  )کروموزوم( به کمک فرآیندهای تصادفی و 
مناسب  میزان  و  ارزیابی  برازش2  تابع  یک  توسط  اولیه  کروموزوم‌‌های 
زیر درخت‌‌هایی  از  تعیین می‌‌گردد. هر کروموزوم )درخت(  راه حل  بودن 
ابتدایی3)ریشه(، گره  به نام ژن ساخته شده‌‌اند. هر ژن از سه بخش گره 

1  Generalized Cross Validation
2  Fitness Function
3  Root Node

میانی4 و گره انتهایی5 تشکیل شده که گره‌‌های ابتدایی و میانی دربرگیرنده 
توابع تعیین شده و همچنین گره انتهایی شامل متغیرهای مستقل می‌‌باشند. 
عملگرهایی همچون جهش6 و تلاقی7 در GEP کاربرد دارند. عملگر دیگر 
ترانهش8 است که طی آن پدیده‌‌های مختلف با مجموعه‌‌ای از توابع، مدل 
می‌‌شوند. طی فرآیند GEP، اگر نتایج قابل قبول از یک راه حل پیدا شود و 
یا نسل‌‌ها به تعداد مشخصی برسند، تکامل متوقف و جواب بهینه پیدا می‌‌شود 
در غیر این صورت، بهترین راه حل مربوط به نسل پیش رو ذخیره شده که 
این به معنای نخبه گزینی است ]23 و 22[. گام‌‌های به کارگیری این مدل 

در تحقیق حاضر به شرح جدول1 می‌‌باشد.

)MT( الگوریتم درخت مدل -
بهبود  متعاقبا  Quinlan )1992( معرفی و  بار توسط  MT نخستین 

و   25[ گرفت  )1996( صورت   Witten و   Wang توسط   آن  توسعه  و 
برگ  و  شاخه  ریشه،  ساختار  از  درختان  طبیعت  از  الهام  با  مدل  این   .]24
تشکیل شده که هر یک متناسب با طراحی مدل، وظایفی را به عهده دارند. 
MT همانند یک درخت رگرسیونی دودویی می‌‌باشد که در واپسین گره‌‌های 

)برگ‌‌ها( خود توابع رگرسیونی خطی داشته و قادر است صفات عددی پیوسته 
تولید کند ]26[. در این تحقیق از مدل M5 که یکی از زیرمجموعه‌‌های 
 MT است استفاده گردیده است. در فرآیند تولید )MT( مدل‌های درختی
از معیار انشعاب9 برای تولید یک تصمیم درختی استفاده می‌‌گردد. این معیار 
برای مدل درختی M5 بر مبنای رفتار انحراف استاندارد مقادیر کلاسی است 
که به عنوان کمیتی از خطا به گره می‌‌رسد و کاهش قابل انتظار در این خطا 
را به عنوان پاسخ آزمایش هر صفت در آن گره مشخص محاسبه می‌‌کند. 
معادله کاهش انحراف معیار )SDR(10 به صورت زیر است ]25[. به طور 
خلاصه، مراحل اصلی توسعه درخت M5 عبارت است از: )1( ساخت درخت 

)2( هرس درخت و )3( نرم کردن درخت.
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4  Argument
5  Terminal
6  Mutation
7  Crossover
8  Transposition
9  Branch Criterion
10  Standard Deviation Reduction
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است  نمونه‌هایی    Ti و  گره  به  رسیده  نمونه‌‌های    T بالا  معادله  در 
که i امین برآمد تست پتانسیلی را دارا بوده و sd  انحراف معیار می‌‌باشد. 
دقت درخت برای داده‌‌های آموزش به طور یکنواخت با رشد درخت افزایش 
بر روی داده‌‌های  اندازه‌‌گیری شده  افزایش دقت  این  این وجود،  با  می‌‌یابد. 
آزمایش مستقل، ابتدا افزایش یافته و سپس کاهش می‌‌یابد که برای حل این 
مشکل از فرآیندی به نام هرس استفاده می‌شود. آخرین مرحله، استفاده از 
یک فرآیند نرم کردن1 برای جبران ناپیوستگی‌‌های شدید است که به طور 
اجتناب ناپذیری بین مدل‌های خطی مجاور در برگ‌‌های درخت هرس شده، 
رخ  کم  آموزشی  داده‌‌های  تعداد  با  شده  ایجاد  مدل‌های  از  برخی  ویژه  به 

می‌‌دهد ]26[. 

2)MCS( شبیه‌‌سازی مونت کارلو
اساس كار اين روش بر اساس توليد اعداد تصادفي است. بدين صورت 
كه هر متغير با استفاده از اعداد تصادفي توليد گرديده و تابع توزيع احتمالاتي 
مدل  هر  خروجي  آن‌ها  با  متناظر  سپس  مي‌‌شود.  محاسبه  آن  به  مربوط 
داده‌‌هاي  از  استفاده  با  ادامه  مي‌‌گردد. در  بارها تكرار  عمل  اين  و  محاسبه 
شده  ياد  نتايج مدل  تغييرات  نحوه  تحليل  و  تجزيه  به  شده  توليد  خروجي 
پرداخته مي‌‌شود و ميزان عدم قطعيت پارامتر خروجي نيز از طريق محاسبه 

شاخص‌‌هاي آماری و یا تعیین تابع توزيع آن بيان مي‌‌گردد ]27[. 

1  Smoothing
2  Monte-Carlo simulation

تولید اعداد تصادفی و تحلیل عدم قطعیت
در این تحقیق، برای ملاحظه عدم قطعیت مقادیر جریان رودخانه و تاثیر 
آن بر پیش‌‌بینی‌‌های یک ماه بعد جریان، از روش MCS استفاده شده است. 
اعداد  یا  تصادفی مکرر  نمونه‌برداری‌های  اساس  بر   MCS اساسی  مفهوم 
تصادفی  اعداد  این  می‌‌باشد.  غیرقطعی3  متغیر  یک  از  شده  تولید  مصنوعی 
تقلید می‌کنند که توسط کارشناسان و برخی  آماری داده‌ها واقعی  از توزیع 
از تجربیات شناسایی شده‌اند ]28 و 18[. برای تولید داده‌‌های مصنوعی در 
استفاده شده   4)TF( – فیرینگ  پارامتریک توماس  از روش  تحقیق حاضر 
است. در این روش فرض بر آنست که مقادیر دبی ماهانه جریان فقط به دو 
پارامتر انحراف معیار و میانگین مقادیر همان ایستگاه وابسته بوده است بدین 
صورت که هر داده دبی ماهانه به دبی ماه قبل خود وابسته است و معادله 

حاکم بر این مدل به صورت زیر می‌‌باشد]29[. 
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3  Uncertain variable
4  Thomas - Fiering

جدول 1. گام‌‌های طی شده در مدل GEP در تحقیق حاضر

Table 1. Development phases of GEP model in this study
 در تحقیق حاضر  GEPهای طی شده در مدل گام. 1 جدول

Table 1. Development phases of GEP model in this study  
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 
1 Head Size 

 گردید. انتخاب  تحقیق، اینبه عنوان تابع برازش در  )RMSE(مربعات خطا  میانگینتابع جذر  مناسب تابع برازش تعیین

 هایمتغیرمجموعه  تعیین
 و مجموعه توابع ورودی

چهار  ازبدین منظور  .باشندمی زمانی هایتأخیررودخانه با  دبی مقادیرها، ترمینالدر مطالعه حاضر، مجموعه 
 . گردیده استاستفاده زیر توابع  یزن و یعملگر اصل

 
 2 3exp) (, ln) (,1/ , , ,min) , (, ) , (, tan) (, tanh) (,1x x x x x x y avg x y Arc x x x− 

 معماریساختار و  تعیین
 هاکروموزوم

، نرخ  3ها ، تعداد ژن7برابر  1، طول هر رأس 30ها ، تعداد کروموزوم101 یش آزما ،235 آموزش هایتعداد داده
و دو   ایتک نقطه ترکیبی، نرخ باز 00277/0ژن   یبینرخ باز ترک ،00277/0، نرخ انتقال ژن  00138/0جهش  

 .انتخاب شدند  00277/0هم   اینقطه

 یعملگرهاو  پیوندتابع  تعیین
 . ها مورد استفاده قرار گرفتشاخه  زیر بین پیوند  ایجاد برای عمل جمع  اینجادر  .هاآن  از ک ی هر نرخ و کیژنت
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 ،i و i+1 جریان‌های ماهانه تولید شده در دوره Qi+1 و Qi که در آن
Qj و Qj+1 متوسط جریان ماهانه در ماه‌‌های j و bj ،j+1 ضریب همبستگی 

حداقل مربعات برای محاسبه جریان ماه j+1  از جریان در ماه j )رابطه 10( 
  ، j+1 و j ضریب همبستگی بین جریان‌های ماه‌‌های : jr به دست می‌‌آید، 
Sjو Sj+1: انحراف معیار برای ماه‌‌های j و ei ، j+1 متغیر تصادفی از توزیع 

 tn نرمال استاندارد با میانگین صفر و انحراف معیار یک می‌‌باشد. همچنین
متغیر تصادفی نرمال با میانگین صفر و واریانس یک،  σانحراف استاندارد 
دبی برای ماه مورد نظر و ρ ضریب همبستگی بین ماه‌‌های مجاور می‌‌باشند.

شاخص‌‌های کمی کردن عدم قطعیت
 ،MT و   GEP  ،MARS ارزیابی عدم قطعیت مدل‌های  به منظور 
 1)95PPU( آماره 95 درصد عدم قطعیت پیش‌بینی  از  در تحقیق حاضر 
محاسبه گردید. در همین راستا لازم است 97/5 درصد حد بالای پیش‌‌بینی‌‌ها 
اجرای  مرتبه  یک صد  نرمال  توزیع  از  حاصل  آن  پایین  حد  درصد   2/5 و 
R- از داده‌‌های واسنجی محاسبه گردد. معیار  الگوهای متفاوتی  با  مدل‌‌ها 

factor که بیانگر عرض میانگین باند اطمینان می‌‌باشد از طریق رابطه زیر 

محاسبه می‌‌شود ]30[: 
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 Xd و   x شده  اندازه‌‌گیری  متغیر  معیار  انحراف   xσ فوق،  رابطه  در 
میانگین فاصله کران بالا و پایین است که از رابطه زیر به دست می‌‌آید:
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1 95  Percent Prediction Uncertainty

  XL پیش‌‌بینی،  بالای  حد  درصد   97/5 برابر   XU فوق   رابطه  در  که 
برابر 2/5 درصد حد پایین پیش‌‌بینی و k تعداد نقاط داده‌‌های مشاهده شده 

می‌‌باشد.
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منظور از معیار 95PPU این است که چند درصد داده‌‌های تاریخی در 
بازه‌‌ای بین 2/5 درصد که همان حد پایین پیش‌‌بینی‌‌ها و 97/5 درصد که 
حد بالای پیش‌‌بینی‌‌هاست قرار دارند. به طور کلی باند 95PPU حد فاصل 
صفر تا 10 درصد و R-factor نیز مابین صفر تا بی نهایت تغییر می‌‌کند؛ 
بدین ترتیب که مقادیر بیشتر معیار 95PPU به همراه مقادیر کمتر پارامتر 

R-factor نشان از عدم قطعیت کمتر مدل و عملکرد مناسب آن دارد.

شاخص‌‌های ارزیابی عملکرد مدل‌های پیش‌‌بینی: در راستای 
میانگین  ریشه  همچون  معیارهایی  از  پیش‌‌بینی،  مدل‌های  دقت  و  ارزیابی 
مربعات خطا )RMSE( 2، ضریب همبستگی )R( و میانگین خطای مطلق 

)MAE(3 استفاده گردید. 

 نتایج و بحث -3
نتایج پیش‌‌بینی‌‌های یک ماه بعد جریان رودخانه کارون-3 -1 

همانطور که قبلا اشاره شد آمار دبی مربوط به سال‌‌های 1360 تا 1387 
)مجموعاً 28 سال( متعلق به ایستگاه آب‌‌سنجی ارمند، در این تحقیق استفاده 
شده است. متغیرهای ورودی شامل مقادیر جریان رودخانه برای یک تا سه 
درصد  همچنین ۷۰  می‌‌باشند.   ))Q(t-1), Q(t-2), Q(t-3( قبل  ماه 
مابقی  درصد   30 و  آموزش  برای   ۱۳۷۹ تا   ۱۳۶۰ سال‌های  شامل  داده‌‌ها 
 GEP ،MARS یعنی سال‌های ۱۳۸۰ تا ۱۳۸۷ جهت آزمایش مدل‌های
در  برده  نام  هوشمند  مدل‌های  نتایج  ادامه  در  شد.  گرفته  کار  به   MT و 
مراحل آموزش و آزمایش در شکل‌‌های 4 تا 6 ارائه شده است. مطابق این 
اشکال سه شاخص گرافیکی خط 45 درجه )خط y=x( و نیز خطوط مثبت و 
منفی 30% برای نمایش کیفی میزان دقت مدل‌های نام برده در هر دو مرحله 
آموزش و آزمایش مشخص شده است. شایان ذکر است که هدف از ترسیم 

2  Root Mean Square Error
3  Mean Absolute Error
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 MARS مدل آزمایشبینی شده در مراحل آموزش و پیش و مشاهداتی هایداده بین پراکندگی نمودار. 3 شکل
Figure 3. Scatter plot between observed and forecasted Karun streamflow in the training and testing 

phases of MARS model 
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MARS شکل 3. نمودار پراکندگی بین داده‌‌های مشاهداتی و پیش‌بینی شده در مراحل آموزش و آزمایش مدل

Fig. 3. Scatter plot between observed and forecasted Karun streamflow in the training and testing phases of 
MARS model 

  

 GEP مدل آزمایشبینی شده در مراحل آموزش و پیش و مشاهداتی هایداده  بین پراکندگی نمودار. 4 شکل
Figure 4. Scatter plot between observed and forecasted Karun streamflow in the training and testing 

phases of GEP model 
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GEP شکل 4. نمودار پراکندگی بین داده‌‌های مشاهداتی و پیش‌‌بینی شده در مراحل آموزش و آزمایش مدل

4. Scatter plot between observed and forecasted Karun streamflow in the training and testing phases of GEP model

خطوط 30± درصد، تعیین یک بازه، جهت قرارگیری نقاط خطا می‌‌باشد، 
دارند  قرار  درجه(   ۴۵( نیمساز  پایین خط  و  بالا  در  که  نقاطی  ترتیب  بدین 
نمایانگر مقدار خطای موجود بین داده‌های تاریخی و پیش‌بینی شده توسط 
نقاط محاسباتی  بیشتر  تا 5 نشان می‌دهند که  مدل می‌باشد. شکل‌های 3 
دبی ماهانه در بازه قابل قبول 30± درصد متمرکز شده‌اند و این مطلب بیانگر 
عملکرد مطلوب مدل‌های هوش مصنوعی GEP ،MARS و MT در هر 

دو مرحله آموزش و آزمایش می‌باشند. در بعضی نقاط مشاهده‌ای حاصل از 
هر سه مدل هوش مصنوعی در مرحله آموزش برای جریان مشاهده‌ای برابر 
باm3/s  342/6 مقادیر محاسباتی بسیار کمتری را نتیجه دادند. همچنین 
شکل‌های 3 تا 5 بیانگر عملکرد ضعیف مدل‌های هوش مصنوعی برای دبی 

برابر با m3/s 501/94  در مرحله آزمایش می‌باشند.
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می‌‌باشد،  نقاط خطا  قرارگیری  بازه، جهت  یک  تعیین  درصد،  خطوط ±30 
دارند  قرار  درجه(   ۴۵( نیمساز  پایین خط  و  بالا  در  که  نقاطی  ترتیب  بدین 
نمایانگر مقدار خطای موجود بین داده‌های تاریخی و پیش‌بینی شده توسط 
نقاط محاسباتی  بیشتر  تا 5 نشان می‌دهند که  مدل می‌باشد. شکل‌های 3 
دبی ماهانه در بازه قابل قبول 30± درصد متمرکز شده‌اند و این مطلب بیانگر 
عملکرد مطلوب مدل‌های هوش مصنوعی GEP ،MARS و MT در هر 
دو مرحله آموزش و آزمایش می‌باشند. در بعضی نقاط مشاهده‌ای حاصل از 
هر سه مدل هوش مصنوعی در مرحله آموزش برای جریان مشاهده‌ای برابر 
باm3/s  342/6 مقادیر محاسباتی بسیار کمتری را نتیجه دادند. همچنین 
شکل‌های 3 تا 5 بیانگر عملکرد ضعیف مدل‌های هوش مصنوعی برای دبی 

برابر با m3/s 501/94  در مرحله آزمایش می‌باشند.

همچنین در جدول 2 عملکرد مدل‌های GEP ،MARS و MT با 
استفاده از شاخص‌‌های RMSE، ضریب همبستگی و MAE کمی و با 

هم مقایسه شده‌‌اند.
نتیجه گرفت  تا 5، می‌‌توان  با توجه به جدول فوق و نیز شکل‌‌های 3 
نسبته  بهتری  آزمایش عملکرد  و  آموزش  دو مرحله  در هر   MT که مدل 
نشان می‌دهد که مدل‌های هوش  نتایج جدول 2  است.  داشته  به سایرین 
 MARS و RMSE(=36/ 789 m3/s و R =0/841( MT مصنوعی
)R =0/841 و RMSE(=36/765 m3/s در مرحله آموزش دارای عملکرد 
نسبتا یکسانی هستند. این در حالی است که مدل GEP از نظر سطح دقت 
در تخمین جریان رودخانه کارون در مرحله بعدی قرار دارد. همچنین مقادیر 
MAE در مرحله آموزش بیانگر این واقعیت می‌باشد. در مرحله آزمایش، 

 

 

  
 MT مدل  آزمایشبینی شده در مراحل آموزش و پیش  و مشاهداتی هایداده بین پراکندگی  نمودار. 5شکل 

Figure 5. Scatter plot between observed and forecasted Karun streamflow in the training and testing 
phases of MT model 
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Fig.5. Scatter plot between observed and forecasted Karun streamflow in the training and testing phases of MT model

جدول 2. نتایج عملکرد مدل‌های MARS، GEP و MT در مراحل آموزش و آزمایش 

Table 2. Results of MARS, GEP and MT models performances in the training and testing stages

 

   آزمایش و  در مراحل آموزش MTو  MARS ،GEP هایمدل عملکرد  نتایج. 2 جدول
Table 2. Results of MARS, GEP and MT models performances in the training and testing stages 

 

 هامدل
 مرحله آزمایش مرحله آموزش 

R /s(3)m RMSE /s(3)m MAE R /s(3)m RMSE /s(3)m MAE 
MARS 841/0 765/36 259/24 848/0 493/47 998/30 
GEP 839/0 556/38 132/25 865/0 243/46 940/28 
MT 841/0 789/36 381/24 870/0 253/44 424/28 
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جدول 2 نشان داد که مدل هوش مصنوعی MT با داشتن R برابر با 0/87 
و RMSE برابر با m3/s  44/253 در مقایسه با مدل‌های هوش مصنوعی 
 =0/848( MARS و RMSE(=46/243 m3/s و R =0/865( GEP

R و RMSE(=47/493 m3/s دارای دقت بالاتری می‌باشد.
تحقیق  مصنوعی  هوش  مدل‌های  عملکرد  بررسی  منظور  به  ادامه  در 
نسبت به با مدل‌های سری زمانی کلاسیک ARMA نتایج مدل‌های نام 
از  ضریب همبستگی حاصل  نتایج نشان داد که  با هم مقایسه شدند.  برده 
مدل ARMA برابر با 0/847حاصل گردید که در مقایسه با سایر مدل‌های 
هوش مصنوعی عمکلرد ضعیف‌‌تری دارد. در تحقیق Zamani و همکاران 
)2015( از دو مدل BL و ARMA جهت شبیه‌سازی الگوی دبی رودخانه 
کارون در ایستگاه آرمند استفاده نمود و نتیجه گرفتند که مدل‌های هوش 
بلایی  دقت  از  زمانی  سری  کلاسیک  مدل‌های  با  مقایسه  در  مصنوعی 
برخوردار می‌‌باشند ]19[. همچنین با استفاده از نرم‌افزار SPSS عملکرد مدل 
کلاسیک ARIMA )دارای دو تاخیر زمانی( با ضریب همبستگی برابر با 
 31/043  m3/s  برابر با MAE 55/05 و  m3/s برابر با RMSE ،0/74
نشان می‌‌دهد که سطح عملکرد پایین‌‌تری در مقایسه با سایر مدل‌های هوش 
مصنوعی دارد. همچنین مدل کلاسیک ARMA دارای عملکرد ضعیفی 
 R=0.66, RMSE=61.110 m3/s, and MAE=40.164(
با مقایسه عملکرد مدل‌های هوش  برآورد دبی ماهانه می‌باشد.  m3/s( در 

علیرغم  که  گرفت  نتیجه  می‌‌توان  ریاضی  کلاسیک  مدل‌های  و  مصنوعی 
با  به لحاظ ساختار فرمولی، در مقایسه  سادگی مدل‌های کلاسیک ریاضی 
 GEP, MT,( تحقیق حاضر  در  استفاده  مورد  مدل‌های هوش مصنوعی 

MARS( از دقت بسیار پایینی برخوردار هستند.

 تولید اعداد تصادفی و تحلیل عدم قطعیت -2 -3
همانطور که قبلا ذکر شد اساس کار روش MCS تولید اعداد تصادفی 
از متغیرهای احتمالاتی مساله می‌‌باشد. برای تولید داده‌‌های تصادفی دبی به 
روش پارامتریک TF، ابتدا نرمال بودن )شکل 6( مورد بررسی قرار گرفت. 
مطابق این شکل داده‌‌های دبی ماه فروردین از توزیع نرمال تبعیت می‌‌کند، 
این در حالیست که دبی در برخی ماه‌ها )همانند ماه آذر(، دارای توزیع نرمال 

نبوده است.  
در ادامه داده‌‌هایی که از توزیع نرمال تبعیت نمی‌‌کنند با استفاده از تبدیل 
مناسب به داده‌‌های متناظری که دارای توزیع نرمال هستند، انتقال داده شده 
و از آن‌ها برای تولید داده‌‌های مصنوعی استفاده نمود ]31[. بدین منظور از 
تبدیل Box-Cox که یکی از قوی‌‌ترین تبدیلات موجود می‌‌باشد استفاده 
گردید ]32[. بعد از تبدیل داده‌‌ها، با استفاده از روش پارامتریک TF اقدام 
به تولید داده مصنوعی با تکرار 100 مرتبه برای داده‌‌های پایه گردید. برای 
انحراف  )میانگین،  آماری  پارامترهای  شده،  تولید  داده‌‌های  صحت‌‌سنجی 

  

 (December) آذر )ب( (  April) )الف( فروردین
 برازش توزیع نرمال به مقادیر ماهانه دبی ایستگاه ارمند . 6شکل 

Figure 6. Normal distribution function fitted to the monthly streamflow of Armand station 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

شکل 6. برازش توزیع نرمال به مقادیر ماهانه دبی ایستگاه ارمند 

Fig. 6. Normal distribution function fitted to the monthly streamflow of Armand station
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 اطمینان(  %95)باند  MTها در مدل بینیهای مشاهداتی با حدود بالا و پایین پیشمقایسه داده . 8 شکل

Figure 8. The upper and lower uncertainty bands of forecasted streamflow by MT model in 
comparison with observational data (95% confidence level) 
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شکل 8. مقایسه داده‌های مشاهداتی با حدود بالا و پایین پیش‌‌بینی‌‌ها در مدل MT )باند 95% اطمینان(

Fig. 8. The upper and lower uncertainty bands of forecasted streamflow by MT model in comparison with 
observational data (95% confidence level)

‌‌معیار و چولگی( این داده‌‌ها با پارامترهای سری‌‌های ماهانه داده‌‌های تاریخی 
مقایسه شد که تقریبا انطباق خوبی در همه ماه‌ها مشاهده گردید. در نهایت 
با استفاده از روش TF صد دوره 28 ساله داده‌‌های دبی تولید شد. سپس با 
استفاده از داده‌‌های تولید شده، پیش‌‌بینی‌‌های یک ماه بعد جریان با مدل‌های 
در  گردید.  مقایسه  با هم  آن‌ها  نتایج  و  انجام   MT و   GEP  ،MARS

مقایسه  برگیرنده  در  که  مدل‌‌ها،  قطعیت  عدم  به  مربوط  نمودارهای  ادامه 
با  و همچنین   %)2/5( پایین  و   %)97/5( بالا  با حدود  مشاهداتی  داده‌‌های 
مدل‌های  نتایج  منظور  بدین  گردید.  ترسیم  می‌‌باشد   %95 اطمینان  سطح 

MT و MARS به عنوان نمونه ارائه شده است. 

 
 اطمینان(  %95)باند   MARSها در مدل بینیهای مشاهداتی با حدود بالا و پایین پیشمقایسه داده . 7 شکل

Figure 7. The upper and lower uncertainty bands of forecasted streamflow by MARS model in 
comparison with observational data (95% confidence level) 
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Fig. 7. The upper and lower uncertainty bands of forecasted streamflow by MARS model in comparison with 
observational data (95% confidence level)
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نتایج عدم قطعیت مدل‌های GEP ،MARS و MT برای پیش‌‌بینی 
یک ماه بعد جریان رودخانه کارون مطابق جدول 3 محاسبه و کمی شده‌‌اند. 
مقادیر کوچکتر R-factor که بیانگر پهنای باند عدم قطعیت است بیانگر 
کوچک‌ترین  دارای   MT مدل  منظر  این  از  می‌‌باشد.  مدل  خوب  عملکرد 
مقادیر  طرفی،  از  است.  بوده  مدل‌ها  سایر  با  قیاس  در   R-factor مقدار 
95PPU که نشان دهنده درصد داده‌های قطعی )مشاهداتی تاریخی( در 

باند تخمین عدم قطعیت 95 درصد قرار می‌‌گیرند، برای مدل‌های نام برده 
تا 64 درصد می‌‌باشد. در نهایت برای قضاوت در مورد عملکرد  بین 59/5 
R-fac�  بهترین مدل در شرایط عدم قطعیت بایستی هر دو شاخص کمینه 

tor و بیشینه 95PPU همزمان مد نظر قرار گیرند که با توجه به موارد نام 

برده می‌‌توان گفت که عملکرد مدل MT در شرایط عدم قطعیت نسبت به 
سایر مدل‌ها بهتر بوده است.

 خلاصه و نتیجه‌‌گیری -4
تحقیق حاضر تلاشی برای پیش‌‌بینی یک ماه بعد جریان رودخانه کارون 
مصنوعی  هوش  مدل‌های  توسط  ارمند(  هیدرومتری  ایستگاه  محل  )در 
GEP ،MARS و MT می‌‌باشد. همچنین احتساب عدم قطعیت مقادیر 

جریان رودخانه توسط روش شبیه‌‌سازی مونت کارلو )MCS( و تاثیر آن بر 
باندهای عدم قطعیت پیش‌‌بینی‌‌های جریان توسط مدل‌های نام برده از دیگر 
اهداف تحقیق حاضر بوده است. بدین منظور آمار 28 ساله جریان رودخانه 
کارون )سال‌های 1387-1360( استفاده و برای تولید اعداد تصادفی، روش 
آماری  کار گرفته شد. شاخص‌‌های  به   1)TF( توماس–فیرینگ  پارامتریک 
همچون ضریب همبستگی )R(، جذر میانگین مربعات خطا )RMSE( و 

1  Thomas-Fiering

میانگین قدر مطلق خطا )MAE( به منظور ارزیابی و دقت مدل‌‌ها به کار 
گرفته شدند. از تحقیق حاضر، نتایج زیر قابل استخراج می‌‌باشد: 

پیش‌‌بینی‌‌های  برای   MAE و   RMSE  ،R شاخص‌‌های  مقادیر   -
یک ماه بعد جریان نشان دادند که مدل MT در هر دو مرحله آموزش و 
 MARS آزمایش عملکرد بهتری نسبت به سایر مدل‌های هوش مصنوعی

و GEP و مدل کلاسیک ریاضی ARMA داشته است. 
- برای ملاحظه عدم قطعیت مدل‌های GEP ،MARS و MT در 

پیش‌‌بینی‌‌های یک ماه بعد جریان رودخانه کارون، شاخص‌‌های 
که  داد  نشان  نتایج  شد.  گرفته  کار  به   95PPU باند  و   R-factor

 MT مدل  در  است  اطمینان  باند  عرض  همان  که   R-factor شاخص 
و   MARS با  مقایسه  در  مقدار  این  که  آمد  دست  به   1/67 با  برابر 
GEP عدد کمتری می‌‌باشد. معیار 95PPU که اختلاف حد بالا و پایین 

پیش‌‌بینی‌‌هاست برای مدل‌های GEP ،MARS و MT به ترتیب برابر 
61، 59/5 و 64 درصد بوده است. با احتساب هر دو شاخص، می‌‌توان گفت 

مدل MT  عملکرد نسبی بهتری در قیاس با سایر مدل‌ها داشته است. 
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