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ABSTRACT: Predicting traffic variables and informing the passengers and the transportation network 
operators is one way to manage the travel demand. By informing the future state of traffic through 
intelligent transportation systems, there is more readiness to avoid congestion. In this study, three 
machine learning algorithms, including support vector machine (SVM), random forest (RF), and long 
short-term memory (LSTM), were used to predict the hourly traffic state, consist of light, semi-heavy 
and heavy states, for Karaj to Chaloos rural road in the north of Iran. Predictor variables of mid-term 
models are calendar information, weather, and road blockage policies. In contrast, in short-term models, 
in addition to the mentioned variables, the observed traffic states in the past three to eight hours have 
been used, and these models can only predict the future of one and two hours. The results show that 
short-term LSTM is the most accurate traffic state predictive model, with an accuracy equal to 90.11%. 
Among the mid-term models, the LSTM model has predicted traffic state more accurately than SVM 
and RF, and its accuracy is equal to 82.07%. Also, LSTM has the highest values of f1 measure to predict 
light, semi-heavy, and heavy, which are equivalent to 0.86, 0.93, and 0.81, respectively. Also, the hour, 
holiday, and type of holiday variables and traffic state observed in 3 to 8 hours later variables have the 
greatest effect on increasing the accuracy of mid-term and short-term models, respectively.
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1- Introduction
Intelligent transportation systems (ITS) are one of the 

main components of traffic management systems. The 
result of the use of these systems is to achieve or maintain 
the balance between travel supply and demand with high 
efficiency and low cost. The advanced traveler information 
systems (ATIS) is one of the most important of subsets of 
ITS. In these systems, all the practical and available data of 
the transportation network will be given to the passenger 
to schedule their travels. This information can be used for 
the existing state of the transportation network but the 
effectiveness of this information can be more if the future 
of the transportation network is predicted and informed [1].

In this study, hourly traffic states including, light, semi-
heavy and heavy, are predicted using three methods based 
on machine learning algorithms, including support vector 
machine (SVM), random forest (RF), and long short-term 
memory (LSTM). To predict traffic state, spatial-temporal 
influential predictor variables are extracted and added to the 
data set. Models have been divided into two groups: medium-
term and short-term models. In the short-term model, in 
addition to the spatial-temporal variables, the traffic state 
observed in the past three to eight hours has also been used 

and these models only can predict traffic hours for one and 
two next hours. In the medium-term models, the previous 
observations of the traffic situation have not been used. 
Finally, the accuracy of these two sets of models is evaluated 
and compared. The traffic data of Karaj to Chaloos, a rural 
road in the north of Iran, is used to predict the traffic state.

2- Data and methodology
This used traffic data is collected for one section of the 

Karaj-Chaloos rural road in the north of Iran by loop detectors. 
Data collection has been carried out from 21 March 2017 
to 11 September 2019. Data is divided into three sections; 
observations of the first 22 months are used to train models, 
the next two months for validation, and the last six months 
for testing the predictions. Table 1 describes the candidate 
features to predict the traffic state in the dataset.

Used machine learning algorithms to predict traffic state 
are support vector machine (SVM), random forest (RF), and 
long short-term memory (LSTM).

In SVM, the support vectors are a set of points that 
characterize the boundaries of classes in an n-dimensional 
space. The SVM determines class boundaries which leads to 
the best classification and separation of data by embedding 
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support vectors [2]. The RF consists of a large number of 
decision trees. In this model, the training data is divided 
between decision tree models. Predictions are made for each 
decision tree. The average of predictions is determined as the 
RF’s final prediction [3]. The LSTM networks are a special 
type of recurrent neural network (RNN) capable of learning 
long-term dependencies. Traditional RNNs are not able to 
train the time series with long time lags. LSTM can address 
this issue by incorporating memory units and learning when 
to forget previous memories and update memories [4].

3- Results and discussion
Table 2 shows the accuracy of models for train and test 

datasets.
For both short-term and medium-term models, the LSTM 

has the highest accuracy. Also, short-term models are more 
accurate compared to medium-term models. Tables 3 and 4 
show the performance of models to predict each traffic state 
in short-term and medium-term models, respectively.

Table 1. Description of candidate features 
Table 1. Description of candidate features 

Feature Name Description 

Season Including spring, summer, fall, 
and winter 

Solar month Including 12 solar months 
Lunar month Including 12 lunar months 
Day of a solar 
month 

Including 29-31 days of a solar 
month 

Day of a lunar 
month 

Including 29-30 days of a lunar 
month 

Time of day Including 24 hours a day 
6 hours before the 
holidays 

Equal to 1 if it is 1 to 6 hours 
before holidays 

6 hours after the 
holidays 

Equal to 1 if it is 1 to 6 hours 
after holidays 

Day or night Including day and night 

Number of holidays The number of sequential 
holidays 

Holidays Includes 1 for holidays and 0 for 
other days 

Holiday type Type of holidays 
Holiday in three 
days later 

Equal to 1 if three days later is a 
holiday 

Type of holidays in 
three days later 

Including the holiday type of 
three days later if it is a holiday, 
otherwise equals 0. 

Holiday in three 
days ago 

Equal to 1 if three days ago is a 
holiday 

Type of holidays in 
three days ago 

Including the holiday type of 
three days ago if it is a holiday, 
otherwise equals 0. 

Holiday in two 
days later 

Equal to 1 if two days later is a 
holiday 

Type of holidays in 
two days later 

Including the holiday type of two 
days later if it is a holiday, 
otherwise equals 0. 

Holiday in two 
days ago 

Equal to 1 if two days ago is a 
holiday 

Type of holidays in 
two days ago 

Including the holiday type of two 
days ago if it is a holiday, 
otherwise equals 0. 

Holiday in a day 
later 

Equal to 1 if a day later is a 
holiday 

Type of holidays in 
a day later 

Including the holiday type of a 
day later if it is a holiday, 
otherwise equals 0. 

Holiday in a day 
ago 

Equal to 1 if a day ago is a 
holiday 

Type of holidays in 
a day ago 

Including the holiday type of a 
day ago if it is a holiday, 
otherwise equals 0. 

Weather condition Including sunny, rainy, and 
snowy 

 

Table 2. Accuracy of models for training and test datasets 

Model 
Accuracy of short-
term models (%) 

Accuracy of medium-
term models (%) 

Train Test Train Test 
SVM 90.82 87.74 83.82 76.63 
FR 92.45 87.51 84.13 79.04 

LSTM 96.88 90.11 88.69 82.07 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Table 3. Precision, recall and F1 in short-term models 

 

 

Table 3. Precision, recall and F1 in short-term models 

Model State Precision Recall F1 

SVM 
Light 0.81 0.76 0.78 

Semi-heavy 0.88 0.92 0.9 
Heavy 0.74 0.67 0.7 

RF 
Light 0.84 0.83 0.83 

Semi-heavy 0.91 0.92 0.91 
Heavy 0.79 0.77 0.78 

LSTM 
Light 0.86 0.86 0.86 

Semi-heavy 0.93 0.94 0.93 
Heavy 0.84 0.79 0.81 
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Tables 3 and 4 shows that in term of F1, LSTM predicts all 
of the traffic states more accurate then SVM and RF. Other 
findings are as follows:The use of the hour and holiday-related 
variables have the greatest effect on increasing the accuracy 
of the medium-term models. Using observations from three 
to eight hours ago has the greatest effect on increasing the 
accuracy of the short-term model. The effective factors on 
traffic patterns are constant and are not a function of the used 
method. There is not a variable that removing it causes an 
increase in the accuracy of the predictions.

4- Conclusion
Traffic state is a qualitative traffic parameter that shows 

the performance of the road and is more understandable for 
travelers. After informing predicted traffic state to travelers 
and transportation agencies through ATIS more sustainable 
transportation system can be expected. This paper aims 
to predict the traffic state by using three machine learning 
techniques, SVM, RF, and LSTM. Traffic data of one section 
of Karaj to Chaloos is used to train and test models. Results 
show that LSTM outperforms SVM and RF, in both short-

term and medium-term prediction time horizons. In general, 
short-term models are more accurate compared to medium-
term models but the prediction time horizon of short-term 
models is limited to one and two next hours.
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Table 4. Precision, recall and F1 in medium-term models 

 

 

 

 

 

 

 

 

 

 

 

 

Table 4. Precision, recall and F1 in medium-term models 

Model State Precision Recall F1 

SVM 
Light 0.68 0.69 0.69 

Semi-heavy 0.83 0.85 0.84 
Heavy 0.63 0.52 0.57 

RF 
Light 0.7 0.76 0.73 

Semi-heavy 0.86 0.84 0.85 
Heavy 0.66 0.62 0.64 

LSTM Light 0.75 0.8 0.77 
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پیش‌بینی وضعیت ترافیک با الگوریتم‌های یادگیری ماشین برای افق‌های زمانی کوتاه ‌مدت و 
میان ‌مدت

آرش رساءایزدی، سیداحسان سیدابریشمی*

دانشکده مهندسی عمران و محیط زیست، دانشگاه تربیت مدرس، تهران، ایران. 

خلاصه: پیش‌بینی متغیرهای ترافیکی و اطلاع‌رسانی آن به مسافرین و گردانندگان شبکه حمل‌ونقل یکی از راهکارهای مدیریت 
تقاضای سفر است. با اطلاع‌رسانی وضعیت آینده ترافیک از طریق سیستم‌های حمل‌ونقل هوشمند، آمادگی بیشتری جهت اجتناب از 
وقوع تراکم ترافیک به وجود می‌آید. در این مطالعه به‌ منظور پیش‌بینی وضعیت ترافیک ساعتی، شامل سه وضعیت روان، نیمه‌سنگین 
و سنگین، در جاده برون‌شهری کرج به چالوس در شمال ایران، سه مدل یادگیری ماشین، شامل ماشین بردار پشتیبان، جنگل تصادفی 
و حافظه طولانی کوتاه ‌مدت به دو صورت کوتاه ‌مدت و میان ‌مدت آموزش داده شده‌اند. متغیرهای پیش‌بینی کننده در مدل‌های میان 
‌مدت اطلاعات تقویمی، آب ‌و هوا و محدودیت‌های ترافیکی هستند در صورتی ‌که در مدل‌های کوتاه‌ مدت علاوه بر متغیرهای نام 
برده، وضعیت ترافیک مشاهده شده در سه تا هشت ساعت گذشته نیز استفاده شده است و این مدل‌ها تنها قادر به پیش‌بینی وضعیت 
ترافیک یک و دو ساعت آینده هستند. نتایج نشان می‌دهد مدل حافظه طولانی کوتاه‌ مدت با دقتی معادل با 90/11 درصد دقیق‌ترین 
مدل پیش‌بینی کننده وضعیت ترافیک با افق کوتاه‌ مدت است. این مدل برای افق بلند مدت نیز متغیر وضعیت ترافیک را با 82/07 
درصد دقت، دقیق‌تر از دو مدل دیگر پیش‌بینی کرده است و بیشترین مقادیر شاخص F ا)F1(  برای پیش‌بینی سه وضعیت ترافیک 
سبک، نیمه‌سنگین و سنگین را به همراه داشته که به ترتیب برابر با 0/86، 0/93 و 0/81 به دست آمده‌اند. همچنین متغیرهای ساعت 
و تعطیلی همان روز و نوع تعطیلی و متغیرهای مشاهدات سه تا هشت ساعت پیش وضعیت ترافیک به ترتیب بیشترین تأثیر را بر 

افزایش دقت مدل های میان  مدت و کوتاه  مدت دارند.
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مقدمه-1 
ترافیک  ارکان اصلی مدیریت  از  سیستم‌‌های حمل‌‌ونقل هوشمند یکی 
شبکه حمل‌‌ونقل هستند. نتیجه بهره‌‌گیری از این سیستم‌‌ها، رسیدن یا حفظ 
با هزینه کم و کارایی زیاد است.  تعادل میان عرضه و تقاضای حمل‌‌ونقل 
سیستم‌‌های حمل‌‌ونقل هوشمند زیرشاخه‌‌های متنوعی را شامل می‌‌شود که 
یکی از مهم‌‌ترین این زیرشاخه‌ها سیستم‌‌های‌‌ هوشمند اطلاع‌‌رسانی به مسافر 
است. در این سیستم تمام اطلاعات کاربردی و در دسترس شبکه حمل‌‌ونقل 
به مسافر داده می‌‌شود تا بتواند با آگاهی بیشتری سفرهای خود را برنامه‌‌ریزی 
کند. این اطلاعات می‌‌تواند برای وضعیت فعلی شبکه اطلاع‌رسانی شود ولی 
زمانی اثربخشی این اطلاعات بیشتر می‌‌شود که برای آینده شبکه حمل‌‌ونقل 
پیش‌‌بینی شده و در اختیار مسافر قرار بگیرد ]1[. در چنین شرایطی فرد مسافر 
قبل از شروع سفر خود آمادگی بیشتری برای انتخاب مسیر و زمان عزیمت 

و حتی انتخاب انجام سفر یا لغو آن دارد. عموماً متغیرهای ترافیکی، شامل 
حجم ترافیک ]2[، سرعت متوسط ]3[ و وضعیت ترافیک ]4[، پیش‌‌بینی شده 

و از طریق سیستم‌‌های هوشمند اطلاع‌رسانی می‌‌شود.
پیشین  مشاهدات  تحلیل  طریق  از  ترافیکی  متغیرهای  پیش‌‌بینی 
متغیرهای ترافیک و کشف روابط اثرگذار بر آن انجام می‌‌شود. بدین منظور، 
استفاده از مدل‌‌های سری زمانی به ‌عنوان ابزاری مبتنی بر آمار و احتمالات، 
قدمت بیشتری در ادبیات پیشین داشته است ]5[. در مدل‌‌های سری زمانی 
تغییرات هر متغیر ترافیکی تابعی از تغییرات مقادیر مشاهده‌ شده‌ی پیشین 
همان متغیر، تغییرات متغیرهای مستقل اثرگذار بر آن متغیر ترافیکی و بخش 
خطا دانسته می‌‌شود. به ‌عنوان ‌مثال، کومار و وناجکشی ]6[ حجم ترافیک را 
با استفاده از مدل میانگین متحرک خود همبسته یکپارچه فصلی1 )ساریما( 
مدل  بیشتر  دقت  نشان ‌دهنده  آمده  دست  به  نتایج  که  کرده‌‌اند  پیش‌‌بینی 

1  Seasonal autoregressive integrated moving average  
(SARIMA)
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ساریما به نسبت مدل‌‌های میانگین تاریخی و نایو1 است. در مطالعه یان و 
ژو ]7[ نیز پیش‌‌بینی جریان مسافر مترو با استفاده از مدل میانگین متحرک 
تنها  انجام شده است. مدل‌‌های سری زمانی  )آریما(  خودهمبسته یکپارچه2 
قادر به در نظرگیری روابط خطی میان متغیرهای مستقل و وابسته هستند. از 
سوی دیگر با افزایش حجم داده عملکرد این مدل‌‌ها تحت تأثیر قرار گرفته و 
با ویژگی‌‌های کلان داده، شامل حجم، سرعت و تنوع زیاد، سازگاری ندارند 

.]8[
است.  ماشین  یادگیری  رویکرد  پیش‌‌بینی،  مسئله  در  دیگر  رویکرد 
مدل‌‌های یادگیری ماشین مدل‌‌هایی سازگار با ویژگی‌‌های کلان داده بوده 
که هرگونه روابطی از جمله خطی و غیرخطی را به تصویر می‌‌کشند. عدم 
مدل‌‌های  اصلی  نقطه ‌ضعف  معلولی  و  علت  روابط  کشف  و  تفسیرپذیری 
مدل‌‌های  بر  زمانی  سری  مدل‌‌های  حیث  این  از  و  است  ماشین  یادگیری 
از  می‌‌شوند  مرور  ادامه  در  که  مطالعاتی   .]9[ دارند  برتری  ماشین  یادگیری 
رویکرد یادگیری ماشین برای پیش‌بینی متغیرهای ترافیکی استفاده کرده‌اند.

روش  از  ترافیک  حجم  پیش‌‌بینی  به ‌منظور   ]10[ همکاران  و  سان 
پیش‌‌بینی  برای  روش  این  در  کرده‌‌اند.  استفاده  همسایه3  K-نزدیک‌ترین 

حجم ترافیک داده‌‌های جدید، K مشاهده با فاصله اقلیدسی کمتر پیدا شده 
و میانگین حجم ترافیک این K مشاهده به ‌عنوان پیش‌‌بینی نهایی انتخاب 
به  آن  پارامترهای  مدل،  عملکرد  بهبود  منظور  به‌  مطالعه  این  در  می‌‌شود. 
‌صورت دینامیک تعدیل می‌‌شود که در نتیجه منجر به افزایش دقت پیش‌‌بینی 
به نسبت حالت پایه مدل شده است. در مطالعه رحمان ]11[، پیش‌‌بینی حجم 
بردار  ماشین  مدل‌‌های  با  همسایه  K-نزدیک‌ترین  مدل  بر  ترافیک علاوه 
پشتیبان4 و شبکه عصبی مصنوعی نیز انجام شده است که K-نزدیک‌ترین 
همسایه دقت پیش‌‌بینی بیشتری به همراه دارد. لی و همکاران ]12[ سرعت 
ژنتیک  الگوریتم  با  شده  بهینه  پشتیبان  بردار  ماشین  مدل  با  را  ترافیک 
پیش‌‌بینی کرده‌‌اند که در مقایسه با مدل پایه دقت پیش‌‌بینی بیشتری دارد. 
جنگل تصادفی5 نیز یکی دیگر از مدل‌‌های پرکاربرد مبتنی بر یادگیری ماشین 
است که در مطالعه لیو و وو ]13[ برای پیش‌‌بینی تراکم ترافیک و مطالعه‌‌ی 

چنگ و همکاران ]14[ برای پیش‌‌بینی تصادفات استفاده شده است.
شارما و همکاران ]15[ به‌ منظور پیش‌‌بینی حجم ترافیک در بزرگراهی 
که جریان ترافیک دو جهت آن به ‌صورت فیزیکی از هم جدا نشده‌‌اند از مدل 

1  Naïve
)Autoregressive integrated moving average (ARIMA  2

3  K-nearest neighbours (KNN)
4  Support vector machine (SVM)
5  Random forest (RF)

شبکه عصبی  مدل  نتایج  مقایسه  کرده‌‌اند.  استفاده  مصنوعی  شبکه عصبی 
K-نزدیک‌ترین  پشتیبان،  بردار  ماشین  تصادفی،  جنگل  نتایج  با  مصنوعی 
همسایه و درخت رگرسیون نشان ‌دهنده دقت پیش‌‌بینی بیشتر مدل شبکه 
عصبی مصنوعی است. همچنین رازا و ژونگ ]16[ برای طراحی ساختار مدل 
شبکه عصبی مصنوعی از الگوریتم ژنتیک استفاده کرده‌‌اند که سبب افزایش 

دقت پیش‌‌بینی شده است.
پیدایش  به  منجر  عصبی  شبکه  مدل‌‌های  ساختار  انواع  بر  پژوهش 
مدل‌‌های مبتنی بر شبکه عصبی با قابلیت‌‌های منحصر به‌ فرد شده است. از 
جمله این مدل‌‌ها می‌‌توان به مدل شبکه عصبی بازگشتی6 و حافظه طولانی 
را  متوالی  مشاهدات  مصنوعی  عصبی  شبکه  مدل  کرد.  اشاره  کوتاه ‌‌مدت7 
عصبی  شبکه  مدل‌‌های  در  در صورتی ‌که  می‌‌گیرد  نظر  در  هم  از  مستقل 
بازگشتی و حافظه طولانی کوتاه‌ مدت، هر مشاهده از مشاهدات پیشین آن 
تأثیر می‌‌پذیرد و در نظرگیری این ارتباط به واقعیت و ماهیت سری زمانی 
داده‌‌های ترافیکی نزدیک‌‌تر است. به ‌عنوان مثال، راماکریشنان و سونی ]17[ 
استفاده  ترافیک  پیش‌‌بینی حجم  منظور  به‌  بازگشتی  مدل شبکه عصبی  از 
آماری دقت پیش‌‌بینی  به نسبت مدل‌‌های  این مدل  کرده‌‌اند و نشان دادند 
بیشتری دارد. مدل شبکه عصبی بازگشتی تنها ارتباط مشاهدات پیشین در 
گذشته نزدیک را در نظر می‌‌گیرند. در مقابل در مدل حافظه طولانی کوتاه 
‌مدت این ارتباط علاوه بر گذشته نزدیک، برای مشاهدات مربوط به گذشته 
دور نیز در نظر گرفته می‌‌شود. ژائو و همکاران ]18[ و رانجان و همکاران 
]19[ به ترتیب برای پیش‌‌بینی حجم ترافیک و تراکم ترافیک از مدل حافظه 

طولانی کوتاه ‌مدت استفاده کرده‌‌اند.
کیفی  به ‌صورت  که  است  دیگر  ترافیکی  متغیر  یک  ترافیک  وضعیت 
به ‌صورت اسمی  این متغیر  را نشان می‌‌دهد. عموماً  راه‌‌ها  بر  شرایط حاکم 
ترافیکی  متغیرهای  سایر  مقادیر  اساس  بر  آن  تعریف  و  می‌‌شود  تعریف 
این متغیر می‌‌تواند به‌ صورت  انجام می‌شود.  نظیر سرعت و حجم ترافیک 
رنگ‌‌بندی درآمده و بر روی نقشه‌‌های ترافیکی نشان داده شود. مزیت این 
برای  بودن  قابل ‌فهم  ترافیک  حجم  و  سرعت  متغیرهای  نسبت  به  متغیر 
عموم مردم است. برای ایجاد درک مناسب از شرایط ترافیک با استفاده از 
متغیرهای سرعت و حجم دانستن مقادیر سرعت آزاد و ظرفیت مسیر ضروری 
است حال ‌آنکه در تعیین وضعیت ترافیک این موارد دیده شده است و برای 
کاربران قابل‌ درک‌تر است. موارد اندکی از مطالعات پیشین به پیش‌‌بینی متغیر 
وضعیت ترافیک پرداخته‌‌اند. به ‌عنوان مثال از مطالعاتی که وضعیت ترافیک 

6  Recurrent neural network (RNN)
7  Long short-term memory (LSTM)
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 ]21[ ژو  مطالعه‌‌ی  و   ]20[ زاهید  مطالعه  به  می‌‌توان  کرده‌‌اند  پیش‌‌بینی  را 
اشاره کرد. جدول 1 خلاصه‌‌ای از سایر مطالعات پیشین در زمینه‌‌ی پیش‌‌بینی‌‌ 
متغیرهای ترافیکی را به تفکیک دو رویکرد سری زمانی و یادگیری ماشین 

نشان می‌دهد.
یکی از مراحل حائز اهمیت در فرآیند پیش‌‌بینی متغیرها ترافیکی انتخاب 
متغیرهای پیش‌‌بینی کننده اثرگذار بر متغیرهای ترافیکی است. به ‌طور کلی 
در مطالعات پیشین از دو دسته متغیرهای پیش‌‌بینی کننده استفاده شده است. 
دسته اول این متغیرها شامل مشاهدات پیشین همان متغیر ترافیکی می‌‌شود 

و دسته دوم اطلاعات خارجی نظیر آب ‌‌و هوا، تقویم، تعطیلات و وقایع و 
استفاده  متغیرها  اول  دسته  از  تنها  پیشین  مطالعات  اکثر  می‌شود.  رویدادها 
کرده‌‌اند. جدول 2 متغیرهای قرار گرفته در دسته دوم که در مطالعات پیشین 

استفاده شده‌‌اند را نشان می‌‌دهد.
در این مطالعه متغیر وضعیت ترافیک ساعتی شامل سه حالت، سبک، 
نیمه‌‌سنگین و سنگین با استفاده از سه روش مبتنی بر یادگیری ماشین شامل، 
ماشین بردار پشتیبان، جنگل تصادفی و حافظه طولانی کوتاه ‌‌مدت پیش‌‌بینی 
شده است. به ‌منظور پیش‌بینی وضعیت ترافیک، متغیرهای اثرگذار بر آن به 

جدول 1. خلاصه ای از سایر مطالعات پیشین در زمینه ی پیش بینی  متغیرهای ترافیکی

Table 1. Summary of previous studies on traffic variables prediction
 یکیتراف یرهایمتغ ینیبشیپ ینهیدر زم نیشیمطالعات پ سایر از  یاخلاصه. 1جدول 

Table 1. Summary of previous studies on traffic variables prediction 
 

متغیر  کشور  سال  نیمحقق ردیف
 روش  رویکرد  ترافیکی 

 آریما سری زمانی حجم ترافیک لیتوانی 2008 [ 22] روتکا 1
 ساریما  سری زمانی زمان سفر استرالیا 2013 [ 23] و همکاران ییخو 2

  و همکاران شنایکاکریچ 3
 ساریما  سری زمانی حجم ترافیک هند  2019 [24]

 متحدهالاتیا 2019 [ 25] و همکاران یالقمد 4
 آریما سری زمانی تراکم ترافیک آمریکا

 ساریما  سری زمانی حجم ترافیک ایتالیا  2020 [ 26]  و همکاران ارامو 5
 شبکه عصبی مصنوعی  یادگیری ماشین  حجم ترافیک انگلستان 2016 [ 27] و همکاران گوس 6
 شبکه عصبی بازگشتی  یادگیری ماشین  حجم ترافیک چین  2017 [ 28]ن و همکارا  وی 7

حافظه طولانی کوتاه   یادگیری ماشین  وضعیت ترافیک چین  2018 [ 29] و همکاران انگی 8
 مدت

 کوتاه  یحافظه طولان یادگیری ماشین  حجم ترافیک سوئد 2018 [ 30] و همکاران  عباس 9
 مدت

 ترین همسایه نزدیک- K یادگیری ماشین  حجم ترافیک چین  2018 [ 31] و همکاران  سان 10
 یادگیری عمیق یادگیری ماشین  حجم ترافیک چین  2019 [ 32] و همکاران قو 11
 ماشین بردار پشتیبان یادگیری ماشین  سرعت ترافیک  یونان  2020 [ 33]  و همکاران براتساس 12

 حافظه طولانی کوتاه  یادگیری ماشین  حجم ترافیک چین  2020 [ 34] و همکاران وانگ 13
 مدت

  کوتاه یحافظه طولان یادگیری ماشین  سرعت ترافیک  مراکش 2021 [ 35] و همکاران مالک 14
 مدت
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‌عنوان متغیرهای مستقل پیش‌‌بینی کننده استخراج و به مجموعه داده اضافه 
شده است. مدل‌‌های پیش‌‌بینی کننده وضعیت ترافیک به دو گروه مدل‌‌های 
میان ‌مدت و مدل‌‌های کوتاه ‌مدت تقسیم شده‌‌اند. در مدل‌‌های کوتاه‌‌مدت 
علاوه بر متغیرهای مستقل پیش‌‌بینی کننده از وضعیت ترافیک مشاهده شده 

در سه تا هشت ساعت گذشته نیز استفاده شده است و این مدل‌‌ها تنها قادر به 
پیش‌‌بینی وضعیت ترافیک یک و دو ساعت آینده هستند. در مدل‌‌های میان 
‌مدت از مشاهدات پیشین وضعیت ترافیک استفاده نشده است و محدودیت 
افق زمانی پیش‌‌بینی وجود ندارد. در نهایت دقت این دو دسته مدل ارزیابی 

جدول 2. متغیرهای پیش بینی کننده استفاده شده در مطالعات پیشین

Table 2. Predictor variables used in previous studies
 بینی کننده استفاده شده در مطالعات پیشین. متغیرهای پیش2جدول 

Table 2. Predictor variables used in previous studies 
 

 کشور  سال  محققین ردیف
متغیر 

بینی  پیش
 شونده

 بینیمتغیر پیش
 توضیحات کننده

1 
یانگ و 
همکاران  

[36] 
2019 

 الاتیا
  متحده
 آمریکا

 زمان سفر

سرعت متوسط 
 نظر  موردمحور  دستنییپاو  بالادستمربوط به  ترافیک

 نظر  موردمحور  دستنییپاو  بالادستمربوط به  حجم ترافیک

، دست نییپاوقوع تصادف در همان محور،  تصادفات 
 ، محور موازی و جهت مخالف بالادست

 دما، بارش، مه، شرایط رطوبتی روسازی و وزش باد و هوا آب 
 های محلی ی ورزشی و فستیوالهادادیرو رویدادهای محلی

2 
ژنگ و  

همکاران  
[37] 

 حجم ترافیک چین  2019
ساعت روز، روز هفته و نوع روز )روز تعطیل یا   زمان

 عادی( 
 دما، وزش باد، دید و بارش و هوا آب 

3 

ژانگ و  
کابوکا 

[38] 
2018 

 ایالات
متحده  

 کایآمر
 حجم ترافیک

ساعت روز، روز هفته و نوع روز )روز تعطیل یا   زمان
 عادی( 

 باد، بارش، دمای هوا، یخبندان و مهسرعت  و هوا آب 
وانگ و  

همکاران  
[39] 

 حجم ترافیک چین  2020
 دما، سرعت باد، رطوبت، بارش و فشار اتمسفر  هوا  و  آب

 های آخر هفتهتعطیلات، روز تعطیلات

4 
نی و 

همکاران  
[40] 

2014 
 ایالات

متحده  
 کایآمر

های شبکه حجم ترافیک
 اجتماعی 

ها و  های مرتبط با رویدادها، فستیوالتوییت
 مسابقات ورزشی 

5 
یانگ و 
همکاران  

[41] 
 سرعت ترافیک  چین  2020

 سرعت مجاز و طول جاده  اطلاعات جاده
 وزش باد، دما، بارش و هوا آب 

 درصد ذرات معلق در هوا به تفکیک نوع آن  آلودگی هوا 
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به  کرج  محور  به  مربوط  استفاده  مورد  ترافیکی  داده  است.  مقایسه شده  و 
چالوس مقطع پورکان است که مشاهدات آن در بازه‌‌های ساعتی جمع‌‌آوری 
در  ترافیکی  متغیرهای  بر  حاکم  الگوی  شناسایی  کلی  به ‌طور  است.  شده 
محورهای برون ‌‌شهری پیچیده‌‌تر از محورهای درون ‌شهری است زیرا سهم 
را سفرهای کاری و روزمره تشکیل  از سفرهای درون ‌‌شهری  قابل‌توجهی 
شده است در صورتی ‌که در سفرهای برون ‌‌شهری سهم سفرهای روزمره 
و با الگوی مشخص کمتر است. به ‌طور کلی نوآوری این پژوهش از حیث 
داده، معرفی متغیرهای پیش‌‌بینی کننده جدید در کنار استفاده از متغیرهای 
جدول  در  )معرفی ‌شده  پیشین  مطالعات  در  استفاده  مورد  کننده  پیش‌‌بینی 
این مطالعه مربوط به  2( است. متغیرهای پیش‌‌بینی کننده معرفی ‌شده در 
نوع تعطیلی، تعطیلات در روزهای گذشته و آتی و اطلاعات محدودیت‌‌های 
اطلاعاتی  بانک  تشکیل  سبب  متغیرها  این  استخراج  که  می‌‌شود  ترافیکی 
در  که  ترافیک  وضعیت  پیش‌‌بینی  همچنین  است.  شده  کامل  و  منسجم 
مطالعات پیشین کمتر پیش‌‌بینی شده است برای داده برون ‌شهری با الگوی 
ترافیکی نامنظم و استفاده از داده بومی کشور در حال ‌توسعه ایران بخش 
دیگری از نوآوری‌‌های پژوهش از منظر داده مورد استفاده است. به‌ کارگیری 
سه الگوریتم یادگیری ماشین شامل ماشین بردار پشتیبان، جنگل تصادفی و 
حافظه طولانی کوتاه ‌‌مدت که به ‌عنوان یک روش یادگیری عمیق شناخته 
نوآوری پژوهش است.  از  نتایج بخش دیگری  ارزیابی و مقایسه  می‌‌شود و 
افق  با  مدت  میان‌  و  کوتاه ‌‌مدت  مدل‌‌های  مقایسه  و  پرداخت  همچنین 

پیش‌بینی و متغیرهای مورد استفاده متفاوت نوآوری دیگر پژوهش است.

داده-2 
داده ترافیکی استفاده شده در این مطالعه در یک مقطع از محور برون 
است.  القایی جمع‌‌آوری شده  توسط شمارشگرهای  به چالوس  ‌شهری کرج 
گردآوری این داده به مدت حدود دو سال و شش ماه از 1 فرودین 1396 تا 
20 شهریور 1398 انجام شده است که داده ترافیکی سال‌‌ 1396 و 10 ماه 
نخست 1397 به ‌عنوان داده آموزش، داده دو ماه آخر سال 1397 به ‌عنوان 
داده اعتبارسنجی و داده ترافیکی نیمه اول سال 1398 به‌ عنوان داده آزمون 

در نظر گرفته شده است.
متغیر وضعیت ترافیکی مدنظر در این مطالعه شامل سه حالت روان، نیمه 
سنگین و سنگین می‌‌شود. ملاحظه می‌‌شود که این متغیر یک متغیر گسسته 
از نوع اسمی است و همچون سرعت و حجم ترافیک دیگر با اعداد پیوسته 
مورد  متغیر  نوع  به  توجه  با  که  است  این  اهمیت  حائز  نکته  ندارد.  سروکار 
برای تشخیص  پژوهش  این  در  انتخاب شود.  متناسب  باید مدل  پیش‌‌بینی 
وضعیت ترافیک از نسبت حجم به ظرفیت و نسبت سرعت به سرعت آزاد 
ترافیک  و حجم  متوسط  تبدیل سرعت  نحوه   3 است. جدول  استفاده شده 
به وضعیت ترافیک را نشان می‌‌دهد. این جدول توسط سازمان راهداری و 
حمل‌‌ونقل جاده‌‌ای کشور پیشنهاد شده و مورد استفاده قرار می‌‌گیرد. در این 
جدول منظور از ظرفیت، حداکثر تعداد وسیله نقلیه قابل عبور از یک مقطع 
از راه به ازای تمام خطوط آن در طول یک ساعت )برحسب وسیله نقلیه بر 
ساعت( است که بر اساس دستورالعمل‌‌های HCM1 محاسبه شده است و 

1  Highway capacity manual

جدول 3. تعریف متغیر وضعیت ترافیک به صورت سه گانه

Table 3. Definition of triple traffic state  گانه به صورت سه متغیر وضعیت ترافیک. تعریف 3جدول 
Table 3. Ddefinition of triple traffic state  

 نسبت حجم 
 به ظرفیت

 نسبت سرعت
 به سرعت آزاد 

کمتر از  
1/0  

1/0-3/0  3/0-5/0  5/0-7/0  7/0-9/0  
بیش از  

9/0  

95/0بیش از  سنگین نیمه روان روان روان  سنگین نیمه   سنگین  
8/0-95/0 سنگین نیمه روان روان  سنگین نیمه  سنگین نیمه   سنگین  

8/0-6/0 سنگین نیمه روان  سنگین نیمه  سنگین نیمه   سنگین  سنگین  
6/0-45/0 سنگین نیمه  سنگین نیمه  سنگین نیمه   سنگین  سنگین  سنگین  

45/0زیر   سنگین  سنگین  سنگین  سنگین  سنگین  سنگین  
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منظور از سرعت آزاد سرعتی است که از 95 درصد سرعت‌‌های مشاهده شده 
بیشتر باشد. ظرفیت تعیین شده بر اساس دستورالعمل‌‌ها به‌ عنوان ظرفیت 
تئوری محور تلقی می‌‌شود و ظرفیت عملکردی آن می‌‌تواند از ظرفیت تئوری 
متغیر وضعیت  تعریف  و  آزاد  مقادیر ظرفیت و سرعت  باشد. تخمین  بیشتر 

ترافیک توسط سازمان راهداری و حمل‌‌ونقل جاده‌‌ای انجام شده است.
داده  تفکیک  به  ترافیک  متغیر وضعیت‌‌  نسبی حالات  فراوانی  شکل 1 
سه  این  که  می‌‌دهد  نشان  شکل  این  می‌‌دهد.  نشان  را  آزمون  و  آموزش 
وضعیت ترافیک به‌ صورت نامتوازن پراکنده شده‌‌اند. در مدل‌‌های یادگیری 
باشد، مدل  بیشتر  ترافیکی  نسبی مشاهده وضعیت  فراوانی  ماشین، هر چه 
نتیجه  را بهتر می‌‌آموزد و در  ترافیک  تغییرات آن وضعیت  بر  الگوی حاکم 
انتظار می‌‌رود دقت پیش‌‌بینی مدل به ازای آن وضعیت ترافیک بیشتر شود 
]42[. همچنین شکل 1 نشان می‌‌دهد در نیمه اول سال 1398، به نسبت 
سال‌‌های 1396 و 1397، از فراوانی نسبی وضعیت ترافیک سبک کاسته و به 

فراوانی نسبی وضعیت‌‌های نیمه‌‌سنگین و سنگین اضافه شده است.
از  پس  است.  تاریخ  و  ساعتی  ترافیک  وضعیت  شامل  اولیه  خام  داده 
بررسی ارتباط وضعیت ترافیک ساعتی با اطلاعات تقویمی نظیر ایام خاص 
به  تعطیلات  و  تقویم  به  مرتبط  متغیرهای  تعطیلی،  نوع  و  تعطیلات  سال، 
در  متفاوت  ترافیکی  الگوهای  به  توجه  با  است.  شده  اضافه  داده  مجموعه 
ماه‌‌های شمسی و همچنین وجود این تفاوت در هر کدام از روزهای ماه‌‌های 
شمسی متغیرهای مربوط با تقویم شمسی شامل روز و ماه شمسی در نظر 
گرفته شده است. به‌ عنوان مثال عموماً حجم سفرها به شمال کشور در ماه 

شهریور بیشتر از ماه مهر و در نیمه دوم ماه شهریور بیشتر از نیمه اول این 
ماه است. همین موارد برای تقویم قمری و متغیرهای مربوطه صادق است. 
به‌ عنوان مثال حجم سفرها در ماه رمضان کمتر از سایر ماه‌‌ها بوده و در نیمه 
دوم این ماه که مصادف با شب‌‌های قدر است، حجم سفرها کمتر از نیمه اول 
این ماه است. از سوی دیگر از آنجا که ایام خاص و تعطیلی در کشور ایران 
بر مبنای دو تقویم شمسی و قمری هستند و این دو تقویم به نسبت یکدیگر 
ثابت نیستند از اطلاعات هر دو تقویم استفاده شده است. همچنین تعطیل 
متغیرهای  بر  روز  ترافیکی همان  متغیرهای  تغییر  بر  روز علاوه  بودن یک 
ترافیکی روز‌‌های قبل و بعد آن نیز اثرگذار است زیرا بسیاری از مسافران سفر 
خود را قبل از روز تعطیل آغاز و تا پس از روز تعطیل ادامه می‌‌دهند. متغیر 
روز و شب بر اساس اوقات شرعی و به‌ منظور در نظر گرفتن اثر روشنایی 
و نور خورشید استفاده شده است. در فصول مختلف سال اوقات شرعی در 
به ‌صورت  که  روشنایی  بیان‌‌گر  نمی‌‌تواند  ساعت  متغیر  و  است  تغییر  حال 
تغییرات  نیز  روز  طول  در  باشد.  است  اثرگذار  ترافیک  سرعت  بر  مستقیم 
ساعتی حجم و سرعت متوسط ترافیک ملموس است و در نظر گرفتن متغیر 
ساعت اهمیت دارد. اطلاعات مربوط به آب ‌‌و هوا نیز بخش دیگری از عوامل 
اثرگذار بر وضعیت ترافیک است که این متغیر نیز استخراج و به مجموعه 
سال  از  ساعات  برخی  در  اینکه  دلیل  به  همچنین  است.  شده  اضافه  داده 
محدودیت ترافیکی یک ‌طرفه کردن این مسیر در دو جهت رفت ‌و برگشت 
و محورهای موازی آن توسط پلیس اعمال می‌‌شود، متغیرهای مربوطه به 
مجموعه داده اضافه شده است. چنانچه محورهای موازی مسدود شوند انتظار 

 
-معادل نیمه Bمعادل روان،  Aبه تفکیک داده آموزش و آزمون )  حالات متغیر وضعیت ترافیک فراوانی نسبی )درصد( .1شکل 

 معادل سنگین است(  Cنگین و س

Figure 1. Relative frequency (%) of the traffic states for the train and test datasets (A is light, B is 
semi-heavy, and C is heavy) 

 

شکل 1. فراوانی نسبی )درصد( حالات متغیر وضعیت ترافیک به تفکیک داده آموزش و آزمون )A معادل روان، B معادل نیمهسنگین و C معادل 
سنگین است

Fig. 1. Relative frequency (%) of the traffic states for the train and test datasets (A is light, B is semi-heavy, and 
C is heavy)
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می‌‌رود بخشی از حجم ترافیک محورهای مسدود به محور مورد نظر انتقال 
یابد. جدول 4 متغیرهای استخراج شده در بانک اطلاعاتی را نشان می‌‌دهد.

میان‌‌  مدل‌‌های  آموزش  به ‌منظور   4 جدول  در  شده  معرفی  متغیرهای 
مدت با افق پیش‌‌بینی امکان‌‌پذیر نامحدود استفاده شده‌‌اند. در مدل‌‌های کوتاه‌‌ 
مدت علاوه بر متغیرهای جدول 4، وضعیت ترافیک مشاهده شده در بازه‌‌های 
زمانی سه تا هشت ساعت گذشته نیز به‌ عنوان متغیرهای پیش‌بینی کننده 

استفاده شده است.

روش‌‌شناسی-3 
پشتیبان،  بردار  ماشین  مدل  سه  با  مرتبط  روش‌‌شناسی  بخش  این  در 
جنگل تصادفی و حافظه طولانی کوتاه ‌‌مدت بررسی شده است. هر سه مدل 
به دو صورت کوتاه ‌مدت و میان‌ مدت آموزش داده شده و متغیر وضعیت 
ترافیک را پیش‌‌بینی می‌‌کنند. در انتهای این بخش نیز معیارهای ارزیابی به 

کار گرفته شده معرفی می‌‌شوند.

جدول 4. معرفی متغیرهای استخراج شده در مجموعه داده

Table 4. Introducing extracted variables in the data set
 معرفی متغیرهای استخراج شده در مجموعه داده  .4جدول 

Table 4. Introducing extracted variables in the data set 
 

 توضیحات متغیر ردیف
 ترافیک هر مقطع در بازه زمانی یک ساعت وضعیت ترافیک ساعتی  وضعیت 1
 شامل بهار، تابستان، پاییز و زمستان فصل 2
 سال شمسی ماه یک  12شامل  ماه شمسی 3
 ماه یک سال قمری 12شامل  ماه قمری  4
 روز یک ماه شمسی 31- 29شامل  روز شمسی 5
 روز یک ماه قمری  30- 28شامل  روز قمری  6
 ساعت یک روز  24شامل  ساعت  7
 شامل دو حالت روز یا شب  روز و شب  8
 بیانگر وجود تعطیلی رسمی در کشور  تعطیلی 9
 تعطیلی رسمی در کشور بیانگر نوع  نوع تعطیلی 10
 های تعطیل متوالیتعداد روز تعداد روزهای تعطیل  11
 کدام یک متغیر(  روز بعد از روز مذکور )هر 3و  2، 1بیانگر وجود تعطیلی  روزهای قبل از تعطیلی  12
 متغیر( کدام یک  روز بعد از روز مذکور )هر 3و  2، 1بیانگر نوع تعطیلی  نوع تعطیلی روزهای بعد  13
 کدام یک متغیر(  روز قبل از روز مذکور )هر  3و  2، 1بیانگر وجود تعطیلی  روزهای بعد از تعطیلی 14
 کدام یک متغیر(  روز قبل از روز مذکور )هر  3و  2، 1بیانگر نوع تعطیلی  نوع تعطیلی روزهای قبل 15
 شامل سه وضعیت آفتابی، بارانی و برفی وهوا آب 16
 های ترافیکی یا حوادث طبیعی انسداد همان مسیر به علت محدودیت انسداد همان مسیر  17
 های ترافیکی یا حوادث طبیعی انسداد مسیر مقابل به علت محدودیت انسداد مسیر مقابل  18
 های ترافیکی یا حوادث طبیعیانسداد محور موازی به علت محدودیت انسداد محور موازی  19
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ماشین بردار پشتیبان-3 -1 
متغیرهای  مدت  کوتاه‌  پیش‌‌بینی  حوزه  در  پرکاربرد  مدل‌‌های  از  یکی 
مجموعه‌‌ای  پشتیبان  بردارهای  است.  پشتیبان  بردار  ماشین  مدل  ترافیکی، 
را  ترافیک  مرز وضعیت‌‌های  داده‌‌ها هستند که  بعدی   n در فضای  نقاط  از 
مشخص می‌‌کنند. به‌ عبارت ‌دیگر ماشین بردار پشتیبان به دنبال یافتن مرزی 
در  را مشخص می‌‌کند.  داده‌‌ها  بین  تفکیک  و  بهترین دسته‌‌بندی  است که 
ماشین بردار پشتیبان فقط داده‌‌های قرار گرفته در مرز که با عنوان بردارهای 
هدف  و  می‌‌گیرند  قرار  ماشین  یادگیری  مبنای  می‌‌شوند،  شناخته  پشتیبان 
بیشترین  که  گونه‌ای  به‌  است،  داده‌‌ها  بین  در  مرز  بهترین  یافتن  آن ‌هم 
فاصله ممکن را از تمام بردارهای پشتیبان داشته باشد. اگر داده‌‌ها به ‌صورت 
غیرخطی توزیع شده باشند لازم است داده‌‌ها به کمک تابع ریاضی کرنل1 به 
فضای دیگر نگاشت شوند تا در آن فضا تفکیک‌پذیر باشند. لازم به ذکر است 
تعیین درست این تابع نگاشت در عملکرد ماشین بردار پشتیبان مؤثر است. 
پشتیبان )صفحات  یافتن خطوط  با  مدل  داده‌‌ها،  نگاشت  از  نهایت پس  در 
پشتیبان در فضای چند بعدی(، سعی در یافتن معادله خطی دارد که بیشترین 
 2)RBF( فاصله را بین دو دسته ایجاد ‌‌کند. در این مطالعه از تابع پایه شعاعی

مطابق با رابطه 1، به‌ عنوان تابع کرنل استفاده شده است ]43[.
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فاصله  مجذور   ( )2

i jX X− و  است  مدل  آزاد  پارامتر   ε آن  در  که 
iX است.  و  

jX اقلیدسی میان دو بردار متغیر  

جنگل تصادفی-3 -2 
مدل  یک  تصادفی  جنگل  مدل  پشتیبان،  بردار  ماشین  مدل  با  مشابه 
یادگیری ماشین است که برای مسائل رگرسیون و طبقه‌بندی کاربرد دارد. 
از تعداد زیادی درخت تصمیم3 است. در این  مدل جنگل تصادفی متشکل 
مدل داده آموزش میان مدل‌‌های درخت تصمیم جداگانه تقسیم شده و پس 
می‌‌شود.  انجام  تصمیم  درخت  مدل  هر  برای  پیش‌‌بینی  آن‌ها،  آموزش  از 
پیش‌‌بینی کلی مدل جنگل تصادفی  به‌ عنوان  تکرار  بیشترین  با  پیش‌‌بینی 
تعیین می‌گردد ]44[. مراحل زیر چگونگی کارکرد الگوریتم جنگل تصادفی 

1  Kernel function
2  Radial Basis Function (RBF)
3  Decision tree

را نشان می‌‌دهد.
گام 1: به تعداد مدل‌‌های درخت تصمیم مدنظر نمونه تصادفی از مجموعه 

داده آموزش برداشت می‌شود.
داده  آموزش  تصمیم  درخت  مدل  یک  نمونه  هر  از  استفاده  با   :2 گام 

می‌‌شود.
گام 3: پیش‌‌بینی هر مدل درخت تصمیم برای داده آزمون انجام می‌‌شود.

پرتکرار  ترافیک  وضعیت  رأی‌گیری،  روش‌‌های  از  استفاده  با   :4 گام 
انتخاب و به ‌عنوان پیش‌بینی نهایی گزارش می‌‌شود.

مدل درخت تصمیم از یک گره شروع می‌‌شود و گره اولیه با استفاده از 
برای مشخص  این پژوهش  بعدی متصل می‌‌شود. در  به گره‌‌های  شاخه‌‌ها 
شدن نحوه پیشرفت شاخه‌‌ها از رابطه آنتروپی )رابطه 2( استفاده شده است 

.]44[
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�

ip بسامد نسبی وضعیت ترافیک i و C تعداد کل وضعیت‌‌های  که در آن 
ترافیک است.

حافظه طولانی کوتاه ‌‌مدت-3 -3 
مدل شبکه عصبی بازگشتی قابلیت در نظر گرفتن وابستگی مشاهدات 
متوالی را دارد اما نقطه ‌ضعف اصلی این مدل عدم در نظرگیری وابستگی‌‌های 
بلند مدت است. به‌ عنوان مثال وضعیت ترافیک ممکن است علاوه بر وضعیت 
ترافیک ساعات پیش به وضعیت ترافیک مدت مشابه در یک سال قبل نیز 
وابسته باشد. مدل حافظه طولانی کوتاه ‌مدت که نوعی مدل شبکه عصبی 
بلند مدت  وابستگی‌‌های  یادگیری عمیق است،  بر  مبتنی  و مدلی  بازگشتی 
بلند شامل حافظه  نیز در نظر می‌‌گیرد. ورودی مدل حافظه کوتاه ‌‌مدت  را 
داده  در مجموعه  برخی مشاهدات موجود  و  بلند مدت  کوتاه ‌مدت، حافظه 
بلند  این مدل شامل چهار دروازه می‌‌شود. ورودی  آموزش می‌‌شود. ساختار 
مدت مدل وارد دروازه فراموشی4 می‌‌شود و این دروازه تصمیم می‌‌گیرد کدام 
‌یک از ورودی‌‌های نامرتبط حذف شود )رابطه 3(. ورودی کوتاه‌ مدت مدل 
و برخی مشاهدات داده آموزش وارد دروازه آموزش5 می‌شوند و این دروازه 

4  Forget gate
5  Learn gate
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تصمیم می‌گیرد کدام ورودی یاد گرفته شود )رابطه 4(. اطلاعات عبور داده 
شده شامل خروجی‌‌های دروازه‌‌های فراموشی و آموزش وارد دروازه یادآوری1 
می‌‌شوند. خروجی این دروازه حافظه‌‌های بلند مدت جدید است )رابطه 5(. در 
نهایت دروازه خروجی2 حافظه‌‌های کوتاه ‌مدت را نیز به‌روزرسانی می‌کند و 

خروجی نهایی مدل را تولید می‌‌کند )رابطه 6( ]45[.
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دروازه‌‌های  فاکتورهای  ترتیب  به   to و   tr  ، tl  ، tf فوق  روابط  در 
xw بردار   تابع سیگموئید و 

10 
 

 ( )t n t 1 t nl tanh w h , x b−= +           )4( 

t t tr l f= +             )5( 

 ( )t o t 1 t oo σ w h , x b−= +           )6( 

تابع سیگموئید و   σهای فراموشی، آموزش، یادآوری و خروجی هستند.  به ترتیب فاکتورهای دروازه   𝑜𝑜𝑡𝑡و    𝑓𝑓𝑡𝑡  ،𝑙𝑙𝑡𝑡  ،𝑟𝑟𝑡𝑡در روابط فوق  
𝑤𝑤𝑥𝑥 های دروازه بردار وزن نرونx   .استℎ𝑡𝑡−1  ،خروجی بلوک قبلی𝑥𝑥𝑡𝑡  ورودی دروازهx   در زمانt   و𝑏𝑏𝑥𝑥  دروازه  1هم انحرافx .است 

 

 ها معیارهای ارزیابی دقت مدل-4-3

ارزیابی عملکرد نتایج مدلمعیار  1Fیا    Fشاخص  و    2دقت برای  برای محاسبههای طبقههای مهم  این دو بندی کننده هستند.  ی 
شوند. برای مثال برای  ی میبنددستهی مثبت صحیح، مثبت کاذب، منفی صحیح و منفی کاذب  بینی به چهار دستهمعیار نتایج پیش

شود. زمانی که وضعیت روان باشد و مدل آن را وضعیت روان  صورت روان بودن و نبودن در نظر گرفته می  ها بهوضعیت روان، داده
  (FP(که وضعیت روان نباشد ولی مدل وضعیت روان تشخیص دهد مثبت کاذب    و زمانی  (TP(ی مثبت صحیح  بینی کند دستهپیش

و زمانی که   (TN(ی منفی صحیح  بینی کند دستهرخ داده است. چنانچه وضعیت غیرروان باشد و مدل آن را وضعیت غیرروان پیش
 . [46]هد درخ می (FN(بینی کند منفی کاذب وضعیت غیرروان نباشد ولی مدل وضعیت غیرروان را پیش

اندازه خروجی را درست پیش صورت حاصل تقسیم   دقت به  7کند. بر اساس رابطه  بینی میدقت بدین معناست که مدل تا چه 
 شود.صورت درصد بیان می گردد و بههای درست مدل به تعداد کل مشاهدات محاسبه میبینیتعداد پیش

) دقت ) ( )/TP TN TP FN FP TN= + + + +            )7( 

F1 گردد.محاسبه می 8ها به تفکیک هر وضعیت است که با استفاده از رابطه بینی مدلیک معیار مناسب برای ارزیابی پیش 

1 2*F =    )8(                                                                                 )حساسیت×صحت(/)حساس ی ت+صحت(

 شوند.محاسبه می 10و  9های برای هر وضعیت ترافیک از رابط 4و حساسیت  3که در آن صحت 

) حساسیت ) TP / TP FN= +           )9( 

) صحت ) TP / TP FP= +                      )10(
              

 نتایج-4

(  γهای یادگیری ماشین است. این پارامترها شامل پارامتر گاما )سازی انتخاب مقادیر مناسب برای پارامترهای مدلگام نخست مدل
در   (VN) میشده در هر تقس برداری نمونه یتصادف یرهای( و تعداد متغ TN) هاتعداد درخت ( در مدل ماشین بردار پشتیبان، cو هزینه )

 در فرآیند سعی و خطا،  شود.مدت می  ( در مدل حافظه طولانی کوتاهmهای مخفی )( و لایهnها )مدل جنگل تصادفی و تعداد نرون
 

1 Bias 
2 Accuracy 
3 Precision 
4 Recall 

فراموشی، آموزش، یادآوری و خروجی هستند.
ورودی   tx قبلی،  بلوک  خروجی   1th − است.   x دروازه  نرون‌‌های  وزن 

xb هم انحراف3 دروازه x است. دروازه x در زمان t و 

معیارهای ارزیابی دقت مدل‌‌ها-3 -4 
نتایج  ارزیابی عملکرد  برای  معیار‌های مهم   F1 یا   F دقت4 و شاخص 
نتایج  معیار  دو  این  محاسبه‌ی  برای  هستند.  کننده  طبقه‌بندی  مدل‌های 
پیش‌‌بینی به چهار دسته‌ی مثبت صحیح، مثبت کاذب، منفی صحیح و منفی 
کاذب دسته‌بندی می‌شوند. برای مثال برای وضعیت روان، داده‌ها به ‌صورت 
روان بودن و نبودن در نظر گرفته می‌‌شود. زمانی که وضعیت روان باشد و 
مدل آن را وضعیت روان پیش‌بینی کند دسته‌ی مثبت صحیح )TP( و زمانی 
که وضعیت روان نباشد ولی مدل وضعیت روان تشخیص دهد مثبت کاذب 
)FP( رخ داده است. چنانچه وضعیت غیرروان باشد و مدل آن را وضعیت 

1  Remember gate
2  Output gate
3  Bias
4  Accuracy

)TN( و زمانی که وضعیت  غیرروان پیش‌بینی کند دسته‌ی منفی صحیح 
کاذب  منفی  کند  پیش‌‌بینی  را  غیرروان  وضعیت  مدل  ولی  نباشد  غیرروان 

)FN( رخ می‌دهد ]46[.
اندازه خروجی را درست پیش‌بینی  دقت بدین معناست که مدل تا چه 
می‌کند. بر اساس رابطه 7 دقت به‌ صورت حاصل تقسیم تعداد پیش‌بینی‌های 
درست مدل به تعداد کل مشاهدات محاسبه می‌گردد و به‌ صورت درصد بیان 

می‌شود.
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هر  تفکیک  به  مدل‌‌ها  پیش‌‌بینی  ارزیابی  برای  مناسب  معیار  یک   F1
وضعیت است که با استفاده از رابطه 8 محاسبه می‌گردد.
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که در آن صحت5 و حساسیت6 برای هر وضعیت ترافیک از رابط‌‌های 9 
و 10 محاسبه می‌‌شوند.
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نتایج-4 
گام نخست مدل‌‌سازی انتخاب مقادیر مناسب برای پارامترهای مدل‌‌های 
یادگیری ماشین است. این پارامترها شامل پارامتر گاما )γ( و هزینه )c( در 
مدل ماشین بردار پشتیبان، تعداد درخت‌‌ها )NT( و تعداد متغیرهای تصادفی 
تعداد  و  تصادفی  جنگل  مدل  در   )NV( تقسیم  هر  در  شده  برداری  نمونه‌‌ 
کوتاه ‌‌مدت  طولانی  حافظه  مدل  در   )m( مخفی  لایه‌‌های  و   )n( نرون‌‌ها 
این  به  مختلف  مقادیر  تخصیص  از  پس  خطا،  و  سعی  فرآیند  در  می‌‌شود. 
پارامترها و بررسی دقت پیش‌‌بینی با استفاده از داده اعتبارسنجی )این داده 

5  Precision
6  Recall



نشریه مهندسی عمران امیرکبیر، دوره 54، شماره 4، سال 1401، صفحه 1503 تا 1520

1512

در فرآیند آموزش مدل‌‌ها استفاده نشده است(، مقادیر بهینه پارامترها به ازای 
مدل‌‌های کوتاه‌‌ مدت و میان ‌‌مدت مشخص شده و در جدول 5 نشان داده 

شده است.
وضعیت  میان ‌مدت،  و  مدت  کوتاه‌‌  نهایی  مدل‌‌های  آموزش  از  پس 
پیش‌‌بینی  دقت   6 جدول  است.  شده  پیش‌‌بینی  آزمون  داده  برای  ترافیک 
وضعیت ترافیک به تفکیک مدل‌‌های کوتاه ‌‌مدت و میان ‌مدت و به تفکیک 

داده آموزش و آزمون را نشان می‌‌دهد.
جدول 6 نشان می‌‌دهد برای هر دو افق پیش‌‌بینی کوتاه ‌‌مدت و میان 
‌‌مدت، مدل حافظه طولانی کوتاه ‌‌مدت بیشترین دقت و مدل ماشین بردار 
پشتیبان کم‌‌ترین دقت را نتیجه می‌‌دهند. نکته قابل‌توجه دیگر دقت بیشتر 
که  همان‌طور  است.  مدت  میان‌  مدل‌‌های  نسبت  به  کوتاه ‌‌مدت  مدل‌‌های 
انتظار می‌‌رفت استفاده از مشاهدات پیشین به ‌عنوان متغیر پیش‌‌بینی کننده 
باعث افزایش 7 تا 8 درصدی دقت مدل‌‌ها به نسبت زمانی که از این متغیرها 
مدل‌‌های  که  نکته  این  به  توجه  حال  عین‌  در  است.  شده  نشود،  استفاده 
کوتاه ‌مدت تنها می‌‌توانند یک و دو ساعت آینده را پیش‌‌بینی کنند و چنین 

محدودیت برای مدل‌‌های میان‌ مدت وجود ندارد، ضرورت دارد.
پیش‌‌بینی  مدل‌‌های  عملکرد  ارزیابی  در  مهم  جنبه‌‌های  از  دیگر  یکی 
کننده ترافیک بررسی دقت پیش‌‌بینی به تفکیک هر وضعیت ترافیک است. 
بدین منظور با استفاده از ماتریس‌‌های آشفتگی که در جدول 7 نشان داده 
شده است، شاخص F1 به تفکیک مدل‌‌های کوتاه‌‌ مدت و میان ‌‌مدت و به 
تفکیک وضعیت‌‌های ترافیک برای داده آزمون محاسبه شده و در جدول 8 

نشان داده شده است.
دسته  دو  هر  برای   ،F1 شاخص  اساس  بر  می‌‌دهد  نشان   8 جدول 
سه  هر  کوتاه ‌‌مدت  طولانی  حافظه  مدل  میان ‌‌مدت،  و  مدت  کوتاه‌‌  مدل 
همچنین  می‌‌کند.  پیش‌‌بینی  دیگر  مدل  دو  از  دقیق‌‌تر  را  ترافیک  وضعیت 
دقت پیش‌‌بینی هر وضعیت ترافیک با استفاده از مدل جنگل تصادفی بیشتر 
از مدل ماشین بردار پشتیبان است. به ‌عنوان یک نکته حائز اهمیت دیگر، 
هر سه مدل وضعیت ترافیک نیمه‌سنگین که بیشترین درصد فراوانی را در 
داده آموزش و آزمون دارد را دقیق‌‌تر از دو وضعیت ترافیک دیگر پیش‌بینی 
می‌‌کنند. در مقابل دقت پیش‌‌بینی وضعیت ترافیک سنگین که کمترین درصد 

جدول 5. مقادیر بهینه پارامترهای مدل های پیش بینی کننده

Table 5. Optimal values for parameters of predictive models 
 بینی کننده های پیش. مقادیر بهینه پارامترهای مدل5جدول 

Table 5. Optimal values for parameters of predictive models  
 

 مدتمدل میان  مدت مدل کوتاه  پارامتر مدل

 γ 1 1 ماشین بردار پشتیبان 
c 32 28 

 TN 250 320 جنگل تصادفی 
VN 30 35 

 n 30 40 مدتحافظه طولانی کوتاه 
m 3 4 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

جدول 6. دقت پیش بینی وضعیت ترافیک

Table 6. Accuracy of traffic state predictions

 

 بینی وضعیت ترافیک. دقت پیش6جدول 
Table 6. Accuracy of traffic state predictions 

 

 مدت )درصد( دقت مدل میان  مدت )درصد( دقت مدل کوتاه  مدل
 آزمون  آموزش  آزمون  آموزش 

 63/76 82/83 74/84 82/90 ماشین بردار پشتیبان 
 04/79 13/84 51/87 45/92 جنگل تصادفی 
 07/82 69/88 11/90 88/96 مدت حافظه طولانی کوتاه
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جدول 7. ماتریس های آشفتگی پیش بینی وضعیت ترافیک

Table 7. Confusion matrices of traffic state predictions

 

 

 بینی وضعیت ترافیکهای آشفتگی پیش. ماتریس7جدول 
Table 7. Confusion matrices of traffic state predictions 

 

 وضعیت  مدل
 مدت میان  مدتکوتاه 

 واقعیت
 سنگین سنگین نیمه روان سنگین سنگین نیمه روان

ماشین بردار  
 پشتیبان 

ش
پی

بینی 
 

 76 312 810 51 151 881 روان
 172 2245 293 122 2451 217 سنگین نیمه

 270 98 63 345 53 68 سنگین 

 جنگل تصادفی 
 46 332 890 30 164 966 روان

 150 2219 211 89 2432 155 سنگین نیمه
 322 104 65 399 59 45 سنگین 

حافظه طولانی 
 مدتکوتاه 

 45 271 935 36 125 1006 روان
 139 2292 171 74 2496 117 سنگین نیمه

 334 92 60 408 34 43 سنگین 

 

 

 

 

 

 

 

 

 

 

 

 

 

جدول 8. صحت، حساسیت و F1 به تفکیک مدل های کوتاه  مدت و میان  مدت و به تفکیک وضعیت های ترافیک

Table 8. Precision, recall, and F1 for short-term and medium-term models for each traffic state

 

 

 های ترافیک مدت و به تفکیک وضعیتمدت و میان های کوتاه به تفکیک مدل F1. صحت، حساسیت و 8جدول 
Table 8. Precision, recall, and F1 for short-term and medium-term models for each traffic state 

 

 مدت میان  مدت کوتاه وضعیت  مدل
 1F حساسیت  صحت 1F حساسیت  صحت

ماشین بردار  
 پشتیبان 

 69/0 69/0 68/0 78/0 76/0 81/0 روان
 84/0 85/0 83/0 9/0 92/0 88/0 سنگین نیمه

 57/0 52/0 63/0 7/0 67/0 74/0 سنگین 

جنگل 
 تصادفی 

 73/0 76/0 7/0 83/0 83/0 84/0 روان
 85/0 84/0 86/0 91/0 92/0 91/0 سنگین نیمه

 64/0 62/0 66/0 78/0 77/0 79/0 سنگین 

حافظه طولانی 
 مدتکوتاه 

 77/0 8/0 75/0 86/0 86/0 86/0 روان
 87/0 86/0 88/0 93/0 94/0 93/0 سنگین نیمه

 67/0 64/0 69/0 81/0 79/0 84/0 سنگین 
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فراوانی را در داده آموزش و آزمون دارد، کمتر از وضعیت ترافیک روان است. 
مقایسه پیش‌‌بینی مدل‌‌های کوتاه‌‌ مدت و میان ‌‌مدت نیز نشان می‌‌دهد مقادیر 
از مقادیر F1 مدل‌‌های میان ‌‌مدت است و  F1 مدل‌‌های کوتاه ‌‌مدت کمتر 

ازای سه مدل مدنظر،  مدل‌های کوتاه‌‌ مدت هر سه وضعیت ترافیک را به 
دقیق‌‌تر از مدل‌‌های میان ‌‌مدت پیش‌‌بینی می‌‌کنند.

به‌ منظور انجام تحلیل حساسیت در خصوص نقش پیش‌‌بینی کنندگی 
متغیرهای مستقل مورد استفاده، ابتدا گروه متغیرهای از یک جنس تعریف 
شده و مدل‌‌ها بدون استفاده از هر گروه متغیر آموزش داده شده است. میزان 
کاهش دقت کلی مدل‌‌ها پس از حذف هر گروه متغیر محاسبه و در جدول 

9 نشان داده شده است.
به‌ طور کلی نتایج زیر از جدول 9 برداشت می‌‌شود:

• استفاده از متغیرهای ساعت و تعطیلی همان روز و نوع تعطیلی 	
عموماً  دارند.  میان ‌مدت  مدل‌‌های  دقت  افزایش  بر  را  تأثیر  بیشترین  آن 
پراکندگی سفرهای برون‌‌ شهری در طول روز یکنواخت نیست و به همین 
دلیل استفاده از متغیر ساعت می‌تواند تغییرات متغیر وضعیت ترافیک را به 
تصویر بکشد. همچنین بخش زیادی از سفرها به سمت مقاصد شمال کشور 
از نوع سفرهای تفریحی است لذا می‌‌توان انتظار داشت که در ایام تعطیل 
سال با توجه به حجم بیشتر سفرهای تفریحی الگوی ترافیک تغییر یابد. البته 
تغییر الگوی ترافیکی تابعی از نوع تعطیلی است. در برخی از ایام تعطیل سال 
نظیر تعطیلی‌‌های ماه‌‌های محرم و رمضان به دلیل وجود آیین‌‌های مذهبی 
ایام تعطیل سال  از سایر  به سمت مقاصد شمال کشور کمتر  حجم سفرها 

است.

جدول 9. میزان کاهش دقت پیش بینی پس از حذف هر گروه متغیر

Table 9. The rate of decrease in prediction accuracy after the removal of each variable group

 

 

 

 بینی پس از حذف هر گروه متغیر . میزان کاهش دقت پیش9جدول 
Table 9. The rate of decrease in prediction accuracy after the removal of each variable group 

 

 گروه متغیر
 مدت  میان مدتکوتاه 

ماشین بردار  
حافظه طولانی  جنگل تصادفی  پشتیبان 

 مدتکوتاه 
ماشین بردار  

حافظه طولانی  جنگل تصادفی  پشتیبان 
 مدتکوتاه 

 80/4 71/4 25/3 9/2 63/1 75/1 فصل 
 83/6 42/6 84/6 61/4 5/3 83/2 ماه و روز شمسی 
 28/2 33/2 36/2 21/1 85/0 93/0 ماه و روز قمری 

 14/10 71/12 11/11 14/5 43/6 86/6 ساعت 
 11/4 35/4 84/3 77/2 92/1 55/1 روز و شب 

تعطیلی همان 
 38/9 66/8 44/8 23/5 21/6 01/6 روز و نوع آن

های  تعطیلی روز
بعد و نوع قبل و 

 آن
83/1 65/2 96/1 84/4 15/4 36/4 

 99/3 2/3 46/3 98/1 75/1 91/1 وهواآب
انسداد مسیر،  
مسیر مقابل و 

 محور موازی
44/2 09/2 32/2 23/3 76/2 87/2 

مشاهدات سه تا  
هشت ساعت 
پیش وضعیت  

 ترافیک 

11/8 47/8 04/8 - - - 
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جدول 10. دقت کلی پیش بینی وضعیت ترافیک در مطالعات پیشین

Table 10. Overall accuracy of traffic state predictions in previous studies

 

 

 

 

 وضعیت ترافیک در مطالعات پیشینبینی . دقت کلی پیش10جدول 
Table 10. Overall accuracy of traffic state predictions in previous studies 

 نویسنده
های  تعداد وضعیت
 ترافیک 

تعداد 
 مشاهدات

 دقت کلی )درصد( روش 

آنتونیو و همکاران  
[47] 

3 705 
K -71/79 ترین همسایه نزدیک 

 70/83 شبکه عصبی مصنوعی 

4 705 
K -37/86 ترین همسایه نزدیک 

 63/86 شبکه عصبی مصنوعی 

زاهید و همکاران  
[20 ] 

 نامشخص  6

 22/97 جنگل تصادفی 
 76/96 ماشین بردار پشتیبان
 77/95 شبکه عصبی مصنوعی 

 81/95 1استنتاج قوانین

ژو و همکاران  
[21 ] 

4 49038 

 51 درخت تصمیم
 57 ماشین بردار پشتیبان

 72 عصبی مصنوعی شبکه 
 85 شبکه عصبی 

 5/89 شبکه عصبی بازگشتی 

تنچاروئن و  
پیانتاناکولچای  

[48] 
3 10800 

 89 شبکه عصبی 
 87 شبکه عصبی مصنوعی 

K -87 ترین همسایه نزدیک 
 87 جنگل تصادفی 

 

 

 

 

 

 

 
1 Rule induction 

• استفاده از مشاهدات سه تا هشت ساعت پیش وضعیت ترافیک 	
این  حذف  دارند.  مدت  کوتاه‌‌  مدل‌‌های  دقت  افزایش  بر  را  تأثیر  بیشترین 
متغیرها مدل را از حالت کوتاه ‌‌مدت به میان ‌‌مدت تبدیل می‌‌کند )دقت مدل 

میان ‌مدت حاصل می‌شود(.
• به ‌طور کلی با توجه به اثر چشمگیر متغیرهای مربوط به مشاهدات 	

سه تا هشت ساعت پیش وضعیت ترافیک در مدل‌‌های کوتاه‌‌ مدت، حذف 
سایر متغیرها اثر کمتری بر کاهش دقت پیش‌‌بینی به نسبت مدل‌‌های میان 
‌‌مدت می‌گذارد. معمولًا انتظار می‌‌رود شرایط ترافیکی تا چندین ساعت آینده 
با  ترافیک  وضعیت  پیش‌‌بینی  در  متغیر  این  اهمیت  لذا  باشد،  داشته  ثبات 

در محوری  مثال چنانچه  عنوان  به‌  است.  قابل‌انتظار  مدل‌‌های کوتاه‌‌ مدت 
تا  محور  آن  ترافیک  وضعیت  است  ممکن  معضل  این  دهد،  رخ  راه‌‌بندان 

چندین ساعت آینده را تحت تأثیر خود قرار دهد.
• حافظه 	 و  تصادفی  جنگل  پشتیبان،  بردار  ماشین  مدل  سه  هر 

طولانی کوتاه‌‌ مدت، تأثیر مشابهی از حذف متغیرها می‌گیرند؛ به‌ عبارت ‌دیگر 
محدوده تغییرات دقت پیش‌‌بینی هر سه مدل به یکدیگر نزدیک است. این 
یافته نشان می‌‌دهد عوامل اثرگذار بر الگوهای ترافیکی ثابت بوده و تابعی از 

روش مورد استفاده نیست.
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• افزایش دقت پیش‌‌بینی 	 ندارد که حذف آن سبب  متغیری وجود 
شود. با استفاده از این یافته می‌‌توان نشان داد که استفاده از تمام متغیرهای 
تعریف شده در جدول 2 موجه بوده و هر کدام از این متغیرها به نحوی بر 

پیش‌‌بینی دقیق‌‌تر وضعیت ترافیک مؤثر هستند.
• 	

نتیجه‌‌گیری -
اطلاع‌‌رسانی  هوشمند،  حمل‌‌ونقل  سیستم‌‌های  کارکردهای  از  یکی 
ترافیک  آینده  شرایط  از  آگاهی  با  مسافر  فرد  است.  ترافیک  آینده  شرایط 
انتخاب  و  عزیمت  زمان  سفر،  انجام  انتخاب  برای  مناسب‌‌تری  برنامه‌‌ریزی 
آمادگی  حمل‌‌ونقل  شبکه  گرداننده  دیگر  سوی  از  و  داشت  خواهد  مسیر 
بیشتری برای مواجهه با تراکم ترافیک خواهد داشت. در این مطالعه وضعیت 
یک  به ‌عنوان  سنگین،  و  سنگین  نیمه  روان،  وضعیت  سه  شامل  ترافیک، 
سه  از  استفاده  با  کمان‌‌های شبکه حمل‌‌ونقل  عملکرد  دهنده  نشان‌  پارامتر 
بردار پشتیبان، جنگل تصادفی و حافظه طولانی کوتاه‌‌ مدت  روش ماشین 
شده  پیش‌‌بینی  ایران  شمال  در  چالوس  به  کرج  برون ‌‌شهری  محور  برای 
با اضافه کردن متغیرهای  است. در گام نخست عملیات پیش‌‌پردازش داده 
پیش‌‌بینی کننده‌‌ی مرتبط با تاریخ، تعطیلات، نوع تعطیلات و آب ‌‌و هوا انجام 
شده است. همچنین در مدل‌‌های کوتاه ‌‌مدت علاوه بر متغیرهای نام برده 
از مشاهدات وضعیت ترافیک سه تا هشت ساعت گذشته نیز استفاده شده 
است. در گام دوم جهت یافتن مقادیر بهینه پارامترهای مدل‌‌های کوتاه ‌‌مدت 
و میان ‌‌مدت، مدل‌‌ها به ازای مقادیر مختلف این پارامترها آموزش داده شده 
و بر اساس دقت پیش‌‌بینی بر روی داده اعتبارسنجی مقادیر بهینه انتخاب 
شده است. پس از آموزش مدل‌‌ها با مقادیر بهینه، پیش‌‌بینی انجام و نتایج 
سه مدل یادگیری ماشین به دو صورت کوتاه ‌‌مدت و میان ‌‌مدت ارزیابی و 
مقایسه شده است. همچنین ارزیابی به تفکیک پیش‌‌بینی هر وضعیت ترافیک 
نیز انجام شده است. در نهایت به ‌منظور مشخص شدن تأثیر استفاده از هر 
گروه متغیر بر افزایش دقت پیش‌‌بینی مدل‌‌ها، مدل‌‌ها بدون هر گروه متغیر 
آموزش داده شده و دقت حاصله برای داده آزمون ارزیابی شده‌‌ است. نتایج 
بیشترین دقت  نشان می‌‌دهد مدل کوتاه‌‌ مدت حافظه طولانی کوتاه‌‌ مدت 
پیش‌‌بینی وضعیت ترافیک معادل با 90/11 درصد را به همراه دارد. همچنین 
با  نامحدود،  افق پیش‌‌بینی  با  مدل میان ‌‌مدت حافظه طولانی کوتاه‌‌ مدت، 
از دو مدل میان ‌‌مدت دیگر وضعیت  با 82/07 درصد دقیق‌‌تر  دقت معادل 

میان  این مدل در هر دو حالت کوتاه‌‌مدت و  را پیش‌‌بینی می‌‌کند.  ترافیک 
‌‌مدت، هر سه وضعیت ترافیک روان، نیمه سنگین و سنگین را دقیق‌‌تر از دو 
مدل دیگر پیش‌‌بینی می‌‌کند. همچنین استفاده از متغیرهای ساعت و تعطیلی 
همان روز و نوع آن بیشترین تأثیر را بر دقت مدل‌‌های میان‌‌ مدت و متغیر 
وضعیت ترافیک مشاهدات سه تا هشت ساعت گذشته بیشترین تأثیر را بر 

دقت مدل‌‌های کوتاه‌‌ مدت داشته‌‌اند.
به  ترافیک  وضعیت  پیش‌‌بینی  دقت  جایگاه  شدن  مشخص  به ‌منظور 
ترافیک  وضعیت  پیش‌‌بینی  دقت   10 جدول  پیشین،  مطالعات  نتایج  نسبت 
به تفکیک تعداد وضعیت‌‌ها و روش مورد استفاده را نشان می‌‌دهد. مقایسه 
نشان   10 جدول  در  شده  ارائه  نتایج  با  پژوهش  این  در  شده  حاصل  دقت 
می‌‌دهد، دقت کلی معادل با 91/11 درصد در مدل‌های کوتاه‌ مدت و دقت 
معادل 82/07 درصد در مدل‌‌های بلند مدت، به نسبت دقت به دست آمده 
در مطالعات پیشین قابل‌قبول به نظر می‌‌رسد. البته توجه به تفاوت الگوهای 
ترافیکی، تعداد مشاهدات، تعداد وضعیت‌‌های ترافیک و روش مورد استفاده 

در مطالعات ارائه شده در جدول 10 و این پژوهش ضرورت دارد.
از مدل‌‌های کوتاه‌‌  استفاده  با  ترافیک پیش‌‌بینی شده  پایان وضعیت  در 
از طریق سیستم‌‌های هوشمند اطلاعات مسافر  بلند مدت می‌‌تواند  مدت و 
اطلاع‌‌رسانی شود. به ‌منظور استفاده توأمان از دقت پیش‌‌بینی بیشتر مدل‌‌های 
کوتاه‌ مدت و افق پیش‌‌بینی بلندتر مدل‌های میان ‌‌مدت می‌‌توان در سیستم 
به هنگام عمل می‌‌کند، پیش‌‌بینی  به‌ صورت  هوشمند اطلاعات مسافر که 
یک و دو ساعت آینده توسط مدل‌‌های کوتاه‌ مدت و پیش‌‌بینی‌‌های مربوط 
به بیش از دو ساعت آینده توسط مدل‌‌های میان ‌‌مدت انجام شود تا این دو 

مدل به‌ صورت مکمل یکدیگر عمل کنند.
به ‌عنوان پیشنهاد برای ادامه این پژوهش به‌ کارگیری سایر مدل‌‌های 
یادگیری ماشین نظیر شبکه عصبی کانولوشنالی و ارزیابی نتایج آن توصیه 
گذشت  اثر  بررسی  زمینه‌‌ی  در  حساسیت  تحلیل  انجام  همچنین  می‌‌گردد. 

زمان بر دقت پیش‌‌بینی‌‌ وضعیت ترافیک، پیشنهاد می‌‌گردد.

تشکر و قدردانی
حمل‌‌ونقل  و  راهداری  سازمان  کارشناسان  و  مسئولین  از  بدین‌وسیله 
جاده‌‌ای در مرکز مدیریت راه‌های کشور بابت حمایت این پژوهش و در اختیار 

قرار دادن داده ترافیکی راه‌‌های برون‌شهری تشکر و قدردانی می‌‌شود.
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فهرست علائم -6 

 

 

 

 

 علائم انگلیسی
c  ماشین بردار پشتیبان پارامتر هزینه مدل 
C تعداد حالات متغیر وضعیت ترافیک در مدل جنگل تصادفی 

FN منفی کاذب 
FP مثبت کاذب 

tf مدت مدل حافظه طولانی کوتاه  یفاکتور دروازه فراموش 
tl مدت مدل حافظه طولانی کوتاه  آموزش فاکتور دروازه 

n مدت  های مدل حافظه طولانی کوتاهتعداد نرون 
TN ها در مدل جنگل تصادفیتعداد درخت 
VN م یشده در هر تقس یبردار-نمونه یتصادف یرهایتعداد متغ 

 در مدل جنگل تصادفی 
m مدت های مدل حافظه طولانی کوتاه تعداد لایه 

to مدت  مدل حافظه طولانی کوتاه خروجی فاکتور دروازه 
ip  بسامد نسبی وضعیت ترافیکi در مدل جنگل تصادفی 
tr مدت  مدل حافظه طولانی کوتاه یادآوری فاکتور دروازه 
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𝜺𝜺  پارامتر آزاد مدل ماشین بردار پشتیبان 
γ  پارامتر گاما مدل ماشین بردار پشتیبان 
𝝈𝝈  تابع سیگموئید 
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