
Amirkabir Journal of Civil Engineering

Amirkabir J. Civil Eng., 53(11) (2022) 1025-1028
DOI: 10.22060/ceej.2020.18441.6873 
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ABSTRACT: In this study, black box artificial intelligence models (AI) including feed-forward 
neural network (FFNN), support vector regression (SVR), and adaptive neuro-fuzzy inference system 
(ANFIS) were used to predict effluent biological oxygen demand (BODeff) and chemical oxygen 
demand (CODeff) of Tabriz wastewater treatment plant (WWTP) using the daily data collected from 
2016 to 2018. In addition, the autoregressive integrated moving average (ARIMA) linear model was 
used to predict BODeff and CODeff parameters to compare the linear and non-linear models’ abilities in 
complex processes prediction. To improve the prediction of BODeff and CODeff parameters, the data post-
processing ensemble method was also used. The input data set included daily influent BOD, COD, total 
suspended solids (TSS), pH at the current time (t), and BODeff and CODeff at the previous time (t-1) and 
the output data included BODeff and CODeff at t. The results of the single models indicated that the SVR 
model provides better results than the other single models. In ensemble modeling, simple and weighted 
linear averaging, and neural network ensemble methods were applied to enhance the performance of 
the single AI models. The results indicated that using ensemble models could increase the prediction 
accuracy up to 15% at the verification phase.
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1- Introduction
Wastewater treatment plants (WWTPs) have complex 

physical, biological, and chemical processes usually with 
nonlinear behavior. Therefore, predicting such complex 
processes by physical-based models is somewhat costly and 
time-consuming. So, to increase the accuracy and improve 
the operation of WWTPs, the use of artificial intelligence 
(AI) methods is highly recommended [1]. In this regard, 
researchers have used AI methods to investigate complex 
phenomena such as wastewater treatment processes. For 
example, Mjalli et al. [2] used the ANN model to predict 
Doha West WWTP performance. Sherif et al. [3] evaluated 
the performance of SVR and ANFIS models to predict the 
performance of aerobic granule sludge reactors and showed 
that the SVR model provides more accurate predictions than 
the ANFIS model.

Each of the AI models due to its unique structure or features 
may have failures or errors in modeling a phenomenon. 
Recently, a model combination approach to reduce model 
errors and achieve comprehensive modeling has been 
presented as a models ensemble framework [4-8]. In this 
study, the outputs of several models were combined via three 
ensemble techniques i.e., simple averaging ensemble (SAE), 
weighted averaging ensemble (WAE), and neural network 
ensemble (NNE) to enhance the overall prediction of BODeff 
and CODeff. 

Considering the aforementioned studies, as a novelty of 
this paper ensemble model was employed to improve the 
efficiency of BODeff and CODeff modeling. Moreover, BODt-

1
eff and CODt-1

eff were used as input variables for the first 
time.
2- Materials and Methods
2- 1-  Case study and Data

Tabriz is one of the urbanized and industrialized cities 
of Iran. In this study, daily data were gathered from 
Tabriz WWTP over 2 years (2016-2018). Considering the 
significant role of BOD and COD parameters in effluent 
quality control, these parameters were selected separately as 
the models outputs, thus, each model has a single output. 
The correlation coefficient (CC) was utilized to determine 
the effect of each influent parameter on the BOD and COD, 
so, appropriate inputs were selected with a CC value greater 
than or equal to 0.20 for the input layer of the models.

2- 2-  Feed Forward Neural Network (FFNN)
ANN is used as a method to predict nonlinear phenomena. 

The FFNN method and the back propagation (BP) algorithm 
are widely used in various fields of science and they 
have presented acceptable predictions at various fields of 
environmental engineering. The ANN structure consists of 
three layers: input, hidden, and output layer.
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2- 3-  Adaptive Neural Fuzzy Inference System (ANFIS)
ANFIS is a hybrid model of fuzzy logic and neural 

network concepts to use the advantages of both methods as 
a unique model. Each fuzzy system consists of three main 
phases: fuzzification, fuzzy databases, and defuzzification.

2- 4- Support Vector Regression (SVR)
Support vector regression was developed based on the 

support vector machine (SVM) fundamentals. These neural 
networks are one of the supervised learning methods and 
unlike other neural networks, they consider operational 
risk as the target to be optimized instead of minimizing 
the computational errors between obtained and observed 
values.

2- 5- Auto-Regressive Integrated Moving Average (ARIMA)
The ARIMA model is an extended ARMA (auto regressive 

moving average) model that is used for time series that are 
not static. ARIMA is a linear model and it is capable of 
identifying the patterns of data and it allows for predicting 
the future based on past input data.

2- 6-  Ensemble of outputs
The main idea behind this multi-model approach is to 

use the unique capabilities of each model to estimate the 
data series pattern better. In this study, the ensemble model 
was performed employing three simple and weighted linear 
averaging and neural network ensemble techniques.

3- Results and Discussion 
At the first of modeling, FFNN, ANFIS, SVR, and 

ARIMA models were applied to predict BODeff  and CODeff. 
The results of the modeling are briefly presented in Table 1. 

As shown in Table 1, the SVR model has presented better 
results than the other models. In the following, the results of 
four single models are merged by three methods of ensemble 
models (i.e., SAE, WAE, and NNE). The results of the 
ensemble model are tabulated in Table 2.

According to Table 2, using the ensemble model 
increased the modeling accuracy. This is because integrating 

outputs of individual models decreases variance, and bias 
and improves the modeling efficiency. The SAE, WAE, 
and NNE methods increased AI modeling performance 
for BODeff and CODeff parameters by 11%, 11%, 13%, and 
14%, 14%, 15% in the validation phases over the single 
FFNN model, respectively.

4- Conclusion
In this study, BODeff and CODeff parameters of Tabriz 

WWTP were predicted via ANFIS, FFNN, SVR, and ARIMA 
models. Then, these models were combined with three 
techniques of the ensemble model. The following key facts 
are obtained:

-ARIMA model due to its linearity cannot predict complex 
phenomena such as wastewater treatment plants.

-SVR model was provided more accurate results than 
other single models.

-Ensemble models provided a better approximation than 
single models. Among three different ensemble techniques, 
the NNE model was more efficient and it could increase the 
accuracy of daily BODeff and CODeff modeling performance 
up to 13% and 15% in the validation steps, respectively. Due 
to the nonlinear nature of the WWTP processes, the use of the 
nonlinear ensemble method (NNE) is recommended.
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model provides more accurate predictions than the 
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features may have failures or errors in modeling a 
phenomenon. Recently, a model combination approach 
to reduce model errors and achieve comprehensive 
modeling has been presented as a models ensemble 
framework [4-8]. In this study, the outputs of several 
models were combined via three ensemble techniques 
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According to Table 2, using the ensemble model 
increased the modeling accuracy. This is because 
integrating outputs of individual models decreases 
variance, and bias and improves the modeling efficiency. 
The SAE, WAE, and NNE methods increased AI 
modeling performance for BODeff and CODeff parameters 
by 11%, 11%, 13%, and 14%, 14%, 15% in the validation 
phases over the single FFNN model, respectively. 
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4. Conclusion 
In this study, BODeff and CODeff parameters of Tabriz 

WWTP were predicted via ANFIS, FFNN, SVR, and 
ARIMA models. Then, these models were combined 
with three techniques of the ensemble model. The 
following key facts are obtained: 
➢ ARIMA model due to its linearity cannot predict 

complex phenomena such as wastewater treatment 
plants. 

➢ SVR model was provided more accurate results 
than other single models. 

➢ Ensemble models provided a better approximation 
than single models. Among three different 
ensemble techniques, the NNE model was more 
efficient and it could increase the accuracy of daily 
BODeff and CODeff modeling performance up to 
13% and 15% in the validation steps, respectively. 
Due to the nonlinear nature of the WWTP 
processes, the use of the nonlinear ensemble 
method (NNE) is recommended . 
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استفاده از مدل ترکیبی برای بهبود عملکرد روش های ANN، ANFIS و SVR در تخمین 
پارامترهای BOD و COD پساب تصفیه خانه فاضلاب

پریسا اصغری، وحید نورانی*، الناز شرقی، نازنین بهفر

دانشکده عمران، دانشگاه تبریز، تبریز، ایران. 

خلاصه: دست یابی به طراحی دقیق و راهبری صحیح تصفیه خانه های فاضلاب از جمله چالش های مهم در صنعت آب و فاضلاب 
به شمار می آید. مدل های عددی به دلیل نیاز به داده های فراوان، زمانبر بوده و صرفه اقتصادی ندارند. بنابراین در این مطالعه، عملکرد 
تصفیه خانه فاضلاب تبریز با استفاده از مدلهای جعبه سیاه هوش مصنوعی شامل شبکه عصبی مصنوعی )ANN(، سیستم استنتاج 
تطبیقی عصبی-فازی )ANFIS(، رگرسیون بردار پشتیبان )SVR( و مدل جعبه سیاه کلاسیک خودهمبسته تفاضلی با میانگین 
متحرک )ARIMA( براساس داده های روزانه سال های 1395-1396 مورد بررسی قرار گرفته است. جهت تعیین پارامترهای ورودی 
از معیار ضریب همبستگی )CC( استفاده شد که پارامترهای اکسیژن مورد نیاز بیولوژیکی )BOD(، اکسیژن مورد نیاز شیمیایی 
)COD( ، مواد جامد معلق ) pH،(TSS  ورودی به تصفیه خانه در زمان t و BOD وCOD پساب خروجی از تصفیهخانه در 
یک گام زمانی قبل )t-1( با بیشترین مقادیر CC به عنوان ورودی انتخاب گردیدند. BOD وCOD پساب خروجی نیز به عنوان 
پارامترهای خروجی مدل های هوش مصنوعی در نظرگرفته شده اند. همچنین برای بهبود عملکرد مدل سازی، روش ترکیب مدل با 
استفاده از خروجی مدلهای منفرد مذکور، به عنوان یک روش پس پردازش، بکار گرفته شده است. ترکیب مدل به سه روش میانگین 
گیری خطی ساده، میانگین گیری خطی وزندار و میانگین گیری غیر خطی با استفاده از شبکه عصبی مصنوعی انجام گرفته است. 
نتایج حاکی از آن است که بکارگیری مدل های غیرخطی بهتر از مدل خطی ARIMA بوده و مدل SVR بالاترین مقدار ضریب 
تبیین )DC( را ارائه کرده  است. همچنین استفاده از مدلهای ترکیبی و به ویژه مدل ترکیبی غیرخطی با شبکه عصبی مصنوعی باعث 

افزایش عملکرد مدل سازی  تا 15% در مرحله صحت سنجی می شود.
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مقدمه-  
بدون  و  ارزش  با  کالای  یک  عنوان  به  آب  بشری  تاریخ  سرتاسر  در 
آب  منابع  بودن  محدود  به  توجه  با  طرفی  از  شده است.  شناخته  جایگزین 
 .]1[ هستند  ویژه ای  اقتصادی  ارزش  دارای  منابع  این  جهان،  در  شیرین 
عواملی همچون افزایش چشمگیر جمعیت کره زمین و بهره برداری بی رویه 
نیازهای  از منابع محیط  زیست برای گسترش صنایع و کارخانه ها و تأمین 
بر جای  آب  منابع  از جمله  و  زیست  بر محیط  را  تأثیر خود  بشر  اقتصادی 
به ویژه  و  زیست  محیط  آلودگی  مسأله  دلیل  همین  به   .]2[ گذاشته  است 

آلودگی آب روز به روز اهمیت بیشتری پیدا می کند . 
فاضلاب ها و به خصوص فاضلاب های صنعتی از مهم ترین عوامل آلودگی 
محیط زیست هستند و لذا بایستی آن ها را به طرز صحیحی جمع آوری کرده 

و از شهرها بیرون آورد و نخست آن ها را پالایش و تصفیه نموده و سپس 
به گردش آب در طبیعت برگردانید ]3[. علاوه بر این، اهمیت کاربرد دوباره 
فاضلاب ها به علت نیاز روز افزون به آب، روز به روز بیشتر مورد توجه قرار 
می گیرد، به ویژه در ایران به علت کمی آب و گرانی آب آشامیدنی، استفاده از 
فاضلاب های پالایش شده برای مصارف غیرخانگی مانند آبیاری فضاهای 
سبز درون شهرها، پارک ها، جنگل کاری و شستشوی خیابان ها و کانال های 

فاضلاب اهمیت ویژه ای پیدا می کند. 
فلزات  مغذی،  مواد  معلق،  مواد  شامل  فاضلاب  در  موجود  آلاینده های 
سنگین، انواع شوینده و جامدات محلول و نیز مواد آلی قابل تجزیه بیولوژیکی 
و مواد آلی غیر قابل  تجزیه بیولوژیکی هستند. این مواد برای محیط  زیست 
بسیار خطرآفرین هستند و به همین دلیل تخلیه مستقیم فاضلاب ها به محیط  
طبیعت  به  را  جبران ناپذیری  صدمات  می تواند  آن ها  تصفیه  از  قبل  زیست 
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و  انسانی  بهداشتی  باید فاضلاب های  این مسأله  به  توجه  با  نماید که  وارد 
تعیین  بنابراین   .]4[ شوند  تصفیه  طبیعت  به  ورود  از  قبل  فاضلاب ها  سایر 
همواره  دفع  یا  و  مجدد  استفاده  جهت  شهری  خانه  تصفیه  پساب  کیفیت 
آزمایشات گوناگونی صورت می گیرد. تدوین  بدین منظور  بوده و  با اهمیت 
شاخص کیفی پساب نیاز به شناخت پارامترهای کیفی مهم و مؤثر دارد، لذا 
مشخص کردن پارامترهای کیفی پساب شهری امری ضروری است که این 
امر به کمک روش های آزمایشگاهی جهت تعیین نوع و غلظت آلاینده های 
مختلفی  انواع  فاضلاب  خانه  تصفیه  آزمایش             های  می گیرد.  انجام  فاضلاب 
دارند که عبارتند از: آزمایش های فیزیکی )براي تعیین درجه حرارت، رنگ، 
اندازه گیری  )جهت  آزمایش های شیمیایی   ،) فاضلاب  و کدورت  تیرگي  بو، 
محلول  اکسیژن  متشکله،  مواد  فاضلاب،  بودن  قلیایی  یا  اسیدی  میزان 
انواع  غلظت  و  نوع  تعیین  )برای  زیستی  آزمایش های  و  آلودگی(  شدت  و 

میکروارگانیسم های موجود در فاضلاب(.
غیرخطی  و  ذاتی  مشخصات  به دلیل  فاضلاب  تصفیه خانه  مدل سازی 
سریع  توسعه  با  امروزه  است.  دشوار  تصفیه،  مختلف  فرآیندهای  اغلب 
فناوري  مزایاي  از  مربوطه  نرم افزارهاي  ایجاد  و  رایانه اي  پردازش  فناوري 
هوش مصنوعي براي حل مسائل مربوط به مدل سازي سیستم ها و پیش بیني 
مورد  در  نگرانی ها  روزافزون  افزایش  دلیل  به  مي شود.  استفاده  فرآیندها 
نوسانات  بهره برداری،  به ضعف  توجه  با  اثرات زیست محیطی تصفیه خانه ها 
متغیرهای فرآیندی و مشکلات آنالیزورهای بر خط، الگوریتم های توسعه یافته 
کنترل فرآیند با استفاده از روش های هوش مصنوعی مانند شبکه های عصبی 

مصنوعی توجه زیادی را به خود جلب کرده  است.
کلاسیک  مدل  زمانی،  سری های  آنالیز  در  مدل ها  مشهورترین  از 
است  خطی  مدل  یک  اساسا   ARIMA مدل   .]5[ است   1ARIMA

دچار  غیرخطی  و  دینامک  پیچیده،  هیدرولیکی  پدیده های  مدل سازی  در  و 
مشکل می شود و توانایی مدل سازی این نوع پدیده ها را ندارد ]6[. لذا اخیرا 
ابزار محاسبات نرم2 و هوش مصنوعی به طور گسترده ای در مدل سازی فرآیندهای 
هیدرولیکی و هیدرولوژیکی غیرخطی به کار گرفته شده اند. از جمله مدل های 
هوش مصنوعی می توان به شبکه های عصبی مصنوعیANN(3( ، سیستم 
 )SVM( 5ماشین های بردار پشتیبان ، )ANFIS(4استنتاج فازی - عصبی

1   Auto Regressive Integrated Moving Average
2  Soft Computing
3  Artificial Neural Network
4  Adaptive Neuro-Fuzzy Inference System 
5  Support Vector Regression

و الگوریتم ژنتیکGA(6(  اشاره کرد. 
بودن  وقت گیر  و  فراوان  داده  های  به  نیاز  لحاظ  به  عددی  مدل های 
فرآیند کالیبراسیون مدل، نیاز به صرف هزینه زیادی نیز دارند ]7[. به طور 
ضرایب  کالیبراسیون  لحاظ  به  محدودیت هایی  عددی،  مدل های  در  کلی 
واکنش ها و صحت سنجی آن ها وجود دارد که با افزایش تعداد مشخصه ها و 
تأثیرات متقابل آن ها بر یکدیگر، دقت پیشبینی رفتار کیفی فاضلاب کاهش 
مییابد. در حالیکه در مدلهای هوش مصنوعی بدون در نظر گرفتن معادلات 
پیچیده، میتوان دینامیک حاکم بر سیستم را استخراج نموده و از این طریق، 
خروجیهای مدل را پیشبینی نمود ]3[. تصفیه فاضلاب شامل عملیات عمده 
رفتار  فرآیندها،  این  بیشتر  است.  بیولوژیکی  و  فیزیکی، شیمیایی  پیچیده  و 
غیرخطی دارند که با مدل های خطی ریاضی به سختی قابل تشریح هستند. 
لذا در سال های اخیر مطالعات فراوانی بر روی بررسی رفتاری تصفیه خانه ها بر 
اساس معیارهای کیفی پساب با استفاده از مدل های هوش مصنوعی از جمله 
شبکه های عصبی صورت گرفته  است. به طوریکه چان و همکاران، استفاده از 
این روش ها را در مباحث آلودگی محیط زیست به واسطه پیچیدگی سیستم، 
مدل  از  همکاران،  و  مجلی   .]8[ کردند  توصیه  اعتماد  قابل  و  اعتبار  دارای 
ANN برای پیش بینی این فرآیندها استفاده کردند. آن ها دو رویکرد برای 

ANN ارائه نمودند که در رویکرد اول، ورودی به صورت منفرد و در رویکرد 

دوم، چندین ورودی به شبکه وارد شد. نتایج حاکی از آن است که هنگامی که 
اکسیژن مورد نیاز شیمیایی COD(7( به صورت منفرد به شبکه وارد می شود، 
نتایج بهتری را نسبت به حالتی که به همراه ورودی های دیگر به شبکه وارد 
می شود، ارائه می کند ]1[. هامودا و همکاران، عملکرد تصفیه خانه فاضلاب 
آردیای کویت را با استفاده از مدل شبکه عصبی پس انتشار8 ارزیابی کردند 
]9[. حامد و همکاران از مدل ANN برای پیش بینی عملکرد تصفیه خانه 
فاضلاب استفاده کردند. آن ها از داده هایی مانند COD، اکسیژن مورد نیاز 
بیولوژیکی )BOD(9، و جامدات معلق )SS(10 که از تصفیه خانه قاهره مصر 
مدل های  که  دریافتند  نویسندگان  کردند.  استفاده  بودند،  کرده  جمع آوری 
مبتنی بر ANN، یک ابزار قوی و کارا در پیش بینی عملکرد تصفیه خانه های 
فاضلاب است ]3[. گونتارسکی و همکاران، به کمک ANN، پارامترهای 
خروجی یک تصفیه خانه فاضلاب صنعتی را شبیه سازی کردند ]10[. دوغان 
 BOD میزان  تخمین  در  را  مصنوعی  عصبی  شبکه  کاربرد  همکاران،  و 

6  Genetic Algorithm 
7  Chemical Oxygen Demand
8  ANN Backpropagation
9  Biological Oxygen Demand
10  Suspended Solids
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نتیجه  این  به  برای یک تصفیه خانه فاضلاب، نشان دادند و  روزانه ورودی 
رسیدند که اجرای هر چه بهتر مدل به تعداد مناسب مشخصه های ورودی نیز 
بستگی دارد ]11[. شرقی و همکاران از مدل ANN جهت ارزیابی عملکرد 
یک  از  همکاران،  و  نصر   .]12[ کردند  استفاده  تبریز  فاضلاب  خانه  تصفیه 
شبکه عصبی پیشرو با الگوریتم آموزشی پس انتشار، برای پیش بینی عملکرد 
داده های  آن ها  منظور،  این  برای  کردند.  استفاده  مصر  العجمی  تصفیه خانه 
مربوط به BOD, COD و مقدار کل جامدات معلق )TSS(1 طی یک 
دوره یکساله را مورد استفاده قرار دادند و نشان دادند که ANN یک مدل 
تأثیرگذار برای پیش بینی فرآیندهای غیرخطی است ]13[. پای و همکاران از 
شبکه عصبی مصنوعی و مدل های جعبه خاکستری)GM(2، برای پیش بینی 
 ،KSOFM3 استفاده کردند ]14[. شبکه عصبی COD و SS غلظت های
یک تکنیک شبکه عصبی بازبینی نشده  است که برای کاهش مقدار داده ها 
روی  بر  داده ها  بودن  غیرخطی  نمایش  برای  نیز  و  خوشه بندی  طریق  از 
فضایی با بعدی پایین تر به کار می رود. چنار از این تکنیک برای داده های 
پارامترهای  غلظت های  برای  بهره برداری  روز   400 طی  پلهام  تصفیه خانه 
پساب، شامل BOD, TSS و کلی فرم، استفاده کرد و به این نتیجه رسید 
که شبکه عصبی KSOFM در ارزیابی عملکرد تصفیه خانه های فاضلاب، 
یک راه کارا برای تعیین وابستگی های پیچیده بین متغیرها به وسیله ایجاد 
تصفیه خانه های  در  بهره برداری  برای حل مشکلات  استراتژی صحیح  یک 
فاضلاب است ]15[. هدام و همکاران با استفاده از شبکه عصبی با رگرسیون 
تعمیم یافتهGRNN( 4( مقدار BOD موجود در پساب خروجی برای یک 
تصفیه خانه فاضلاب پیش بینی کردند و نشان دادند که روشGRNN  نتایج 
موفقی را برای BOD پساب ارائه می دهد ]16[. یزدانی و همکاران تأثیر 
پارامترهای زمان ماند، دما، COD ،pH ورودی و نرخ جریان هوای ورودی 
به داخل یک راکتور ناپیوسته متوالیSBR( 5( بر روی COD خروجی را 
نتایج مدل  دادند که  نشان  و  ANN مدل سازی کرده  از روش  استفاده  با 

ANN همخوانی خوبی با داده  های آزمایشگاهی دارد ]17[.

برآورد  مدل سازی،  در  فازی  سیستم های  بالای  توانایی  به  توجه  با 
فرآیندهای پیچیده و بهینه سازی مسائل مختلف مهندسی، این فرضیه مطرح 
می شود که این سیستم می تواند با دقت مناسبی مقادیر عوامل کیفی پساب 
تصفیه خانه را به کمک عوامل کیفی فاضلاب ورودی برآورد کند. یل و یالپیر، 

1  Total Suspended Solids
2  Gray Model
3  Kohonen Self-Organizing Feature Maps Neural Network 
4  Generalized Regression Neural Network
5  Sequence Batch Reactor

با استفاده از سیستم استنتاج فازی ممدانی6 موفق به پیش بینی عوامل کیفی 
هم چنین   .]18[ شدند  ترکیه  در  شهری  تصفیه خانه های  از  خروجی  پساب 
توانایی شبکه عصبی مصنوعی و منطق فازی در مدل سازی مشخصه های 
ون  سوی  از  چین  در  کاغذسازی  کارخانه  فاضلاب  تصفیه خانه های  کیفی 
برای   ANFIS مدل  از  همکاران،  و  پای   .]19[ شد  بررسی  همکاران،  و 
فاضلاب یک شهرک صنعتی  پساب خروجی تصفیه خانه  پیش بینی کیفیت 
نشان  و  استفاده شد  مقایسه  برای  نیز   ANN از  استفاده کردند. هم چنین 
تصفیه خانه  عملکرد  پیش بینی  برای  آماری  لحاظ  به   ANFIS که  دادند 
فاضلاب بهتر از ANN است ]20[. پای و همکاران، کیفیت پساب خروجی 
تصفیه خانه فاضلاب یک شهرک صنعتی را با استفاده از شبکه فازی و کیفیت 

فاضلاب ورودی پیش گویی کردند ]21[.
کل  مقدار   SVM و   ANN مدل  دو  از  استفاده  با  همکاران  و  جو 
پیش بینی  را  کره  اولسان  فاضلاب  تصفیه خانه  پساب   7)T-N( نیتروژن 
کیفیت  اصلی  شاخص های  ارزیابی  برای  همکاران،  و  گرانتا  کردند]22[. 
فاضلاب از دو مدل رگرسیون بردار پشتیبانSVR( 8( و درخت رگرسیون9 
 .]23[ داشتند  بالایی  اطمینان  قابلیت  مدل  که هردو  کردند  استفاده   )RT(
را   ANFIS SVR و  شریف و همکاران در مقایسه ای عملکرد دو مدل 
جهت پیش بینی عملکرد راکتورهای لجن گرانول هوازی مورد ارزیابی قرار 
را نسبت به  SVR پیش بینی های دقیق تری  دادند و نشان دادند که مدل 

مدل ANFIS ارائه می دهد ]24[.
با خطاهای  از مدل ها در مدل سازي  آن جا که ممکن است هر یک  از 
غیرقابل اجتنابی همراه باشند که این خطاها می تواند منجر به کاهش دقت 
نتایج شود، اخیراً رویکرد ترکیب مدل جهت کاهش خطاهای مدل و رسیدن 
سپس  و  گرنجر  و  بیتس  است.  گرفته   قرار  توجه  مورد  جامع  مدل  یک  به 
مدل های  از  آمده  دست  به  پیش بینی های  ترکیب  از  استفاده  در  دیکنسون 
مختلف پیش گام بودند ]25-27[. تامسون استفاده از روش ترکیب مدل را در 
زمینه پیش بینی آب و هوا مطرح کرد ]28[. کلمن یک مرور جامع در زمینه 
ترکیب مدل ارائه داده  است ]29[. اولین بار شمس الدین و همکاران مفهوم 
ترکیب مدل را برای پیش بینی سیلاب معرفی کردند. آن ها سه روش مختلف 
ترکیب مدل را برای تخمین روان آب به کار بردند و نشان دادند که ترکیب 
به دست می دهد  را  روان آب  از  بهتری  خروجی مدل های مختلف تخمین 

6  Mamdani
7  Total Nitrogen
8  Support Vector Regression
9  Regression Tree
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تاکاگی- اول  مرتبه  فازی  استنتاج  سیستم  یک  از  همکاران  و  ژنگ   .]30[
سوگنو1 برای ترکیب خروجی پنج مدل بارش-روان آب استفاده کردند ]31[. 
ژانگ از یک مدل ترکیبی حاصل از مدل ANN و مدلARIMA  برای 
پیش بینی سری های زمانی استفاده کرد که نتایج حاکی از آن بود که ترکیب 
و  لی   .]32[ می باشد  پیش بینی  دقت  افزایش  برای  مؤثر  روش  یک  مدل 
هیدرولوژیکی  مدل های  ترکیب  برای  دینامیکی جدید  روش  همکاران یک 
روش  و  پیش بینی  حین  در  آن ها  عملکرد  ارزیابی  از  استفاده  با  را  چندگانه 
ماهانه  پیش بینی جریان  در  قطعیت مدل  برای کاهش عدم  وزنی  میانگین 
ارائه دادند ]33[. شرقی و همکاران تراوش از بدنه سد خاکی را با استفاده از 
مدل های هوش مصنوعی در سه رویکرد مختلف بررسی کردند سپس نتایج 
حاصله از مدل سازی ها را با یکدیگر ترکیب کرده و به این نتیجه رسیدند که 

روش ترکیب مدل باعث بهبود نتایج مدل سازی ها می شود ]34[.
و  در مدل سازی  بالای سیستم های شبکه عصبی  توانایی  به  عنایت  با 
برآورد فرآیندهای پیچیده و بهینه سازی مسائل مختلف مهندسی، این فرضیه 
با دقت مناسبی مقادیر عوامل کیفی  این سیستم میتواند  مطرح میشود که 
پساب تصفیه خانه را به کمک عوامل کیفی فاضلاب ورودی برآورد کند. از 
اینرو، این مطالعه با هدف توسعه و ارزیابی کارایی مدل های هوش مصنوعی 
در بررسی عملکرد تصفیه خانه تبریز و برآورد عوامل کیفی پساب خروجی از 

Takagi-Sugeno  1

آن )شامل BOD و COD( انجام شده  است. در این مطالعه، پارامترهای 
از  استفاده  با  ابتدا  در  تبریز  فاضلاب  تصفیه خانه  پساب   COD و   BOD

پیش بینی شده اند،   ،ARIMA و   SVR  ،ANFIS  ،ANN مدل های 
سپس به عنوان یک نوآوری در مطالعه و افزایش دقت و کارایی مدل سازی ها، 
خروجی مدل های مذکور به کمک سه روش ترکیب مدل یعنی میانگین گیری 
خطی ساده، میانگین گیری خطی وزن دار و میانگین گیری غیرخطی با شبکه 
عصبی، با یکدیگر ترکیب شده  و نتایج حاصل از مدل سازی ها در بخش 3 با 

یکدیگر مقایسه شده اند. 

مواد و روش ها-  
تصفیه خانه مورد مطالعه - 1- 2

به منظور جلوگیری از آلودگی محیط زیست شهری و شیوع بیماری ها، 
چهار  فاصله  در  دیفیوزری  هوادهی  با  فعال  لجن  روش  به  تصفیه خانه ای 
کیلومتری غرب شهر تبریز در اراضی روستای قراملک، ضلع جنوبی رودخانه 
پائین ترین نقطه شهر، در زمینی به مساحت 72 هکتار در  آجی چای و در 
سه مدول و هر مدول برای تصفیه فاضلاب 612 هزار نفر جمعیت شهری 
به علاوه 20 درصد حجم فاضلاب خانگی برای پساب صنعتی در نظر گرفته 
شده  است. ضمناً انتقال فاضلاب به تصفیه خانه بصورت ثقلی انجام می پذیرد. 

شکل 1 موقعیت جغرافیایی تصفیه خانه شهر تبریز را نشان می دهد.
کیفیت پساب خروجی از تصفیه خانه بر اساس معیارهای طراحی عبارتند 

 
 

 .هستند ارتفاع دهندهنشان هارنگ. تبریز غرب در و چای آجی نوبج در تبریز شهر خانهتصفیه جغرافیایی موقعیت :1 شکل
Fig. 1. Map of Tabriz plain and location of Tabriz WWTP south of Aji Chay and west of Tabriz city. Color 

represents elevation (m). 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

شکل  . موقعیت جغرافیایی تصفیه خانه شهر تبریز در جنوب آجی چای و در غرب تبریز. رنگ ها نشان دهنده ارتفاع هستند.

Fig. 1. Map of Tabriz plain and location of Tabriz WWTP south of Aji Chay and west of Tabriz city. 
Color represents elevation (m).
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از:
الف( غلظت BOD5 فاضلاب تصفیه شده خروجی کمتر از 20 میلی گرم 

در لیتر
ب( غلظت مواد معلق )SS( فاضلاب تصفیه شده خروجی کمتر از 30 

میلی گرم در لیتر
از 0/5 میلی گرم در  باقی مانده فاضلاب خروجی کمتر  ج( غلظت کلر 

لیتر.
کانال  جمله  از  مختلفی  واحدهای  شامل  تبریز  فاضلاب  تصفیه خانه 
آشغال گیرهای  تصفیه خانه،  از  قسمت  هر  به  فاضلاب  انتقال  برای  ورودی 
 100 از  بزرگتر  اشیاء  جداسازی  منظور  به  ترتیب  به  دانه ریز  و  دانه درشت 
ذرات  برای حذف  دانه گیر  فاضلاب، حوض های  از  میلی متر  و 20  میلی متر 
لجن  دقیقه،   3 ماند  زمان  با  میلی متر   0/2 قطر  به  دانه ها  سایر  یا  و  ماسه 
فعال، حوض های ته نشینی ثانویه، مخازن کلرینگ، مخازن هضم بی هوازی 
و هاضم های لجن می باشد. شکل 2 تصویری شماتیک از فرآیندهای تصفیه 

فاضلاب را نشان می دهد.

معرفی پارامترهای استفاده شده- 2- 2
2 -2 -1 -)BOD( اکسیژن مورد نیاز بیولوژیکی

گسترده ترین و کاربردی ترین پارامتر سنجش آلودگی فاضلاب مواد آلی، 
یا  روزه  پنج  فاضلاب   BOD آب های سطحی،  هم  و  فاضلاب  برای  هم 

آلی  بیولوژیک مواد  BOD5 می باشد. مقدار اکسیژن لازم جهت تجزیه ی 

 BOD ،موجود در یک لیتر فاضلاب به روش هوازی در زمان و دمای معین
گویند. به وسیله ی میزان BOD مقدار اکسیژن لازم را برای هوادهی در 
تصفیه تعیین می کنند و نیز مقدار BOD پساب، معیاری از میزان راندمان 
آب های  به  تخلیه  جهت  پساب   BOD مجاز  مقدار  می باشد.  خانه  تصفیه 

سطحی mg/lit 30 می باشد.

2 -2 -2 -)COD( اکسیژن مورد نیاز شیمیایی
شاخص  روز(،   5 حدود  )در   BOD آزمایش  بودن  زمان گیر  علت  به 
دیگری مشابه با آن به نام  COD نیز در علم فاضلاب تعریف شده است که 
در آن عمل اکسیداسیون با استفاده از اکسیدکننده های قوی مانند پرمنگنات 
پتاسیم یا دی کربنات پتاسیم به کار می رود و تفاوت آن با  BOD در این 
است که در آن کلیه مواد، حتی موادی که به صورت بیولوژیکی هم اکسید 
نمی شوند، اکسید خواهند شد، در نتیجه COD یک فاضلاب، پساب و یا 
آب آلوده، عبارت است از میزان اکسیژن مورد نیاز برای اکسیداسیون مواد 
قابل اکسیداسیون موجود در آن. لذا مقدار COD برای یک فاضلاب خاص 
همواره مساوی یا بزرگتر از مقدار BOD آن است )در حدود 1/5 تا 2 برابر(. 
اول  است.  اساسی  ضعف  دو  دارای  فراوان  ارزش  وجود  با   BOD تعیین 
طولانی بودن مدت آزمایش و دوم امکان مسموم شدن میکروارگانیسم های 
 COD ،مورد نظر در تماس با مواد آلوده در این مدت طولانی، از این رو

 

 

 

 
 فاضلاب خانهتصفیه یندهایآفر یکشمات یرتصو :2 شکل

Fig. 2. Schematic diagram of Tabriz WWTP processes. 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

شکل  . تصویر شماتیک فرآیندهای تصفیه خانه فاضلاب

Fig. 2. Schematic diagram of Tabriz WWTP processes.
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ارزش فراوانی پیدا می کند. بدیهی است که هرچه مقدار COD یک فاضلاب 
آلودگی آن می شود  بیشتر باشد مقدار مواد خارجی موجود در آن که باعث 
 BOD5 نسبت به COD نیز بیشتر خواهد بود. مهم ترین مزیت آزمایش
آن است که این آزمایش در کمتر از 1 ساعت قابل انجام است. مقدار مجاز 

COD پساب جهت تخلیه به آب های سطحی mg/lit 60 می باشد.

2 -2 -3 -)TSS( مواد جامد معلق
مواد جامد موجود در فاضلاب یکی از پارامترهای مهم در طراحی و بهره 
برداری تصفیه خانه های فاضلاب می باشد که آزمایش های مربوطه، علی رغم 
سادگی، نیاز به دقت ویژه دارند. در فاضلاب شهری بر حسب شدت آلودگی 

آن، میزان مواد جامد معلق در محدوده mg/lit 250-150 قرار دارد.

pH  فاضلاب-  -  -  

pH به معنی قدرت هیدروژن است که در واقع علامتی است که توسط 

 pH مقدار  بیان کرد.  به شکل یک عدد  را  باز  یا  اسید  آن می توان قدرت 
محیط بر روی تمامی جانداران شامل انسان ها، جانوران و گیاهان مؤثر است. 
روند  بر  زیادی  بسیار  تأثیر  که  است  آن جهت  از   pH مقدار  دیگر  اهمیت 
فرآیندهای  از  بسیاری  در  بطوری که  دارد؛  شیمیایی  واکنش های  سرعت  و 
تصفیه فاضلاب باید ابتدا مقدار pH را متناسب با فرآیند مورد استفاده تنظیم 
مدل های  ورودی  عنوان  به   pH پارامتر  از  مطالعه  این  در  این رو،  از  نمود. 

هوش مصنوعی در نظر گرفته شده  است.

معرفی داده ها- 3- 2
طی  تبریز  فاضلاب  خانه  تصفیه  روزانه  داده های  از  مطالعه،  این  در 
سال های 1396-1395 استفاده شده  است. با توجه به اهمیت ذکر شده برای 
پارامترهای BOD و COD در طی فرآیندهای تصفیه فاضلاب و نیز در 
دفع آن، این دو پارامتر به طور جداگانه به عنوان خروجی های مدل های هوش 
مصنوعی در نظرگرفته شده اند. بنابراین، هر مدل دارای یک خروجی واحد 
می باشد. جهت مدل سازی BODeff و CODeff، 75% ابتدایی داده ها برای 
باقیمانده برای مرحله صحت سنجی در نظر گرفته  مرحله آموزش و %25 
شد. از ضریب همبستگیCC( 1( برای تعیین تأثیر هر پارامتر ورودی بر روی 
 CC پساب استفاده گردید. سپس پارامترهایی با مقدار COD و BOD

بیشتر از سایر پارامترها به عنوان ورودی های مناسب برای مدل های هوش 
 BOD،مصنوعی انتخاب شدند. همان طور که در جدول 1 مشاهده می شود
،TSS، COD  و pH به همراه BOD وCOD  پساب در گام زمانی 
مصنوعی  هوش  مدل های  ورودی  عنوان  به   CC مقدار  بالاترین  با  قبل 
انتخاب شدند. به دلیل متفاوت بودن دیمانسیون پارامترها با یکدیگر، پیش از 
پردازش داده ها عمل نرمال کردن روی آن ها انجام گرفت. ترکیب داده های 
BODt-1  یا 

effو  pHt
inf ،TSSt

inf ، CODt
inf،BODt

inf ورودی شامل
CODt-1 است )inf2 بیانگر فاضلاب ورودی، 3eff بیانگر پساب خروجی 

eff

و t بیانگر زمان است(. 
اندازه گیری غلظت BOD، 21 روز طول می کشد، اما در طی 5 روز اول، 
1  Correlation Coefficient
2  Influent
3  Effluent

جدول  . ضرایب همبستگی بین پارامترهای فاضلاب

Table 1. Correlation coefficients between influent and effluent parameters.

 
 فاضلاب پارامترهای بین همبستگی بیضرا :1 جدول

Table 1. Correlation coefficients between influent and effluent parameters. 
 

 پارامترهای
 فاضلاب

finBOD finCOD finTSS 
-tBOD

eff1 

-tCOD
eff1 finpH finSS finEC finTDS finT finQ 

(mg
𝑙𝑙 ( (mg

𝑙𝑙 ( (mg
𝑙𝑙 ( (mg

𝑙𝑙 ( (mg
𝑙𝑙 ( - (mg

𝑙𝑙 ( (𝜇𝜇𝜇𝜇𝜇𝜇𝜇𝜇𝜇𝜇𝜇𝜇𝜇𝜇𝜇𝜇
𝑐𝑐𝜇𝜇 ( (mg

𝑙𝑙 ( (ºC( ( 𝜇𝜇
3

𝑑𝑑𝑑𝑑𝑑𝑑( 

effBOD 53/0 50/0 72/0 75/0 72/0 23/0 22/0 070/0 070/0 023/0 000/0 

effCOD 70/0 57/0 73/0 20/0 77/0 25/0 20/0 052/0 020/0 022/0 020/0 
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 5  BOD تجزیه می شود. بنابراین، آزمایشگاه ها معمولًا BOD 70 از%
روزه )BOD5( را گزارش می کنند. بنابراین، در این مطالعه از BOD5 در 
سری های زمانی داده های ورودی و خروجی استفاده شده  است. با توجه به 
این نکته، در این مطالعه برای بررسی بیشتر تأثیر BOD و COD خروجی 
 ACF نمودار  از   ،t زمان  در   COD یا   BOD روی  بر  قبل  زمان  یک 
قبل  زمان های  در  را  پارامتر  میزان خود همبستگی یک  استفاده گردید که 
نشان می دهد.  نمودار خود همبستگی )ACF1( مربوط به BODeff )شکل 
3(، نشان می دهد که BODeff با یک گام تأخیر زمانی بالاترین همبستگی 
با BODeff در زمان t نسبت به سایر تأخیرهای زمانی دارا می باشد. بنابراین 
 BOD دارد، چرا که  مارکووین2  ماهیت  می توان گفت که سیستم تصفیه 
دارد.  پساب  کیفیت  بر  مستقیمی  تأثیر  قبلی  و  فعلی  زمانی  گام  در  پساب 
قبل  زمانی  گام  یک  در  خروجی  پساب   BOD مطالعه  این  در  بنابراین، 
در مدل سازی  ورودی  متغیر  به عنوان یک  بار  اولین  برای   )  BODt-1

eff(

 CODeff مربوط به ACF هوش مصنوعی استفاده گردیده  است. نمودار
نیز مشابه شکل 3 به دست آمد.

1  Autocorrelation Function
2  Markov nature

روش تحقیق- 4- 2
در این مطالعه به  منظور پیش بینی پارامترهای BOD و COD پساب 
مدل  و   SVR  ،ANFIS  ،ANN شامل  مصنوعی  هوش  مدل های  از 
ARI- روش  از  استفاده  از  هدف  شده  است.  استفاده   ARIMA  خطی

 ARIMA مقایسه توانایی مدل های هوش مصنوعی و مدل خطی ،MA

در پیش بینی پدیده های غیرخطی و پیچیده است. هم چنین به  منظور افزایش 
شده  است  گرفته  کار  به  مدل  ترکیب  روش  مدل سازی ها  کارایی  و  دقت 
که این روش در سه مدل میانگین گیری خطی ساده، میانگین گیری خطی 
وزن دار و میانگین گیری غیرخطی با استفاده از شبکه عصبی مصنوعی انجام 
می گیرد. سپس نتایج حاصل از مدل های منفرد و ترکیبی با یکدیگر مقایسه 
داده شده  نشان  می شوند. مراحل مدل سازی بصورت شماتیک در شکل 4 

است که اجزای آن در زیربخش های زیر توضیح داده شده است.

2 -4 -1 - )ANN( شبکه های عصبی مصنوعی
جای  محاسباتی  هوش  بحث  در  که  مصنوعی،  عصبی  شبکه های 
یادگیری ماشینی،  برای  نوینی  می گیرند، سیستم ها و روش های محاسباتی 
پیش بینی  جهت  در  آمده  دست  به  دانش  اعمال  انتها  در  و  دانش  نمایش 

 

 

 

 
 effBODمربوط به  ACFنمودار  :3 شکل
effBODFig. 3. ACF plot of . 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

BODeff مربوط به ACF شکل 3. نمودار

Fig. 3. Phase velocity dispersion curves for a steel pipe with outer diameter of 220 mm and 
wall thickness of 4.8 mm
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از سیستم های پیچیده هستند. ساختارANN  متشکل  پاسخ های خروجی 
از متداول ترین  از سه لایه ورودی، پنهان و خروجی است ]35, 36[. یکی 
زمینه  در  کاربرد وسیعی  1FFNN می باشد که  ANN، روش  روش های 
به   )1( معادله  از  استفاده  با   FFNN مدل  خروجی  مقدار  دارد.  آبی  علوم 

دست می آید.
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iام در لایه  نرون  میانی است که  نرون لایه  به  اعمالی  jiw وزن  که
0jw بایاس اضافه شده  ورودی را به نرون jام در لایه میانی مرتبط می کند،
hf نشان دهنده تابع محرک نرون های میانی  به نرون jام لایه میانی است، 
kjW یک وزن در نرون خروجی است که نرون jام لایه میانی را به  است،
لایه  در  kام  نرون  بایاس   0kw می کند،  متصل  خروجی  لایه  kام  نرون 
ix متغیر ورودی iام  0f تابع محرک نرون خروجی است،  خروجی است، 
ky و y به  ترتیب مقادیر محاسبه  شده و مشاهده  شده خروجی  می باشد، 
هستند. NN  و MN  به  ترتیب تعداد نرون های لایه ورودی و میانی است. 
وزن ها در لایه میانی و خروجی متفاوت هستند و در طی فرآیند آموزش شبکه 

تغییر می کنند.
در این مطالعه از روش FFNN سه لایه برای تخمین مقادیر روزانه 
BOD و  COD خروجی از تصفیه خانه فاضلاب شهر تبریز استفاده شده 

1  Feed Forward Neural Network 

 است. تعداد تکرارها و نرون های لایه پنهان با استفاده از روش آزمون و خطا 
تعیین شده اند. شکل 5، تصویری شماتیک از ساختار ANN برای پیش بینی 

BOD خروجی را نشان می دهد. 

2 -4 -2 - )ANFIS( سیستم استنتاج تطبیقی عصبی-فازی
فازی  سیستم های  و  عصبی  شبکه  ساختار  دو  از  فازی  عصبی  شبکه 
تشکیل شده و آن ها را برای استفاده از مزایای هر دو روش به یک روش 
واحد تبدیل می کند ]37[. هر سیستم فازی از سه مرحله اصلی فازی  کردن، 
پایگاه اطلاعاتی فازی و غیر فازی کردن داده ها تشکیل شده  است. در ساده 
پردازنده  پیش  یک  عنوان  به  می توان  را  فازی  ترکیبی  مدل  حالت،  ترین 
سیستم   ،)MF( عضویت2  توابع   ،ANN یادگیری  ماشین  که  کرد  فرض 
داده می شوند  آموزش  آموزشی،  داده های  از طریق  قوانین  یا  فازی  استنتاج 
]38[. سیستم های استنتاج فازی انواع مختلفی نظیر ممدانی، سوگنو، لارسن3 
و غیره دارند ]39[ که از بین این موتورهای مختلف، سیستم استنتاج فازی 
سوگنو برای پیش بینی BODeff  وCODeff  در این مطالعه استفاده شده 

 است.

2 -4 -3 - )SVR(رگرسیون بردار پشتیبان
پشتیبان  بردار  ماشین  مدل  توسعه یافته  پشتیبان،  بردار  رگرسیون 
)SVM( است. این شبکه های عصبی یکی از روش های یادگیری نظارت 

2  Membership Function
3  Larsen

 

 

 

 

 
 پیشنهادی های روش شماتیک دیاگرام :4 شکل

Fig. 4. Schematic diagram of the proposed methodology. 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

شکل 4. دیاگرام شماتیک روش های پیشنهادی

Fig. 4. Schematic diagram of the proposed methodology.
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شده  است، هدف اصلی رگرسیون بردار پشتیبان این است که یک رگرسیون 
خطی انجام داده و سپس این رگرسیون خطی با یک کرنل ترکیب کرده و 
یک رگرسیون غیرخطی به دست   آید. برخلاف سایر شبکه های عصبی، این 
را  عملیاتی  ریسک  محاسباتی،  رساندن خطاهای  حداقل  به  جای  به  روش 
به عنوان هدف در نظر گرفته و مقدار بهینه آن را محاسبه می کند ]40[. با 
)که xi بردار  N

i

 

( ){ },i ix d در نظر گرفتن مجموعه داده های آموزشی 
 SVR تعداد کل داده ها است.( عملکرد کلی N مقادیر واقعی و di ،ورودی

به صورت معادله )2( است ]40[:
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که ) φ(xi نشانگر یک تابع است که داده های اصلی را از فضای ورودی 
 ،b و w به فضای با ابعاد بالاتر به صورت غیرخطی نگاشت می کند، و x
به ترتیب بردار وزن و بایاس هستند ]w .]41 و b را می توان با به حداقل 
رساندن تابع خطا )معادله )3(( و معرفی متغیرهای تخطی ξ و ξ*  تخمین 

زد ]40[. 
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21  نرم بردار وزن و C یک ثابت قابل تنظیم است. ε مقدار 
2

w که 
خطای مجاز و معادل دقت تقریبی قرار داده شده در نقاط داده های آموزش 
است. با در نظر گرفتن ضرایب لاگرانژ αi و αi*، مسأله بهینه سازی بالا به 
مسأله بهینه سازی درجه دو تبدیل می شود. پس از حل مسأله بهینه سازی، 

بردار پارامتر w در معادله )4( حاصل می شود ]40[:

(4)
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بنابراین، عملکرد رگرسیون SVR به صورت معادله )5( به دست می آید 

 

 

 

 

 
 

 خروجی BOD بینیپیش برای ANN ساختار :5 شکل
Fig. 5. Schematic diagram of FFNN model for predicting BODeff 

 

 

 

 

 

 

 

 

 

 

 

 

شکل 5. ساختار ANN برای پیش بینی BOD خروجی

Fig. 5. Schematic diagram of FFNN model for predicting BODeff
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:]40[
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که در آنαi+  و αj-  ضرایب لاگرانژ، )k(xi, xj تابع کرنل است که 
نگاشت غیر خطی را انجام می دهد و b بایاس است. یکی از پرکاربرد ترین 
توابع کرنل، تابع کرنل پایه شعاعیRBF( 1( است که در معادله )6( ارائه 

شده است ]42[:

(6)
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 SVR پارامتر کرنل می باشد. در این مطالعه، ورودی های مدل γ که
همان ورودی مدل های FFNN و ANFIS می باشد. هم چنین پارامترهای 

مدل ε ،γ( SVR و C( به وسیله جستجوی مستقیم به دست آمد.

2 -4 -4 -)ARIMA( مدل خودهمبسته تفاضلی با میانگین متحرک
روش های خطی به دلیل محدودیت در پیش بینی رفتارهای غیرخطی، 
با این حال، این روش ها به دلیل سادگی  نتایج دقیقی نیستند،  ارائه  قادر به 
قرار می گیرند. مدل  استفاده  قوا، هنوز هم مورد  آثار  برقراری اصل جمع  و 
ARIMA توسعه یافته مدل ARMA2 است که برای سری های زمانی 

غیرایستا یا سری هایی که میانگین ثابتی ندارند استفاده می شود. بنابراین این 
ایستا می شوند. مدل ARIMA یک مدل خطی است  با تفاضل  سری ها 
اساس  بر  را  آینده  پیش بینی  و  می باشد  داده  الگوهای  شناسایی  به  قادر  و 
 ARIMA داده های ورودی گذشته امکان پذیر می سازد ]43[. فرمول مدل
به صورت )p,q,d( که p نشان دهنده مرتبه خود همبستگی، d نشان دهنده 
مرتبه تفاضلی و q نشان دهنده درجه تأخیر زمان )میانگین متحرک( می باشد 
مدل  ورودی های  عنوان  به   CODeff و    BODeff مطالعه،  این  در   .]5[

ARIMA استفاده شده اند. 

ترکیب مدل3- 5- 4- 2
یکی از پیشرفت های مهم در شبکه های عصبی مصنوعی طی دهه اخیر، 

1  Radial Basis Function
2  Auto Regressive Moving Average 
3  Ensemble Method

ترکیب مدل است. ایده اصلی این روش چند مدله، استفاده از قابلیت منحصر 
با  است.  داده ها  الگوی سری  بهتر  تخمین  برای  مدل ها،  از  هریک  فرد  به 
ترکیب مدل های مختلف، عملکرد پیش بینی نسبت به عملکرد مدل های منفرد 
یافته های نظری و تجربی نشان می دهد که ترکیب  یابد.  افزایش  می تواند 
روش های مختلف می تواند یک راه مؤثر برای بهبود عملکرد مدل سازی باشد 
]32[. در این پژوهش روش ترکیب مدل با استفاده از سه روش میانگین گیری 
خطی ساده، میانگین گیری خطی وزن دار و میانگین گیری غیرخطی با استفاده 
خطی  میانگین گیری  مدل  در  شده  است.  انجام  مصنوعی  عصبی  شبکه  از 

ساده، عمل ترکیب کردن بر اساس رابطه )7( انجام می شود:

(7)
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مدل های  ) خروجی  (if t ترکیبی،  مدل  ) خروجی  (f t آن  در  که 
منفرد )مدل هایSVR ،ANFIS ،ANN و ARIMA ( و N تعداد 
بر  وزن دار  خطی  میانگین گیری  مدل   .)N=4 )اینجا  است  منفرد  مدل های 

اساس رابطه )8( به دست می آید:

(8)
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iw پارامتر وزن است که بر  ) خروجی مدل ترکیبی و  (f t که در آن 
اساس DC مدل های منفرد مطابق رابطه )9( تعیین می شود:

(9)
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شبکه  از  استفاده  با  غیرخطی  میانگین گیری  عصبی  ترکیبی  مدل  در 
ترکیبی  مدل  اول  لایه  نرون های  ورودی  می شود.  انجام  مصنوعی  عصبی 
شکل  می باشد.  منفرد  مدل  چهار  از  آمده  دست  به  خروجی های  عصبی 

شماتیک مدل ترکیبی عصبی پیشنهادی در شکل 6 نشان داده شده  است.

معیار ارزیابی مدل- 5- 2
)DC( و  تبیین4  از ضریب  ارزیابی مدل ها  این پژوهش در راستای  در 
جذر میانگین مربعات خطا استفاده شده  است، که مقدار آن در هر دو مرحله 

4  Determination Coefficient 
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 DC  آموزش و صحت سنجی باید در محدوده مطلوب قرار گیرد ),1 
RMSE1 ) مقدار آماره مذکور توسط روابط )10( و )11( محاسبه   0

می شود ]44[.

(10)
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که در روابط فوق، ocom، داده های مربوط به نتایج مدل و oobs، داده های 
N تعداد داده ها می باشد.  obso میانگین داده های ذکر شده و  مشاهداتی، 
داده های  از  استفاده  دلیل  به  نیز   RMSE و  بوده  بعد  بدون  DC کمیتی 

نرمال  شده در این مطالعه بدون بعد می باشد.

نتایج و بحث- 3
نتایج مدل های منفرد- 1- 3

انتخاب ورودی های مؤثر، جهت  و  از محاسبه ضرایب همبستگی  پس 

1  Root Mean Square Error

مدل سازی FFNN از کدنویسی در نرم افزار MATLAB استفاده گردید. 
برای این منظور، داده ها به دو بخش آموزش )75%( و صحت سنجی )%25( 
و   ]45[ آموزش پس انتشار  الگوریتم  با   FFNN مدل  بندی شدند.  تقسیم 
و   BOD پارامترهای  برای  مقیاس  مزدوج  گرادیان  بهینه سازی  الگوریتم 
COD پساب تهیه شده و شبکه آموزش داده شد و از تابع تانژانت سیگموئید 

به عنوان یک تابع محرک در لایه های میانی و خروجی استفاده گردید. تعداد 
تکرارها و نرون های لایه میانی با استفاده از روش آزمون و خطا بدست آمد. 
نتایج برای ساختار بهینه برای پیش بینی هر دو پارامتر BOD و COD در 

جدول 2 ارائه شده  است.
برای   MATLAB نرم افزار  ANFIS editorدر  ابزار  جعبه  از 
مدل سازی ANFIS استفاده گردید. در مدل ANFIS، سیستم استنتاج 
الگوریتم بهینه سازی ترکیبی در نظر گرفته شده و آموزش  با  فازی سوگنو 
داده شده  است. توابع عضویت ذوزنقه ای و مثلثی به ترتیب برای فازی کردن 
پارامترهای ورودی برای مدل سازی BOD و COD استفاده شدند. سپس 
با تغییر تعداد تکرارها و نوع توابع عضویت، مدل های بهینه ANFIS در 
تکرارهای 19 و 20 برای مدل سازی BOD و COD پساب روزانه بدست 

آمد. نتایج مدل سازی ها در جدول 2 ارائه شده  است.
 SVR برای مدل سازی STATISTICA در این مطالعه از نرم افزار
استفاده شده  است. در مدل سازی SVR، تابع کرنل پایه شعاعی ایجاد شده 
پارامترهای  و  بهتری داشته  RBF عملکرد  داده می شود. کرنل  آموزش  و 

 

 

 

 

 

 

 

 
 

 .پیشنهادی عصبی ترکیبی مدل شماتیک شکل :6 شکل
Fig. 6. Schematic form of the proposed neural hybrid model 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

شکل 6. شکل شماتیک مدل ترکیبی عصبی پیشنهادی.

Fig. 6. Schematic form of the proposed neural hybrid model
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تنظیم کمتری نسبت به کرنل های چند جمله ای و سیگموئیدی دارد ]46[. 
با تغییر پارامترها و با استفاده از روش آزمون و خطا، مدل SVR بهینه به 

دست آمد. نتایج در جدول 2 ارائه شده  است.
استفاده شده  است.   SPSS نرم افزار  از   ARIMA ایجاد مدل  برای 
برای این منظور، پارامترهای مدل با استفاده از داده های کالیبره شده بدست 
آمده، سپس از مدل کالیبره شده برای یافتن مقادیر داده های صحت سنجی 
پارامترهای ورودی برای سه مدل ANFIS ،FFNN و  استفاده گردید. 
 ،TSS  ،COD  ،BOD و شامل  بوده  یکسان  در هر سه مدل   SVR

ARI- می باشد ولی ورودی های مدل CODeff
t-1 یا BODeff

t-1 و pH

BODeff ،MA و CODeff در نظر گرفته شده اند. بهترین ساختار مدل 

ARIMA برای پارامترهای BOD و COD پساب روزانه در جدول 2 

ارائه شده  است.
 4 ورودی،  نرون   5 دارای   FFNN  )5-3-1( مدل   ،2 جدول  مطابق 
نرون میانی و 1 نرون خروجی می باشد که مقادیر رضایت بخشی از DC و 
AN- ارائه کرده است. مدل CODeff و BODeff در پیش بینی RMSE

 BODeff در پیش بینی پارامتر RMSE و DC باعث افزایش مقادیر FIS

نسبت به مدل FFNN گردیده است. در مقایسه این مدل با مطالعات مشابه 
CODeff در ترکیب ورودی 

t-1 و BODeff
t-1 مشاهده می شود که استفاده از

ها باعث افزایش دقت مدل سازی گردیده  است. برای مثال، پای و همکاران 
ورودی های  ترکیب  و   ANFIS و   ANN مدل های  از  استفاده  با   ]21[

pH ،COD و SS اقدام به پیش بینی COD پساب کرده اند که نتایج 

مدل سازی ANN و ANFIS در مقایسه با نتایج ارائه شده در این مطالعه 
برای هر دو مدل ضعیف تر می باشد. همچنین در مطالعه انجام شده توسط 
ون و همکاران ]19[ که از دو مدل ANN و ANFIS جهت مدل سازی 
COD پساب با ورودی های T ،DO ،SS ،pH ،COD و Q استفاده 

کرده اند، مشاهده می شود که نتایج ارائه شده به وسیله این ترکیب ورودی نیز 
از نتایج ارائه شده در جدول 2 ضعیف تر می باشد. 

همان طور که در جدول 2 ملاحظه می شود، مدل SVR باعث افزایش 
مقدار DC برای تخمین پارامتر BODeff تا 2% در مرحله آموزش و 3% در 
مرحله صحت سنجی نسبت به مدل FFNN شده  است، ولی این مدل تغییر 
ایجاد نکرده  است.   CODeff پارامتر  RMSE و DC چندانی در مقادیر
بنابراین برای پیش بینی پارامتر BODeff تصفیه خانه فاضلاب تبریز استفاده 
CO- پیشنهاد می گردد، در حالی که برای پیش بینی پارامتر SVR  از مدل

Deff، هر سه مدل ANFIS ،FFNN و SVR می تواند مورد استفاده 

قرار گیرد.
ARI- 2، مقایسه نتایج مدل های هوش مصنوعی و مدل  طبق جدول

به سایر مدل ها،  نسبت  در جدول  ثبت شده   DC مقدار  با کمترین   MA

نشان می دهد که مدل ARIMA به دلیل خطی بودن، قادر به پیش بینی 
پدیده های غیر خطی و پیچیده نیست، در حالی که مدل های غیرخطی نتایج 
این مدل سازی نشان دادن  انجام  از  ارائه می دهند. هدف  بهتر و دقیق تری 

.ARIMA و FFNN، ANFIS، SVR به وسیله مدل های CODeff و BODeff جدول  . نتایج مدل سازی پارامترهای

Table 2. Results of BODeff and CODeff predictions by single models of FFNN, ANFIS, SVR, and ARIMA.

 

 .ARIMAو  FFNN، ANFIS، SVR یهامدل یلهبه وس effCOD و effBOD پارامترهای سازیمدل یجنتا :2 جدول
Table 2. Results of BODeff and CODeff predictions by single models of FFNN, ANFIS, SVR, and ARIMA. 

 **DC  RMSE تکرار تعداد *مدل ساختار پارامتر مدل
 سنجیصحت آموزش  سنجیصحت آموزش

FFNN 
BOD 3-5-2 200 0500/0 2207/0  0542/0 0235/0 
COD 2-5-3 230 0355/0 2220/0  0700/0 0235/0 

ANFIS 
BOD 0230/0 0703/0  2705/0 0432/0 20 7-ایذوزنقه 
COD 0233/0 0727/0  2240/0 0440/0 70 7-مثلثی 

SVR 
BOD 7/0-007/0-20 - 0732/0 2475/0  0543/0 0233/0 
COD 7/0-007/0-22 - 0325/0 2220/0  0577/0 0232/0 

ARIMA 
BOD (51212) - 0453/0 3702/0  0543/0 0755/0 
COD (71212) - 0550/0 3720/0  0550/0 0203/0 

 *a-b-c مدل در خروجی لایه و میانی لایه ورودی، لایه هاینرون به ترتیب به FFNN به ترتیب به و c-ε-γ مدل در SVR همچنین (a,b,c) به ترتیب به 
 مدل در مدل ساختار از منظور .دارد اشاره ARIMA مدل در بینیپیش خطاهای برای زمانی تاخیر مرتبه و تفاضلی مرتبه خودهمبستگی، جملات مرتبه

ANFIS دباشمی آن تعداد و عضویت تابع نوع. 
 .باشدمی بعد بدون و اندگشته محاسبه شده نرمال مقادیر برای RMSE مقادیر** 
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توانایی مدل های غیرخطی در مقایسه با مدل خطی در پیش بینی پدیده های 
غیرخطی و پیچیده است. برای مثال کارایی مدل SVR در مقایسه با مدل 

ARIMA بیش از 50% در مرحله صحت سنجی می باشد.

با مقایسه نتایج مدل های منفرد هوش مصنوعی مشخص شد که مدل 
FFNN در اکثر برآوردهای نقطه اوج عملکرد خوبی ندارد، زیرا یک مدل 

در  شده است،  داده  نشان   7 در شکل  که  همان طور  است.  کننده  درون یاب 
اکثر مدل های ANFIS، مقادیر به دست آمده پایین تر از مقادیر مشاهده 
شده هستند، همچنین مدل SVR تخمین های بالاتری را نسبت به مقادیر 
 8-b شکل  در  که  همان طور  دیگر،  طرف  از  می دهد،  ارائه  شده  مشاهده 
نشان داده شده است، هر دو مدل ANFIS و SVR تخمین های بهتری 

نسبت به مدل ANN ارائه کرده اند، در حالی که در شکل c-8، که بخش 
دیگری از همان سری زمانی است، مدل ANFIS تخمین ضعیفی از مقادیر 
مشاهده شده ارائه می دهد. بنابراین می توان نتیجه گرفت که هر مدل دارای 
پارامترهای  مدل سازی  در  بهتری  توانایی  مدل  هر  و  است  محدودیت هایی 
مختلف دارد و مدلی که از همه جوانب بهتر باشد، وجود ندارد. بنابراین، با 
ترکیب مدل های مختلف، عملکرد مدل سازی می تواند بهبود یابد. از این رو 
با  منفرد  مدل های  خروجی  مدل سازی،  عملکرد  بهبود  برای  بعد  مرحله  در 
استفاده از روش های مطرح شده در روابط )7( و )8( و نیز مدل ترکیبی عصبی 

با هم ترکیب شدند. 

 

 

 

 

 

 

 

 

 
 

 یاز سر یقسمت (b) روزانه، effBOD زمانی سری کل (a) ،روزانه BOD زمانی سری در SVR و ANFIS مدل عملکرد مقایسه :7 شکل
 .روزانه effBOD یزمان

Fig. 7. Comparison of FFNN, ANFIS, and SVR models performances in modeling daily effluent BOD time 
series, (a) whole of daily effluent BOD time series, (b), (c) and (d) details of daily effluent BOD time series. 

 

 

 

 

شکل 7. مقایسه عملکرد مدل ANFIS و SVR در سری زمانی BOD روزانه، )a( کل سری زمانی BODeff روزانه، )b( قسمتی از سری 
زمانی BODeff روزانه.

Fig. 7. Comparison of FFNN, ANFIS, and SVR models performances in modeling daily effluent BOD time 
series, (a) whole of daily effluent BOD time series, (b), (c) and (d) details of daily effluent BOD time series.



نشریه مهندسی عمران امیرکبیر، دوره 53، شماره 11، سال 1400، صفحه 4683 تا 4702

4696

نتایج مدل های ترکیبی- 2- 3
ترکیب  روش  از  استفاده  شد،  اشاره   1-3 قسمت  در  که  همان طور 
روش های  از  استفاده  گردد.  مدل سازی  عملکرد  بهبود  باعث  می تواند  مدل 
دقت  افزایش  باعث  منفرد،  مدل های  پیش بینی های  ترکیب  در  مختلف 
مدل سازی می گردد. از این رو در این مطالعه، از سه روش ترکیب مدل شامل 
میانگین گیری خطی ساده و وزن دار و نیز روش ترکیبی غیرخطی با استفاده 
از شبکه عصبی مصنوعی جهت ترکیب نتایج مدل های منفرد استفاده شده 
است. برای این منظور، پارامترهای دو مدل میانگین گیری خطی وزن دار و 
در  شدند.  برآورد  کالیبره  داده های  از  استفاده  با  تنها  عصبی،  ترکیبی  مدل 
مدل ترکیبی عصبی همانند مدل منفرد FFNN، با بکارگیری تابع تانژانت 
سیگموید به عنوان تابع محرک در لایه های میانی و خروجی، و با استفاده 
از الگوریتم آموزشی پس انتشار و الگوریتم بهینه سازی گرادیان توأم مقیاس 
شده آموزش داده شد و بهترین ساختار شبکه توسط روش آزمون و خطا به 
دست آمد. نتایج پیش بینی پارامترهای BOD و COD پساب در جدول 

3 ارائه شده  است. سری زمانی مشاهده و محاسبه شده توسط مدل ترکیبی 
عصبی برای پارامترهای BOD و COD پساب به ترتیب در شکل 9 و 10 
نشان داده شده  است. همچنین دیاگرام های متقابل برای مدل هاي ترکیبی 
 a پساب در شکل 11 به ترتیب COD و BOD عصبي براي پارامترهای

و b نشان داده شده است.
بر اساس جدول 3 نتایج حاکی از آن است که تقریبا تمامی روش های 
 RMSE و DC ترکیب مدل باعث افزایش دقت مدل سازی شده اند. مقادیر
به دست آمده نشان می دهد که استفاده از روش ترکیب مدل باعث افزایش 
دقت و صحت مدل سازی ها در مقایسه با مدل های منفرد گشته است. عملکرد 
روش ترکیب مدل به انتخاب مدل های منفرد بستگی دارد، زیرا هر مدل به 
طور ذاتی توانایی ها و محدودیت هایی در ساختار خود دارد. مطابق جدول 3، 
روش ترکیب مدل نتایج بهتری را در مقایسه با مدل های منفرد برای هر دو 
پارامتر BODeff و CODeff ارائه داده  است. این امر به این دلیل است که 
بایاس را کاهش می دهد و  ادغام خروجی های مدل های منفرد، واریانس و 

 

 

 

 

 

 

 

 

 

 
 

 زمانی سری کل (a) ،روزانه BODمربوط به  یزمان یمختلف سر هایدر قسمت ANNو  ANFIS, SVR هایمدل عملکرد مقایسه :8 شکل
effBOD ،روزانه (b)  و(c) یزمان یاز سر یقسمت effBOD روزانه. 

Fig. 8. Ensemble model results of BODeff for validation step. 
 

 

 

 

 

 

 BODeff کل سری زمانی )a( ،روزانه BOD در قسمتهای مختلف سری زمانی مربوط به ANN و ANFIS, SVR شکل 8. مقایسه عملکرد مدلهای
روزانه، )b( و )c( قسمتی از سری زمانی BODeff روزانه.

Fig. 8. Ensemble model results of BODeff for validation step.
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جدول 3. نتایج مدل سازی ترکیبی برای پیش بینی پارامترهای BOD و COD پساب

Table 3. Ensemble modeling results to predict BODeff and CODeff parameters

 

 

 
 پساب CODو  BOD یپارامترها بینییشپ یبرا یبیترک یسازمدل یجنتا :3 جدول

Table 3. Ensemble modeling results to predict BODeff and CODeff parameters 

 **DC  RMSE *مدل ساختار ترکیبی مدل پارامتر
 سنجیصحت آموزش  سنجیصحت آموزش

BOD 
 0207/0 0253/0  2027/0 0425/0 - ساده گیریمیانگین
 0207/0 0253/0  2027/0 0400/0 - داروزن گیریمیانگین
 0220/0 0200/0  0070/0 0302/0 4-5-2 یعصب گیریمیانگین

COD 
 0202/0 0230/0  0205/0 0203/0 - ساده گیریمیانگین
 0202/0 0230/0  0200/0 0020/0 - داروزن گیریمیانگین
 0202/0 0224/0  0702/0 0750/0 4-5-2 یعصب گیریمیانگین

 *a-b-c خروجی لایه و میانی لایه ورودی، لایه هاینرون دهندهنشان ترتیب به. 
 .باشدمی بعد بدون و اندگشته محاسبه شده نرمال مقادیر برای RMSE مقادیر** 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 
 روزانه BODپارامتر  یبرا یعصب یبیمدل ترک یسنجمرحله صحت یجنتا :9 شکل

Fig. 9.  Ensemble model results of Daily BOD for validation step. 
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شکل 9. نتایج مرحله صحت سنجی مدل ترکیبی عصبی برای پارامتر BOD روزانه

Fig. 9. Ensemble model results of Daily BOD for validation step.
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 روزانه CODپارامتر  یبرا یعصب یبیمدل ترک یسنجمرحله صحت یجنتا :11 شکل

Fig. 10. Scatter plots of neural ensemble model for Daily COD parameter 
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شکل 0 . نتایج مرحله صحت سنجی مدل ترکیبی عصبی برای پارامتر COD روزانه

Fig. 10. Scatter plots of neural ensemble model for Daily COD parameter

 

 

 

 

 

 

 

 

 

 

  
 

 روزانه  COD.(b)روزانه ،  BOD. (a) های ترکیبی عصبی برایدیاگرام متقابل مرحله صحت سنجی مدل :11 شکل
Fig. 11. Cross-sectional diagram of validation of neural ensemble models for (a) Daily BOD, (b) Daily 

COD.  
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Fig. 11. Cross-sectional diagram of validation of neural ensemble models for (a) Daily BOD, (b) Daily COD.
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بازده مدل سازی را بهبود می بخشد. به طوری که روش میانگین گیری خطی 
غیرخطی  میانگین گیری  روش  و  وزن دار  خطی  میانگین گیری  روش  ساده، 
عصبی باعث افزایش عملکرد مدل سازی هوش مصنوعی برای پارامترهای 
BODeff و CODeff روزانه، به ترتیب برابر 1%، 1%، 3% و %2، %2، %7 

برای مرحله آموزش و 11%، 11%، 13% و 14%، 14%، 15% برای مرحله 
طور  همان  گردیده  است.  منفرد   FFNN مدل  به  نسبت  سنجی  صحت 
که در قسمت قبل ذکر شد برخی از مدل ها تخمین بالاتر و برخی تخمین 
پایین تری از مقادیر مشاهده شده ارائه داده اند و هر کدام از مدل های منفرد 
در مدل سازی بخشی از سری زمانی عملکرد مناسبی دارند و در برآورد بعضی 
نتایج  با هم باعث بهبود  قسمت های دیگر ضعف هایی دارند که در ترکیب 
نسبت به مدل های اولیه شده اند. از این رو، هدف اصلی روش ترکیب مدل، 
ترکیب مدل های مختلف برای کاهش محدودیت های هر مدل جداگانه برای 
تهیه یک مدل پیشرفته است که از دقت بالاتری نسبت به مدل های منفرد 
برخوردار است. واضح است که استفاده از روش ترکیب مدل تأثیر چندانی روی 
مقادیر DC آموزشی نداشته ولی باعث افزایش مقادیر DC صحت سنجی 
مصنوعی،  هوش  منفرد  مدل های  نتایج  نزدیکی  به  توجه  با  گردیده  است. 
میانگین گیری  و  ساده  میانگین گیری  ترکیبی  مدل های  اینکه  علت  به  و 
وزن دار مستقیماً از مدل های منفرد تأثیر می پذیرند؛ در نتیجه نتایج مدل های 
میانگین گیری خطی ساده و وزن دار بسیار نزدیک به هم به دست آمده  است. 
در بین مدل های ترکیبی خطی نیز مدل میانگین گیری وزن دار، به علت تأثیر 
دادن بیشتر مدل با کارایی بالاتر، در برخی موارد عملکرد بهتری نسبت به 
مدل میانگین گیری ساده نشان داده  است. در مجموع نتایج حاکی از آن است 
که روش ترکیب مدل باعث افزایش دقت مدل سازی شده  است، زیرا هر مدل 
مزایا و معایبی دارد، و ترکیب مدل از اجزا هر کدام از مدل های منفرد استفاده 
مدل  عملکرد  دارد.  پدیده  مدل سازی  در  بیشتری  توانایی  بنابراین  می کند، 
ترکیبی غیرخطی با شبکه عصبی از دو مدل ترکیبی خطی به دست آمده  بهتر 
می باشد. چون در مدل ترکیبی غیرخطی از شبکه عصبی مصنوعی استفاده 
شده و به علت ماهیت غیرخطی پدیده، در نتیجه مدل غیرخطی پدیده مورد 
بررسی را با دقت بیشتری مدل می کند. از سوی  دیگر چون مدل های ترکیبی 
خطی رابطه مستقیمی با مدل های منفرد دارند، در صورت ضعیف بودن نتایج 
یکی از مدل های منفرد نتایج مدل های ترکیبی خطی نیز از این ضعف متأثر 

می شود که در چنین شرایطی مدل ترکیبی عصبی بسیار مفید خواهد بود.

نتیجه4گیری-44
عوامل  مهم ترین  از  یکی  فاضلاب،  تصفیه خانه های  صحیح  راهبری 
مدیریتی بخش آب و فاضلاب به شمار می آید. بنابراین استفاده از روش هایی 
از  کند،  پیش بینی  را  فاضلاب  تصفیه خانه های  کارایی  و  عملکرد  بتواند  که 
ارزیابی  جهت  مطالعه،  این  در  این رو،  از  است.  برخوردار  ویژه ای  اهمیت 
عملکرد تصفیه خانه فاضلاب شهر تبریز، پارامترهای کیفی پساب با استفاده 
انتخاب شده  پارامترهای  گردیدند.  پیش بینی  روش های هوش مصنوعی  از 
برای این منظور BOD و COD پساب خروجی می باشند. در ابتدا مدل  
برای  ترتیب  به   150 و   100 تکرارهای  و   )5-3-1( ساختار  با   FFNN

 BOD ایجاد شد و نتایج قابل قبولی را برای مدل سازی COD و BOD

و COD ارائه داد. سپس از مدل ANFIS با ساختار ذوزنقه ای و مثلثی 
با تکرارهای 19 و 20 به ترتیب برای تخمین BOD و COD خروجی 
 FFNN اندکی بهتر از ANFIS استفاده شد که نتایج ارائه شده توسط
که  بکارگرفته شد  منظور  این  برای  نیز   SVR مدل  است.  آمده   به دست 
"مقایسه نتایج به دست آمده از مدل های منفرد نشان داد که مدل SVR در 
مرحله صحت سنجی نسبت به دیگر مدل های منفرد نتایج بهتری دارد". در 
نهایت برای مقایسه بهتر عملکرد مدل های خطی و غیرخطی در پیش بینی 
پدیده های غیرخطی، از مدل خطی ARIMA استفاده گردید و نشان داده 
به دلیل ساختار خطی خود به خوبی مدل های   ARIMA "مدل  شد که 
فرآیندهای  مانند  غیرخطی  پدیده های  پیش بینی  به  قادر  مصنوعی  هوش 
قابل  نتایج   ARIMA مدل خطی  که  هرچند  نمی باشد،  فاضلاب  تصفیه 
با مدل  ارائه کرد ولی در مقایسه  پارامترهای مذکور  قبولی را در پیش بینی 
پیشنهادی این مطالعه از دقت کمتری برخوردار است". علت این امر توانایی 
ناایستا  محدود مدل های خطی در مدل سازی سری های زمانی غیرخطی و 
می باشد. با توجه به اینکه هر مدل دارای توانایی ها و نارسایی هایی در ساختار 
قالب  در  مختلف  مدل های  توانمندی های  از  استفاده  برای  می باشد،  خود 
یک مدل واحد، از روش ترکیب مدل استفاده گردید. روش ترکیب مدل با 
استفاده از سه روش میانگین گیری خطی ساده، میانگین گیری خطی وزن دار 
گرفته شد که  کار  به  با شبکه عصبی مصنوعی  میانگین گیری غیرخطی  و 
نتایج مدل سازی ها نشان داد که "مدل های ترکیبی تقریب بهتری نسبت به 
مدل های منفرد ارائه می کنند و روش های ترکیب مدل، کارایی مدل سازی را 
افزایش می دهند". با توجه به اینکه کارایی مدل های ترکیبی میانگین گیری 
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این  از  است،  منفرد  مدل های  با  مستقیم  رابطه  در  وزن دار  و  ساده  خطی 
میانگین گیری  بر مدل های خطی  منفرد  از مدل های  نتایج ضعیف یکی  رو 
ساده و وزن دار تأثیر می گذارد. به علت نزدیکی نتایج مدل های منفرد، نتایج 
مدل های ترکیبی میانگین گیری ساده و وزن دار نیز بسیار نزدیک به هم به 
دست آمد. در بین سه روش مختلف ترکیب مدل، "مدل ترکیبی غیرخطی با 
شبکه عصبی کاراتر و مناسب تر بود و این روش ترکیب مدل باعث افزایش 
BOD و  پارامترهای  برای  ترتیب  به  عملکرد مدل سازی هوش مصنوعی 
COD روزانه تا 13% و 15% در مرحله صحت سنجی و تا 3% و 7% در 

مرحله آموزش شده  است". موفقیت مدل ترکیبی عصبی بر این اساس است 
که به علت استفاده از مدل FFNN در مدل ترکیبی، مدل توسعه یافته دارای 
دارای ماهیت غیرخطی است به طوری که می تواند رفتار غیرخطی پدیده را 
بکار  رو"  این  از  کنند.  ترکیبی خطی مدل سازی  از سایر مدل های  دقیق تر 
برای  مناسبی  با شبکه عصبی می تواند روش  ترکیبی غیرخطی  بردن مدل 

مدل سازی پدیده های غیرخطی همچون تصفیه خانه های فاضلاب باشد".

پیشنهاد برای مطالعات آینده- 1- 4
 برای مطالعات آینده، پیشنهاد می شود تأثیر سایر پارامترهای ورودی به 
بر روی  یا مقدار لجن ورودی  مانند کلیفرم مدفوعی  تصفیه خانه فاضلاب 
کیفیت پساب خروجی بررسی شود. همچنین در روش ترکیب مدل غیرخطی، 
تأثیر  و  استفاده گردد   ANN به جای  از سایر روش های هوش مصنوعی 
روش اعمالی جدید بر روی دقت مدل سازی ها با مطالعه حاضر مقایسه گردد.
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