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ABSTRACT:  Identifying and examining the types of cracks in concrete structures is one of the 
challenging engineering issues. Detection of crack bifurcation is very important because it detects 
high-intensity surfaces in concrete structures. In this paper, a new architecture based on convolutional 
neural networks is presented for crack classification in concrete structures. The proposed architecture 
detected and classified crack bifurcation in less time and with higher accuracy than other conventional 
and authentic deep learning architectures. In this paper, the cracks in 12000 images of concrete structures 
were investigated by the proposed algorithm, which resulted in 99.3% accuracy in categorizing as non-
cracked images, images with simple cracks, and bifurcated crack images. Moreover, the analysis of 
the confusion matrix showed an accuracy of 99.3% and a recall of 99.5%, which confirmed the proper 
performance of the proposed algorithm. The sensitivity analysis of the proposed algorithm also showed 
the need for proportionality between the number of data, the number of neurons in the fully connected 
layer, execution time, and the expected percentage of accuracy according to the application of the 
problem.
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1.  INTRODUCTION
Cracks in concrete structures such as bridges, dams, and 

skyscrapers are one of the main indicators of durability and 
possible structural damage [1-6]. Most developed countries 
carry out regular cracks assessments in concrete structures 
as part of infrastructure maintenance [6]. These unavoidable 
issues lead to a great deal of research into the health status 
of concrete structures [7-9]. Visual inspection is the most 
common method used to obtain cracking information such 
as presence, location, thickness, etc. to prepare maintenance 
programs. Although cracking information can be obtained 
from a visual inspection, this method is time-consuming 
and often unreliable; therefore, the results depend on the 
experience and skills of the relevant expert force. Visual 
inspection is also not possible in high-rise structures. To 
overcome the disadvantages of visual inspection, image 
processing, and machine learning algorithms have been 
introduced as promising alternative methods for detecting and 
monitoring cracks [10]. One of the damages that its detection 
could prevent possible future damage to concrete structures is 
the crack bifurcation. If the crack splits into two or more new 
cracks at the change of direction, this point is called the crack 
bifurcation [11]. In this research, in a classification system, 
crack bifurcation in concrete structures is detected and 
classified. The innovation of this research can be mentioned 
in two cases:

1. The proposed architecture of this paper is a combination 
of different deep layers that has led to a unique structure.

2. Although some previous studies have examined, 
detected and classified cracks in concrete structures [6, 12-
14], detection of crack bifurcation has received less attention 
[11]. In some articles, the purpose of which was only to detect 
cracks (and not to classify some specific types of them), crack 
bifurcation is also considered, but they have not classified 
the crack bifurcation as a specific type [14]. Therefore, in 
this research, crack bifurcation is detected and classified in 
concrete structures. 

The achievements of this research are as follows:
1. Achieving 99.3% accuracy that is high in classifying 

cracks compared to other methods;
2. Relatively low execution time of the proposed 

architecture (76 min) compared to other valid architectures in 
deep learning on the same hardware platform.

2. METHODOLOGY 
The proposed method of this paper for detecting and 

classifying cracks in concrete structures according to the 
block diagram of Fig. 1 is that first in the data collection stage, 
a video of the concrete structure is prepared by a quadcopter. 
The saved video is then converted to a panoramic image of 
the concrete structure. In the next step, the panoramic image 
is decomposed into small images with the desired resolution. 
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After the data collection step, pre-processing is done to 
remove possible noise and adjust the color intensity of the 
images. Finally, by designing a deep learning network, the 
images extracted from concrete structures are classified into 
three categories. Fig. 2 also shows the proposed architecture 
of this research. In this architecture, maximum integration 
was used across the network to maintain the best features. 
Moreover, after the convolution layer packet normalization is 
located in the first and second blocks. There is a Relu nonlinear 
activator function in the first three blocks of the proposed 
architecture [15]. At the end of the network and in the fourth 
block, two fully connected layers have been used. To prevent 
over-fitting, a random removal layer is used between fully 
connected layers to reduce parameters. In the last layer, the 
Softmax function is considered for classification as well [16].

3. RESULTS AND DISCUSSION
The confusion matrix for the proposed algorithm of this 

research is shown in Table 1. As can be deduced from this 
Table, the proposed algorithm has been able to detect the 
presence of bifurcated crack images of concrete structures in 
99.5% of cases. Also, according to this Table, the accuracy, 
precision, and call of the proposed algorithm are 99.3, 99.3, 
and 99.5%, respectively.

Generally, the convolutional neural networks require large 
volumes of labeled data. Of course, it is not always possible 
to provide a lot of labeled data, and in many cases, this has 
limitations. Although high-tagged data can increase accuracy, 
it increases computation time and can overshadow the online 
nature of the learning algorithm. Therefore, the relationship 
between the number of data and the execution time of the 
program as well as the desired accuracy is a challenge that 
can vary depending on the subject under study. Sensitivity 
analysis of the number of data in the proposed algorithm 
showed that although the execution time of the algorithm 
decreases with decreasing the number of data, the percentage 
of accuracy also decreases, which confirms the challenge 
of proportionality between the number of data, execution 
time, and expected percentage of accuracy. However, at least 
10,000 data results in a good accuracy of over 90% and an 
approximate time of 62 minutes.

4. CONCLUSION
According to the intelligent method presented in this 

paper, the images extracted from the flying robot, which 
can cover all parts of a concrete structure, were classified 
by a proposed deep architecture. This classification included 
categories of non-cracked images, images with simple cracks, 

 
Fig. 1. Proposed block diagram for crack image classification. 

  

 
 

Fig. 2. The proposed architecture. 
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The confusion matrix for the proposed algorithm of this research is shown in Table 1. As can be deduced from 
this table, the proposed algorithm has been able to detect the presence of bifurcated crack images of concrete 
structures in 99.5% of cases. Also, according to this table, the accuracy, precision, and call of the proposed 
algorithm are 99.3, 99.3, and 99.5%, respectively. 

 
Table 1. The confusion matrix for the proposed algorithm. 

               Predicted 
Actual Non-Cracked Simple Crack Bifurcated 

Crack 

Non-Cracked 0.993 0.006 0.001 
Simple Crack 0.003 0.991 0.006 

Bifurcated Crack 0.001 0.004 0.995 

 
Generally, the convolutional neural networks require large volumes of labeled data. Of course, it is not always 

possible to provide a lot of labeled data, and in many cases, this has limitations. Although high-tagged data can 
increase accuracy, it increases computation time and can overshadow the online nature of the learning algorithm. 
Therefore, the relationship between the number of data and the execution time of the program as well as the 
desired accuracy is a challenge that can vary depending on the subject under study. Sensitivity analysis of the 
number of data in the proposed algorithm showed that although the execution time of the algorithm decreases 
with decreasing the number of data, the percentage of accuracy also decreases, which confirms the challenge of 
proportionality between the number of data, execution time, and expected percentage of accuracy. However, at 
least 10,000 data results in a good accuracy of over 90% and an approximate time of 62 minutes. 
 
4. Conclusion 

According to the intelligent method presented in this paper, the images extracted from the flying robot, which 
can cover all parts of a concrete structure, were classified by a proposed deep architecture. This classification 
included categories of non-cracked images, images with simple cracks, and bifurcated crack images, which 
yielded 99.3% accuracy. The strengths of this paper can be summarized in four cases: first, the proposed deep 
architecture is much less complex than other deep architectures, and secondly, it simply leads to higher accuracy 
than the other methods introduced in the previous studies and other deep architectures have been validated. The 
third case involves less execution time than other methods. The fourth and final advantage of this article is the 
detection of crack bifurcation, which has received less attention in other articles. Although the proposed method 
may not be suitable for being online due to runtime, the use of a strong hardware system could help to realize this 
idea. Besides, the use of flying robots, in addition to the advantage of the quadcopter, can be useful and effective 
in the online investigation of crack bifurcation and other important cracks in concrete structures. 
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and bifurcated crack images, which yielded 99.3% accuracy. 
The strengths of this paper can be summarized in four cases: 
first, the proposed deep architecture is much less complex 
than other deep architectures, and secondly, it simply leads 
to higher accuracy than the other methods introduced in 
the previous studies and other deep architectures have been 
validated. The third case involves less execution time than 
other methods. The fourth and final advantage of this article 
is the detection of crack bifurcation, which has received less 
attention in other articles. Although the proposed method 
may not be suitable for being online due to runtime, the use 
of a strong hardware system could help to realize this idea. 
Besides, the use of flying robots, in addition to the advantage 
of the quadcopter, can be useful and effective in the online 
investigation of crack bifurcation and other important cracks 
in concrete structures.
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یک روش هوشمند برای طبقه بندی ترک در سازه های بتنی بر اساس شبکه های عصبی عمیق

نوشین بیگدلی*، حامد جباری، مهدی شجاعی

دانشکده فنی و مهندسی، دانشگاه بین  المللی امام خمینی )ره(، قزوین، ایران

خلاصه: شناسایی و بررسی انواع ترک ها در سازه های بتنی یکی از موضوعات چالش برانگیز در حوزه مهندسی به شمار 
می رود. تشخیص چندشاخگی در ترک به دلیل اینکه موجب شناسایی سطوح شدت بالا در سازه های بتنی می شود، از 
اهمیت بسزایی برخوردار است. در این مقاله یک معماری جدید بر مبنای شبکه های عصبی کانولوشنی برای طبقه بندی 
ترک در سازه های بتنی ارائه گردید. معماری پیشنهادی در زمان کمتر و صحت بالاتر نسبت به سایر معماری های مرسوم 
و معتبر در یادگیری عمیق، چندشاخگی در ترک را شناسایی و طبقه بندی کرد. در این مقاله ترک های موجود در 12000 
تصویر سازه های بتنی توسط الگوریتم پیشنهادی بررسی شدند که در نتیجه این تصاویر با صحت 99/3 درصد در دسته های 
تصاویر بدون ترک، تصاویر دارای ترک ساده و تصاویر دارای چندشاخگی در ترک طبقه بندی شدند. همچنین تحلیل 
ماتریس درهم ریختگی نشان از دقت 99/3 درصد و فراخوانی 99/5 درصد داشت که تأییدی بر عملکرد مناسب الگوریتم 
پیشنهادی بود. آنالیز حساسیت الگوریتم  پیشنهادی نیز الزام وجود تناسب میان تعداد داده، تعداد نورون های لایه تماماً 

متصل، زمان اجرا و درصد صحت مورد انتظار با توجه به کابرد مسأله را نشان داد.                
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1- مقدمه
ترک ها در سازه های بتنی از جمله پل ها، سدها و آسمان خراش ها 
به  احتمالی  ساختاری  آسیب های  و  دوام  اصلی  از شاخص های  یکی 
منظم  ارزیابی  توسعه یافته  کشورهای  بیشتر   .]6-1[ می روند  شمار 
ترک در سازه های بتنی را به  عنوان بخشی از نگهداری زیرساخت ها 
انجام می دهند ]6[. این مسائل اجتناب ناپذیر موجب تحقیقات زیادی 
در زمینه مشاهده وضعیت سلامتی سازه های بتنی شده است ]9-7[. 
بازرسی بصری متداول ترین روش استفاده  شده برای به دست آوردن 
اطلاعات ترک مانند وجود، موقعیت، ضخامت و غیره به  منظور تهیه 
یک  از  را  ترک  اطلاعات  می توان  اگرچه  است.  نگهداری  برنامه های 
بازرسی بصری به دست آورد، اما این روش وقت گیر و معمولاً غیرقابل 

متخصص  نیروی  مهارت  و  تجربه  به  نتایج  که  چرا  است،  اطمینان 
دارای  سازه های  در  بصری  بازرسی  همچنین  دارد.  بستگی  مربوطه 
بصری،  بازرسی  معایب  بر  غلبه  برای  نیست.  امکان پذیر  نیز  ارتفاع 
امیدوار  جایگزین  روش  یک  عنوان  به  تصویر  پردازش  الگوریتم های 
بطور  ترک ها معرفی شده اند ]10[.  بر  نظارت  و  بررسی  برای  کننده 
کلی در این الگوریتم ها از تصاویر سطح سازه های بتنی برای پردازش و 
آنالیز ترک ها استفاده می شود که منجر به حصول اطلاعاتی نظیر وجود 
یا عدم وجود ترک در بتن، موقعیت و ضخامت ترک ها می گردد. اگرچه 
کارایی مناسب این الگوریتم ها منجر به کاربرد بالای آن ها در زمینه 
شناسایی ترک های بتنی شده است، اما وجود لکه های تیره، سایه ها، 
گردوغبار، کلوخگی ها و سوراخ های احتمالی موجود در تصاویر سطحی 
بنابراین،  گردد.  ترک ها  نادرست  تشخیص  به  منجر  می تواند  بتن ها 
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تشخیص ترک های واقعی از تصاویر سطحی سازه های بتنی فرآیندی 
مهم در تشخیص و طبقه بندی ترک ها محسوب می شود.

در  نوآورانه  و  ترکیبی  ابزاری  عنوان  به  ماشین  یادگیری  امروزه 
برنامه های مختلف مهندسی به  خصوص شناسایی ترک ها در سازه های 
بتنی شناخته شده است ]11, 12[. روش های یادگیری ماشین بطور 
از تصاویر آموزش  معمول شامل شناسایی ویژگی های متمایز کننده 
مدل  می شود. سپس  طبقه بندی  مدل  یک  ایجاد  به  منجر  که  است 
طبقه بندی آموزش دیده بر روی تصاویر جدید )تصاویر آزمایش( اعمال 
می شود تا در آن ها ترک های سطحی شناسایی شوند. معمولاً الگوهای 
و  پیکسلی(  گروه  هر  در  پیکسل ها  تعداد  و  تراکم  )مانند  هندسی 
خصوصیات آماری شدت پیکسل ها )مانند میانگین و انحراف معیار( به 
عنوان ویژگی هایی جهت تمایز تصاویر حاوی ترک و تصاویر بدون ترک 
انتخاب می شوند که منجر به تولید یک مدل طبقه بندی می شوند. قابل 
 ذکر است که در اکثر این روش ها تمایز میان خطوط شبیه به ترک 
)که دارای شکل هندسی و رنگ های مشابه با ترک های واقعی هستند( 

برای طبقه بندی  است.  قابل تشخیص  به سختی  واقعی،  ترک های  و 
استخراج  به  نیاز  قوی  طبقه بندی  مدل  یک  تولید  منظور  به  و  مؤثر 
ویژگی های پیشرفته از تصاویر سطوح ترک ها در سازه های بتنی است. 
در دهه اخیر یادگیری عمیق1 که دسته ای از الگوریتم های یادگیری 
ماشین و هوش مصنوعی است و تلاش می کند مفاهیم انتزاعی سطح 
بالا را با استفاده از یادگیری در سطوح و لایه های مختلف مدل کند، 
به عنوان روشی قدرتمند در موضوعات تشخیص و طبقه بندی معرفی 
شده است ]13[. ایده یادگیری عمیق با الهام از ساختار طبیعی مغز 
در  است  توانسته  جدید  فن آوری های  و  امکانات  کمک  به  و  انسان 
ماشین  یادگیری  و  مصنوعی  هوش  به  مربوط  حوزه های  از  بسیاری 
یادگیری  مزایای  جمله  از  کند.  کسب  را  چشم گیری  موفقیت های 
عمیق می توان به یادگیری خودکار و چندلایه ویژگی ها، دقت بالا در 
نتایج، قدرت تعمیم بالا و شناسایی داده های جدید، پشتیبانی گسترده 

سخت افزاری و نرم افزاری اشاره کرد ]14[.

1  Deep Learning

 های بتنیبندی ترک در سازههای تشخیص و طبقهای از انواع کلی روش: مقایسه1جدول 
Table 1. The comparison of general types of crack detection and classification methods in concrete 

structures 
 

 هایروش
 تشخیص

 و
 بندیطبقه

 ترک

 معایب مزایا روش

های روش
 غیرهوشمند

 ساده آزمایش بصری
 سریع

 الزام در دسترس بودن محدوده آزمایش
 الزام تمیز بودن سطح آزمایش

 عدم تشخیص عمق ترک
 نیازمند نیروی متخصص

 غیر قابل اطمینان

 هایآزمایش دستگاه
 [11]فراصوت  تولید امواج

امکان اظهار نظر در مورد شکل، نوع و بزرگی 
 ترک

های سطحیبسیار حساس برای آزمایش ترک  
پذیرچندمنظوره و انعطاف  

قیمتنیازمند تجهیزات بسیار گران  
 الزام معلوم بودن نوع آسیب و جهت آن
 الزام در دسترس بودن محدوده آزمایش

 نیازمند تجربه

آزمایش چکش اشمیت 
[11] 

 ساده
 سریع

نیازمند تجهیزات خاص و نیروی 
 متخصص

 الزام در دسترس بودن محدوده آزمایش

 هایروش
 هوشمند

 [11]پردازش تصاویر لیزر 
 دقت بالا

 امکان اظهار نظر در مورد شکل و نوع ترک
بودن محدوده آزمایشعدم الزام در دسترس   

نیازمند زمان و تجهیزات بسیار 
قیمتگران  

 وابستگی بالا به تصاویر آموزش

پردازش تصاویر فراصوت 
[11] 

 دقت بالا
 امکان اظهار نظر در مورد شکل و نوع ترک

 عدم الزام در دسترس بودن محدوده آزمایش

نیازمند زمان و تجهیزات بسیار 
قیمتگران  

 وابستگی بالا به تصاویر آموزش

 پردازش تصاویر دیجیتال
 دقت بالا

 امکان اظهار نظر در مورد شکل و نوع ترک
در دسترس بودن محدوده آزمایش عدم الزام  

قیمتنیازمند زمان و تجهیزات گران  
 وابستگی بالا به تصاویر آموزش

 
  

جدول 1. مقایسه ای از انواع کلی روش های تشخیص و طبقه بندی ترک در سازه های بتنی
Table 1. The comparison of general types of crack detection and classification methods in concrete structures
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در حالت کلی روش های تشخیص و طبقه بندی ترک در سازه های 
کرد.  تقسیم  غیرهوشمند  و  هوشمند  دسته  دو  به  می توان  را  بتنی 
در روش های غیرهوشمند مانند چکش اشمیت ]15[ و دستگاه های 
تولید امواج فراصوت ]16[، نیروی متخصص نتایج حاصل از آزمایش 
بر روی نمونه بتن از منطقه تحت بررسی را ثبت و بررسی می کند. در 
روش های هوشمند، الگوریتم های پردازش تصویر و یادگیری ماشین 
بر روی انواع مجموعه داده تصاویر دیجیتال )تصاویر دیجیتالی، تصاویر 
فراصوت ]17[ و تصاویر لیزر ]18[( اعمال می شود. این روش ها مزایایی 
از جمله عدم نیاز به نیروی متخصص بتن، عدم الزام در دسترس بودن 
نسبت  بالاتر  دقت های  به  دسترسی  امکان  و  آزمایش  مورد  محدوده 
بودن جمع آوری  دارند. همچنین وقت گیر  به روش های غیرهوشمند 
از  نیز می تواند  تجهیزات خاص  الزام وجود  و  این روش ها  در  تصویر 
معایب آن ها به شمار رود. اکثر الگوریتم های پردازش تصویر موجود در 
روش های هوشمند بر اساس یکی از روش های باینری سازی، تشخیص 
لبه و مورفولوژی ریاضی است. باینری سازی تصویر که منجر به تبدیل 
پیکسل های تصویر خاکستری به پیکسل های سیاه یا سفید می شود، 
می تواند برای تشخیص ترک استفاده شود. به این دلیل که ترک ها در 
تصاویر سطحی بتن به صورت یک بخش تیره دیده و در حالت کلی 
در تصاویر باینری شده به صورت پیکسل های سیاه تبدیل می شوند، 
سفید  پیکسل های  صورت  به  روشن تر  نسبتاً  زمینه های  درحالی که 
محلی سازی  با  بتنی  ترک های  لبه،  تشخیص  در  می گردند.  تبدیل 
مورفولوژی  همچنین،  ترک شناسایی می شوند.  پیکسل های  مرزهای 
ریاضی به عنوان یک فرآیند اضافی برای اصلاح شکل های ترک ها و در 
نتیجه بهبود عملکرد شناسایی آن ها استفاده می شود. البته در میان 
این روش اصلی، برخی از مطالعات نیز به بررسی انواع الگوریتم های 
پردازش تصویر استفاده  شده برای تشخیص ترک در سازه های بتنی 
پرداخته اند. جدول 1 خلاصه ای از مزایا و معایب روش های هوشمند و 
غیرهوشمند تشخیص و طبقه بندی ترک در سازه های بتنی را نشان 

می دهد.
از  از روش های هوشمند  با استفاده  تشخیص و طبقه بندی ترک 
دهه آخر قرن نوزدهم به بعد محبوبیت یافت. بطوری که در سال 1993 
شبکه  توسط  ترک  تصاویر  خودکار  طبقه بندی  برای  روشی  میلادی 
عصبی مصنوعی معرفی شد ]19[. این روش تلفیق مدل  شبکه عصبی 
مصنوعی با تکنیک های معمول پردازش تصویر بود که اعمال آن روی 

تصاویر ترک به منظور طبقه بندی در 5 دسته مختلف، میانگین صحت 
با  ابتدا  دیگر در سال 2002  داشت. مطالعه ای  پی  در  را  92 درصد 
برای  آستانه  تعیین دو حد  و  باینری  تصاویر  به  ترک  تصاویر  تبدیل 
تشخیص لبه، با پیاده سازی الگوریتم ماشین بردار پشتیبانی و آنالیز 
شدت توانست تصاویر ترک را در سه دسته با صحت میانگین 86/4 
درصد طبقه بندی کند ]20[. در ادامه و در سال 2011 یک سیستم 
تشخیص و طبقه بندی خودکار بر اساس شبکه های عصبی معرفی شد 
موجود  ترک های  بتنی،  سطوح  تصاویر  مناسب  آنالیز  با  توانست  که 
در آن ها را به دو دسته تصاویر ترک و تصاویر بدون ترک با میانگین 
الگوریتم  دو  همچنین   .]21[ کند  طبقه بندی  درصد   91 صحت 
یادگیری  آستانه ها،  تنظیم  و  لبه  )تشخیص  هوشمند تشخیص ترک 
یکدیگر  با  عمیق و شبکه های عصبی( در مطالعه ای در سال 2018 
مقایسه شدند ]22[. در مطالعه مذکور طبقه بندی تصاویر به دو دسته 
تصاویر دارای ترک و تصاویر بدون ترک توسط دو الگوریتم تشخیص 
لبه و یادگیری عمیق انجام شد که به ترتیب صحتی معادل 79/9 و 
92/08 درصد در پی داشتند. خلاصه ای از الگوریتم های استفاده  شده 
برای طبقه بندی ترک ها در تصاویر سطحی ساز ه های بتنی در جدول 

2 مشاهده می گردد.
با توجه به بررسی مقالات و مطالعات پیشین در زمینه شناسایی 
اگرچه شناسایی  نکته دریافت می شود که  این  و طبقه بندی ترک ها 
ترک ها در سازه های بتنی از لحاظ مهندسی و نگهداری زیرساخت ها از 
اهمیت بالایی برخوردار است، اما تشخیص نوع ترک ها نیز به نوبه خود 
می تواند مهم و ضروری باشد. این امر بدون درک درست از آسیب ها و 
نارسایی های موجود در ترک ها امکان پذیر نیست. یکی از آسیب هایی 
که شناسایی آن می تواند از بروز خسارات احتمالی آتی در سازه های 
بتنی جلوگیری کند، چندشاخگی در ترک هاست. در قسمت هایی از 
سازه های بتنی که دارای نقص سازه هستند، امکان تشکیل ترک های 
کششی وجود دارد. رشد ترک در امتداد محل نقص سازه امکان تغییر 
جهت را دارد که این تغییر زاویه در مکانیک شکست الاستیک خطی 
ترک  ایجاد  و دلایل  بررسی جهت وضعیت سازه  قابل  و  مهم  خیلی 
است. در صورتی که در محل تغییر جهت، ترک به دو یا چند ترک 
با نام چند شاخگی در ترک نام گذاری  انشعاب یابد، این نقطه  جدید 
می شود ]23[. به  بیان  دیگر، در صورت بالا بودن سطح شدت1 ایجاد 

1  Intensity Level
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ترک ها، آن ها می توانند شکسته شده و تبدیل به دو یا چند ترک شوند 
که طول ترک های جدید بسته به میزان شدت، متغیر است. لازم به 
از سطح شدت، سطح شدت حرکت  منظور  اینجا  در  که  است  ذکر 
می گردد.  مشخص  الاستیک  طیفی  شتاب  توسط  که  است  زمین 
بنابراین شناسایی چندشاخگی در ترک  های موجود در سازه های بتنی 
از  بالا شود،  به شناسایی سطوح شدت  آنکه می تواند منجر  به دلیل 
اهمیت بسزایی برخوردار است. به همین منظور در این پژوهش یک 
روش هوشمند بر اساس یادگیری عمیق برای شناسایی و طبقه بندی 
ترک ها در سازه های بتنی ارائه می شود. این روش هوشمند که مبنای 
آن شبکه های عصبی کانولوشنی است، منجر به طبقه بندی ترک ها به 
سه دسته بدون ترک، ترک ساده و چندشاخگی در ترک می شود. از 

همین رو، نوآوری این پژوهش را می توان در دو مورد ذکر کرد: 
عمیق  لایه  های  از  ترکیبی  مقاله  این  پیشنهادی  معماری   -1

مختلف است که منجر به یک ساختار منحصربه فرد شده است.
بررسی،  به  پیشین  پژوهش های  از  برخی  اینکه  وجود  با   -2
تشخیص و طبقه بندی ترک در سازه های بتنی پرداخته اند ]6, 24-

قرار  کمتری  توجه  مورد  ترک ها  در  چندشاخگی  تشخیص  اما   ،]26
گرفته است ]23[. همچنین در برخی از مقالاتی که هدف آنها صرفاً 
است،  بوده  آن(  از  نوع خاص  نه طبقه بندی چند  )و  ترک  تشخیص 

چندشاخگی در ترک نیز لحاظ شده است؛ ولی به طور مشخص به 
طبقه بندی چندشاخگی در ترک به عنوان یک نوع و آسیب خاص در 
ترک نپرداخته اند ]26[. لذا در این پژوهش به طور مشخص و در یک 
سیستم طبقه بندی، چندشاخگی در ترک در سازه های بتنی شناسایی 

و طبقه بندی می گردد.
همچنین دستاوردهای این پژوهش نیز عبارتند از:

1- دست یابی به صحت 99/3 درصد که در طبقه بندی ترک ها و 
در مقایسه با سایر روش ها، صحت بالایی به شمار می رود.

2- زمان اجرای نسبتاً پایین معماری پیشنهادی )76 دقیقه( در 
مقایسه با سایر معماری های معتبر در یادگیری عمیق در یک بستر 

سخت افزاری یکسان.
شامل  پیشنهادی  ساختار   2 بخش  ادامه  در  و  ترتیب  این  به 
عمیق  کانولوشنی  شبکه  طراحی  پیش پردازش،  داده،  جمع آوری 
نتایج و بحث می پردازد. سپس،  معرفی می شود. بخش 3 به بررسی 
آنالیز حساسیت در بخش 4 و نتیجه گیری در بخش 5 صورت می گیرد.

2- ساختار پیشنهادی
ترک ها  و طبقه بندی  برای شناسایی  مقاله  این  پیشنهادی  روش 
در سازه های بتنی مطابق بلوک دیاگرام شکل 1 به این صورت است 

 های بتنیبندی ترک در سازهشده در طبقههای استفاده ای از الگوریتم: خلاصه2جدول 
Table 2. The summary of the used algorithms in the crack classification in concrete structures 

 
 
 
 
 
 
 
 
 
 
 
 
  

 صحت )درصد( هانام دسته تعداد دسته سال روش

 1 1111 [11]ماشین بردار پشتیبانی 

 بدون ترک
 ترک عرضی
 ترک طولی

 موربترک 
 ترک مرکب

12 

 1 2222 [22]ماشین بردار پشتیبانی 
 بدون ترک

 ترک
 ترکیبی

4/11 

 بدون ترک 2 2211 [21]های عصبی مصنوعی شبکه
 11 ترک

 بدون ترک 2 2211 [22]یادگیری عمیق 
 12 ترک

جدول 2. خلاصه ای از الگوریتم های استفاده  شده در طبقه بندی ترک در سازه های بتنی
Table 2. The summary of the used algorithms in the crack classification in concrete structures
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ابتدا در مرحله جمع آوری داده، ویدیویی از سازه بتنی موردنظر  که 
تهیه می گردد. سپس  دور(  از  پذیر  )پرنده هدایت  پهپاد  توسط یک 
تبدیل  بتنی  از سازه  تصویر سراسرنما1  به یک  ویدیوی ذخیره  شده 
کوچک  ابعاد  با  تصاویر  به  سراسرنما  تصویر  بعد  مرحله  در  می شود. 
و با رزولوشن مطلوب تجزیه می شود. پس  از مرحله جمع آوری داده، 
رنگ  شدت  تنظیم  و  احتمالی  نویزهای  حذف  جهت  پیش پردازشی 
تصاویر صورت می گیرد. در انتها با طراحی یک شبکه یادگیری عمیق، 
تصاویر مستخرج از سازه های بتنی به سه دسته تصاویر بدون ترک، 
تصاویر دارای ترک و تصاویر دارای چندشاخگی در ترک طبقه بندی 

می شوند.

2-1- جمع آوری داده
همان گونه که پیشتر ذکر شد یکی از راه های مدرن برای تشخیص 

1  Panorama

ترک در سازه های بتنی، استفاده از پردازش تصاویر دیجیتالی است که 
نسبت به سایر روش ها دارای دقت بالاتر است. برای این منظور می بایست 
تصاویر دیجیتالی از سازه  بتنی موردنظر تهیه گردد. روش های معمول 
دیجیتالی(  دوربین های  همراه،  تلفن  با  عکاسی  )مانند  تصویر  تهیه 
بتنی  سازه  کل  نمی توانند  می شود،  گرفته  انسانی  نیروی  توسط  که 
را پوشش دهند. همچنین وجود  ارتفاع  دارای  به خصوص بخش های 
انسانی نیز می تواند منجر به بروز اشتباهات سهوی گردد. به  عوامل 
همین دلیل در این پژوهش به  جای استفاده از نیروی انسانی، از یک 
ربات پرنده Phantom4 Pro که خلاصه ای از مهم ترین مشخصات 
این  در   .]27[ شد  استفاده  است،  شده  ذکر   3 جدول  در  آن  فنی 
پژوهش سازه های بتنی اعم از برج ها، ساختمان ها و سوله های صنعتی 
با بتن از جنس سیمان نوع 2 و عیار 250 تا 300 برای تهیه اطلاعات 
توسط  شده  تهیه   اطلاعات  شدند.  گرفته  نظر  در  داده  جمع آوری  و 
 4K این ربات پرنده به صورت تصاویر و ویدیو هایی رنگی با کیفیت

 
 

 بتنی هایسازه از مستخرج تصاویر بندیطبقه برای مقاله این پیشنهادی روش دیاگرام بلوک: 1 شکل
Fig. 1. The block diagram of proposed method of this paper for classification of extracted image from 

concrete structures 
  

شکل 1. بلوک دیاگرام روش پیشنهادی این مقاله برای طبقه بندی تصاویر مستخرج از سازه های بتنی
Fig. 1. The block diagram of proposed method of this paper for classification of extracted image from concrete 

structures

 Phantom4 Pro پهپادترین مشخصات فنی ای از مهم: خلاصه1جدول 
Table 3. The summary of the most important technical specifications of the Phantom4 Pro 

 
 مترسانتی 4/1×1/11×4/11 ابعاد
 گرم 1111 وزن
 براش موتور
 کیلومتر بر ساعت 12 سرعت

 دقیقه 12بیش از  زمان پرواز

 1112لیتیومی چهار سلولی با ظرفیت  باتری
 آمپرمیلی

 متر 122 برد مسافتی ارتفاع
 Full HD مگا پیکسل 22 دوربین
 گیگابایت 121 سازیحافظه ذخیره
 سه محوره گیمبال

 
  

Phantom4 Pro جدول 3. خلاصه ای از مهم ترین مشخصات فنی پهپاد
Table 3. The summary of the most important technical specifications of the Phantom4 Pro
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ویدیویی  بتنی،  سازه های  کامل  پوشش  منظور  به  می شوند.  ذخیره 
این  سپس  شد.  تهیه  مختلف  بتنی  سازه های  قسمت های  تمام  از 
تصویری   2 شکل  شدند.  تبدیل  سراسرنما  رنگی  تصاویر  به  ویدیوها 
از مرحله جمع آوری داده شامل سخت افزار و پهپاد مورد استفاده را 
نشان می دهد. همچنین سخت افزار مورد استفاده در این مطالعه یک 
 Quad  Intel(R) Core(TM)2 پردازنده  با  کامپیوتری  سیستم 

Q9400 و حافظه داخلی 8 گیگابایت است

2-2- پیش پردازش
تصاویر سراسرنمای حاصل از مرحله قبل، رنگی و دارای نویزهای 
است که در اثر تغییرات شدت نور محیط و لرزش احتمالی به وجود 
آمده اند. البته این نویزها در فیلم برداری حین پرواز پهپاد شایع هستند 
بتن  سطح  قسمت های  از  بعضی  شدن  محو  و  رنگ  تغیر  موجب  و 
تصاویر  به  رنگی  سراسرنمای  تصاویر  ابتدا  مرحله  این  در  می شوند. 
متعادل سازی  از  استفاده  با  سپس  و  می شوند  تبدیل  خاکستری 
از  پس  و  نهایت  در   .]28[ می یابد  بهبود  تصویر  هیستوگرام، 
به  از آن ها  تصاویر سراسرنما، هر کدام  متعادل سازی هیستوگرام در 
تصاویر کوچک با ابعاد 330´330 تقسیم می شوند. علت انتخاب عدد 
تصویربرداری  ویژگی های  سراسرنما،  تصاویر  تقسیم بندی  در   330
نزدیک ترین  انتخاب  و  سازه  سطح  از  دوربین  فاصله  مانند  سازه  از 
است.  بوده  سراسرنما  تصاویر  اضافات  کردن  حداقل  برای  رزولوشن 
آن ها  از  کدام  هر  که  ایجاد شد  سراسرنما  تصویر  شیوه 900  این  با 
به 15 تصویر کوچک تقسیم شدند. در واقع تعداد تصاویر کوچک به 
بین سه دسته  تراز  ایجاد  به منظور  آن ها  بین  از  13500 رسید که 

تصویر )دارای ترک، بدون ترک و ترک دارای چندشاخگی(، 4000 
تصویر برای هر دسته انتخاب شد و 12000 تصویر برای مرحله بعد 
آماده شدند. شکل 3 )ج( خروجی مرحله پیش پردازش و همین طور 
تصاویر کوچک ایجاد شده از شکل 3 )ب( را نشان می دهد. همان طور 
که از این شکل مشاهده می شود در یک تصویر سراسرنما ممکن است 
ترک های مختلفی وجود داشته باشد که هدف این مقاله نیز شناسایی 

و طبقه بندی آن هاست.

2-3- طراحی شبکه عصبی کانولوشنی
2-3-1- اصول عملکرد شبکه های عصبی کانولوشنی

عملکرد سیستم عصبی  از شیوه  که  شبکه های عصبی مصنوعی 
زیستی الهام گرفته اند، نوع خاصی از مدل های یادگیری برای پردازش 
اطلاعات هستند. ساده ترین نوع شبکه های عصبی مصنوعی، شبکه های 
عصبی پیش خور هستند که جهت حرکت اطلاعات در آن ها فقط رو به 
جلو است ]29[. مجموعه ای از شبکه های عصبی مصنوعی پیش خور 
که حداقل شامل سه لایه )لایه ورودی، لایه پنهان و لایه خروجی( 
استفاده  کنند،  لایه ها  آموزش  برای  پس انتشار  الگوریتم  از  و  باشند 
تشکیل شبکه های پرسپترون چندلایه می دهند ]29[. در این مقاله به 
منظور طبقه بندی ترک در سازه های بتنی، از شبکه های عصبی عمیق 
استفاده می شود. شبکه های عصبی کانولوشنیCNN( 1( نوع خاصی 
از شبکه های عصبی عمیق پیش خور هستند که با اعمال تغییراتی بر 
انتخابی  و  طراحی  شده اند  چندلایه  پرسپترون  کلاسیک  شبکه های 
مناسب برای پردازش داده های دوبعدی مانند تصاویر هستند ]30[. 

1  Convolutional Neural Network

 
 

 پژوهش این در استفاده مورد پهپاد و افزارسخت: 2 شکل
Fig. 2. The used hardware and quad copter in this study 

  

شکل 2. سخت افزار و پهپاد مورد استفاده در این پژوهش
Fig. 2. The used hardware and quad copter in this study
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ساختار کلی طبقه بندی ترک در تصاویر سازه های بتنی با استفاده از 
ورودی،  تصاویر  کلی  بخش  سه  از  که  کانولوشنی  عصبی  شبکه های 
لایه های پنهان و طبقه بندی تشکیل می شود، در شکل 4 نشان داده 
عنوان  به  بتنی  سازه های  تصاویر  شکل  این  طبق   .]31[ است  شده 
تصاویر ورودی در نظر گرفته و به لایه های پنهان فرستاده می شوند. 
حاوی  که  طبقه بندی  قسمت  ورودی  عنوان  به  لایه ها  این  خروجی 
لایه های تماماً متصل  هستند، در نظر گرفته می شود و خروجی نهایی 
شبکه منجر به طبقه بندی تصاویر سازه های بتنی به سه دسته تصاویر 
بدون ترک، تصاویر دارای ترک و تصاویر دارای چندشاخگی در ترک 

می شود.
تشکیل  ادغام  و  کانولوشن  اصلی  لایه  نوع  دو  از  پنهان  لایه های 
می شوند که وظیفه انتخاب و استخراج خودکار ویژگی ها را بر عهده 
دارند. در لایه های کانولوشن، فیلترهایی که عمقی برابر با عمق تصویر 
این  از  هرکدام  می شوند.  کانولوشن  ورودی  تصویر  با  دارند،  ورودی 
طول  در  و  هستند  قابل  آموزش  ماتریسی  وزن های  همانند  فیلترها 
آموزش شبکه مدام بروزرسانی می شوند. کانولوشن ایجاد شده به ازای 

هر فیلتر در یک صفحه با نام نگاشت ویژگی ذخیره می شود. لایه های 
کانولوشن وظیفه استخراج ویژگی ها از ورودی شبکه را به عهده  دارند 
و ویژگی اصلی آن ها استخراج ویژگی های محلی و پیوستگی بین این 
ویژگی هاست ]32[. لایه های ادغام یا جمع آوری نیز با هدف کاهش 
تعداد پارامترها )کاهش ابعاد مسأله( و تجمیع ویژگی های مشترک در 
لایه های پنهان استفاده می شوند. ادغام بیشینه و میانگین از مهم ترین 
میانگین  و  بیشینه  انتخاب  با  ترتیب  به  که  هستند  ادغام  روش های 
مقادیر در یک همسایگی، منجر به کاهش اندازه نگاشت های ویژگی 
این  ذکر   .]33[ می شوند  آن ها  تعداد  ماندن  ثابت  حال،  عین   در  و 
گام  و  اندازه  ادغام،  و  کانولوشن  لایه های  در  که  است  نکته ضروری 
تأثیرگذار  اندازه نگاشت ویژگی  فیلتر و همچنین نوع لایه سازی1 در 
است. لایه سازی به معنای اضافه کردن لایه های اضافی با مقدار صفر 
دور تصویر ورودی جهت کانولوشن با فیلتر است که می تواند به سه 
روش لایه سازی صحیح2، لایه سازی یکسان3 و لایه  سازی کامل4 انجام 

1  Padding
2  Valid Padding
3  Same Padding
4  Full Padding

شکل 3. نمونه ای از تصاویر مورد استفاده در این پژوهش، )الف( یک سازه نمونه، )ب( تصویر اولیه سراسرنمای خروجی از یک قسمت سازه نمونه، )ج( 
تصاویر کوچک ایجاد شده از تصویر پیش پردازش شده قسمت )ب(

Fig. 3. The sample of used images in this study, (a) the sample structure, (b) the preliminary extracted panorama image 
from the sample structure, (c) The created small images from the pre-processed image of part (b)

 
 

 سازه قسمت یک از خروجی یسراسرنما اولیه تصویر( ب) نمونه، سازه یک( الف) پژوهش، این در استفاده مورد تصاویر از اینمونه: 3 شکل
 (ب) قسمت شده پردازشیشپ تصویر از شده ایجاد کوچک تصاویر( ج) ،نمونه

Fig. 3. The sample of used images in this study, (a) the sample structure, (b) the preliminary extracted 
panorama image from the sample structure, (c) The created small images from the pre-processed image of 

part (b) 
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یک  به   F F´ اندازه به  فیلتر   K اعمال کلی  حالت  در   .]34[ شود 
به  خروجی  ویژگی  نگاشت  یک  به  منتج   I I C´ ´ اندازه به  تصویر 
O از معادله )1( به دست می آید]34[: O می شود که O K´ ´ اندازه

1start endI F P P
O

S
− + +

= +         )1(

 endP startP به ترتیب میزان حاشیه صفر از سمت چپ و بالا، که
S گام حرکت فیلتر بر  میزان حاشیه صفر از سمت راست و پایین و

روی تصویر است.
تعداد  پنهان در شبکه های کانولوشن  انتهایی لایه های  در بخش 
به  که  دارند  وجود  کوچک  بسیار  ابعاد  با  ویژگی  صفحات  از  زیادی 
عنوان ورودی های لایه های تماماً متصل در قسمت طبقه بندی به کار 
درصورتی که  است،  یک بعدی  برداری  لایه ها  این  خروجی  می روند. 
ورودی آن ها نگاشت های ویژگی دوبعدی است. لایه های تماماً متصل 
که حاوی بخش زیادی از پارامترهای یک شبکه کانولوشنی هستند، 

همانند شبکه های عصبی مصنوعی سنتی عمل می کنند. به این صورت 
که این لایه ها نتیجه شبکه را در قالب یک بردار با اندازه مشخص ارائه 
می دهند. شکل 5 و معادله )2( جزئیات یک نورون نمونه در شبکه های 

عصبی سنتی را نشان می دهند ]35[:

1
( )

n

k i ki k
i

y f x bω
=

= +∑         )2(

بنابراین در حالت کلی در هر شبکه عصبی کانولوشنی تعدادی از 
تابع  به  توابع غیرخطی موسوم  به همراه  ادغام و کانولوشن  لایه های 
فعال سازی نظیر واحد خطی اصلاح  کننده )Relu1( ]36[، در کنار 
تعدادی لایه تماماً متصل، کار استخراج ویژگی و طبقه بندی را انجام 

می دهند. تابع Relu بر اساس معادله )3( بدست می آید]36[:

( ) max(0, )Relu x x=       )3(

دارد:  وجود  آموزش  مرحله  دو  کانولوشنی  عصبی  شبکه های  در 
اول  به عقب. در مرحله  رو  یا  انتشار3  و مرحله پس  روبه جلو2  مرحله 
و  ورودی  بین  نقطه ای  به شبکه، ضرب  ورودی  تصویر  اعمال  از  پس 
لایه  هر  در  کانولوشن  عملیات  اعمال  نهایتاً  و  نورون  هر  پارامترهای 
به منظور تنظیم  صورت می گیرد و خروجی شبکه محاسبه می شود. 
وزن ها و پارامترهای شبکه )آموزش شبکه( از نتیجه خروجی با استفاده 
از یک تابع خطا جهت محاسبه میزان خطای شبکه استفاده می گردد. 
در این مقاله از تابع Softmax به عنوان تابع هزینه استفاده شده است 
و وزن ها و پارامترهای شبکه طوری انتخاب می شوند که این تابع کمینه 
گردد ]37[. این تابع هزینه توسط معادله )4( محاسبه می گردد ]37[:

1  Rectified Linear Uint
2  Feed Forward
3  Backpropagation

 
 

 کانولوشنی عصبی هایشبکه ساختار از نمونه یک: 4 شکل
Fig. 4. A sample of convolutional neural networks structure 

 
  

شکل 4. یک نمونه از ساختار شبکه های عصبی کانولوشنی
Fig. 4. A sample of convolutional neural networks structure

 
 

 سنتی عصبی هایشبکه در نورون یک: 5 شکل
Fig. 5. A neuron in traditional neural networks 

  

شکل 5. یک نورون در شبکه های عصبی سنتی
Fig. 5. A neuron in traditional neural networks
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log( )
yi

j

s

i s

j

eL
e

= −
∑

        )4(

iy داده شود و  ix برچسب با توجه به فرمول )4( اگر به تصویر
کند،  محاسبه   w وزن با  را  هر طبقه  امتیازهای   ( , )is f x w= تابع 
نهایت در  می دهد.  نشان  را  ام  j طبقه امتیاز   ( , )j i js f x w= آن گاه

امین تصویر است. سپس بر اساس  i iL مقدار تابع هزینه مربوط به

میزان خطای محاسبه شده، مرحله پس انتشار شروع می شود. در این 
مرحله گرادیان هر وزن و پارامتر با توجه به قاعده زنجیری1 محاسبه 
می شود و تمامی وزن ها و پارامترها با توجه به تأثیری که بر خطای 
ایجاد شده در شبکه دارند، تغییر پیدا می کنند و بروزرسانی می شوند. 
شروع می شود.  روبه جلو  پارامترها مرحله  و  بروزرسانی وزن ها  از  بعد 
بعد از تکرار تعداد مناسبی از این مراحل، آموزش شبکه پایان می یابد.

1  Chain Rule

گاهی در شبکه های عصبی کانولوشنی، نرمال سازی بسته ها2 مورد 
استفاده قرار می گیرد. هنگام آموزش یک شبکه عصبی، ورودی ها به 
بسته های کوچک با اندازه یکسان تقسیم و به مدل ارسال می شوند. 
این کار باعث می شود مدل نسبت به مدلی که تمام اطلاعات را یکجا 
}...1 یک بسته حاوی  }mB x= دریافت کرده است، جامع تر باشد. اگر 

 iy ،)8( تا   )5( معادلات  طبق  آنگاه  باشد،   mx تا  1x ورودی های 
خروجی نرمال شده است ]38[:

1

1 m

B i
i

x
m

µ
=

= ∑      )5(

2 2

1

1 ( )
m

B i B
i
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m

σ µ
=
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2
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2  Batch

 
 

 پژوهش این در استفاده مورد کانولوشنی هایشبکه پیشنهادی معماری: 6 شکل
Fig. 6. The proposed architecture of used convolutional networks in this study 

  

شکل 6. معماری پیشنهادی شبکه های کانولوشنی مورد استفاده در این پژوهش
Fig. 6. The proposed architecture of used convolutional networks in this study 

 
 

 معماری پیشنهادی ها درلایه : جزئیات4جدول 
Table 4. The details of layers in the proposed architecture 

 
 

  

 توضیحات نوع لایه بلوک

 سازی صحیحو لایه 1با گام  1×1فیلتر  1 کانولوشن 1بلوک
 2با گام  4×4اندازه  ادغام بیشینه

 سازی صحیحو لایه 2با گام  1×1فیلتر  11 کانولوشن 2بلوک
 2با گام  4×4اندازه  ادغام بیشینه

 سازی صحیحو لایه 2با گام  1×1فیلتر  12 کانولوشن 1بلوک
 2گام با  2×2اندازه  ادغام بیشینه

 122×1هایی با ابعاد نورون تماماً متصل 4بلوک

جدول 4. جزئیات لایه ها در معماری پیشنهادی
Table 4. The details of layers in the proposed architecture
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ˆi iy xγ β= +       )8(

نرمال شده   ˆix ،B واریانس  و  میانگین  ترتیب  به   Bσ و   Bµ که
ˆix شده  منتقل  و  مقیاس  تغییر   iy ،) 1,...,i m= (  ix ورودی 

 γ و  β است ]38[. همچنین نرمال شده  و در حالت کلی خروجی 
پارامترهای قابل یادگیری هستند ]38[.

2-3-2- ساختار CNN پیشنهادی
 CNN شبکه های  تشکیل دهنده  اصلی  ایده  کانولوشن  عملیات 
است و شیوه استفاده از آن یک عامل تعیین کننده بزرگ برای عملکرد 
شبکه است. اینکه ابعاد لایه های کانولوشن چه اندازه باشد بستگی به 
نوع داده، محدودیت های سخت افزاری، برخط بودن یا نبودن عملیات 
و غیره دارد. با این حال کانولوشن های 3×3 که به طور متوالی پشت 
سرهم قرار می گیرند، می توانند به همان میدان تأثیر1 که کانولوشن های 
معماری های  در  که  ساختاری  یابند.  دست  می دهند،  ارائه  بزرگ تر 
مشتق شده CNN مانند VGGNet و ResNet دیده می شود. هر چند 
بالای  زمان  و  قوی  سخت افزار  به  نیاز  ساختار  این  است  ممکن  که 
محاسبات داشته باشد. بعد از هر لایه کانولوشن و به منظور جمع بندی 

1  Receptive Field

ویژگی، هنگام نمونه برداری کاهشی از لایه های ادغام استفاده می شود. 
در مورد بهتر بودن هر کدام از تکنیک های ادغام بیشینه و میانگین نیز 
بحث زیادی در میان محققان وجود دارد. در حالت کلی ادغام بیشینه 
ابتدایی  لایه های  در  شده  شناسایی  ویژگی های  بهتر  حفظ  دلیل  به 
تعمیم  و  همگرایی سریع تر  باعث  می تواند  میانگین،  ادغام  به  نسبت 
بهتر گردد. در این میان نیز الگوریتم های مختلف منظم  سازی2 مانند 
حذف تصادفی3، افزایش داده4 و غیره می توانند از بروز بیش برازش5 
جلوگیری کنند. این الگوریتم ها در معماری هایی نظیر  AlexNetو 
ZF مشاهده می شود. با این وجود، رسیدن به یک معماری مطلوب 

 CNN بر مبنای یک فرمول واحد امکان پذیر نیست و معماری های
بدست  بر سعی و خطا  مبتنی  و  اولیه  اصول  از  اساس یک سری  بر 

می آیند.
شکل 6 و جدول 4 به ترتیب معماری پیشنهادی این پژوهش و 
این معماری در سراسر  نشان می دهد. در  را  از آن  جزئیات هر لایه 
شبکه برای نگهداری بهترین ویژگی ها از ادغام بیشینه استفاده شد. 
همچنین در بلوک های اول و دوم پس از لایه کانولوشن، نرمال سازی 
پیشنهادی،  معماری  ابتدایی  بلوک  است. در سه  قرار گرفته  بسته ها 

2  Regularization
3  Drop Out
4  Data Augmentation
5  Overfitting

 
 

 هزینه تابع مقدار تغییرات( ب) ،اعتبارسنجی درصد تغییرات( الف) ،آموزش تصاویر مجموعه روی پیشنهادی معماری اعمال نتیجه: 7 شکل
Fig. 7. The result of applying the proposed architecture in the training image set, (a) validation percentage 

changes, (b) cost function value changes 
  

شکل 7. نتیجه اعمال معماری پیشنهادی روی مجموعه تصاویر آموزش، )الف( تغییرات درصد اعتبارسنجی، )ب( تغییرات مقدار تابع هزینه
Fig. 7. The result of applying the proposed architecture in the training image set, (a) validation percentage changes, (b) 

cost function value changes
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تسریع  کنار  در  تابع  این  دارد.  Relu وجود  فعال ساز غیرخطی  تابع 
فرآیند همگرایی، به دلیل محاسبات ساده تر در مقایسه با توابعی مثل 
انتهای  در  می دهد.  کاهش  نیز  را  لازم  محاسبات  حجم  سیگموئید، 
شبکه و در بلوک چهارم نیز از دو لایه تماماً متصل استفاده شده است. 
از آنجا که تعداد زیادی از پارامترها در دو لایه انتهایی تماماً متصل 
به  می شود.  زیادتر  بیش برازش  احتمال  آموزش  در حین  دارند،  قرار 
متصل  تماماً  بین لایه های  در  آن،  از  برای جلوگیری  و  دلیل  همین 
از لایه حذف تصادفی برای کاهش پارامترها استفاده می شود. حذف 
تصادفی از جمله روش های منظم سازی است که در هر تکرار از آموزش، 
تعدادی از نورون ها را به صورت تصادفی از شبکه حذف می کند و در 
مرحله بعد، با وزن قبلی به شبکه بازمی گرداند. همچنین در لایه آخر 

نیز تابع Softmax به منظور طبقه بندی در نظر گرفته  شده است.

3- نتایج و بحث
مطالعه طبقه بندی  این  از  ذکر شد هدف  پیش تر  که  همان گونه 
ترک های موجود در تصاویر مستخرج از سازه های بتنی است. به همین 
به  بتنی  از سازه های  تبدیل ویدیوی ضبط  شده  از  ابتدا پس  منظور 
 12000 تعداد  آن ها،  هیستوگرام  متعادل سازی  و  سراسرنما  تصاویر 
تصویر 330×330 شامل سه دسته تصاویر بدون ترک، تصاویر دارای 
ترک و تصاویر دارای چندشاخگی در ترک )هر دسته 3000 تصویر( 
درصد   75( تصویر   9000 تعداد  تصویر،  تعداد  این  از  شدند.  ایجاد 
مجموعه  درصد   25( تصویر   3000 و  آموزش1  برای  داده(  مجموعه 
داده( برای آزمایش2 به صورت تصادفی انتخاب شدند. همچنین 20 

1  Train
2  Test

درصد از مجموعه داده های آموزش )1800 تصویر( برای اعتبارسنجی3 
در نظر گرفته شده است. پس از طراحی معماری شبکه  عصبی عمیق 
با CNN، هر تصویر 330×330 با 8 فیلتر 3×3 با مقداردهی اولیه 
ابعاد  با  ویژگی  صفحه   8 آن  حاصل  که  می شود  کانولوشن  گاوسی 
328×328 است. بعد از این مرحله، تابع فعال ساز و پس  از آن ادغام 
که  می شود  اعمال  ویژگی  صفحات  این  در   4×4 اندازه  با  بیشینه 
خروجی آن 8 صفحه ویژگی با ابعاد 163×163 است. همان طور که 
مشخص است پس از اعمال لایه ادغام، ابعاد صفحات ویژگی کاهش 
پیدا کرده است. در مرحله بعد، هر کدام از این صفحات ویژگی از یک 
لایه کانولوشن با 16 فیلتر 5×5 و یک لایه ادغام بیشینه با اندازه 4×4 
ابعاد 39×39  با  ایجاد 16 صفحه ویژگی  به  عبور می کنند که منجر 
می گردد. سپس این صفحات ویژگی مطابق با شکل 6 و جدول 4 از 
دو لایه کانولوشن و یک لایه ادغام بیشینه عبور می کنند که منجر 
به ایجاد 32 صفحات ویژگی با ابعاد 7×7 می شود. در این طراحی از 
دو لایه تماماً متصل استفاده شده است که لایه اول آن شامل 500 
نورون است. همچنین لایه  بعدی نیز به دلیل وجود سه دسته تصویر 
خروجی )تصاویر بدون ترک، تصاویر دارای ترک و تصاویر دارای ترک 
چندشاخه( دارای سه نورون می باشد. طی کردن ورودی در کل شبکه 
در یک مسیر رفت و برگشت به یک دوره4 اشاره دارد. تعداد دوره هایی 
که برای یادگیری شبکه استفاده می شود در هر شبکه متفاوت است. 
در  بیشتر  به صحت  منجر  بیشتر  دوره های  داشتن  که  است  درست 
می دهد.  افزایش  هم  را  شبکه  یادگیری  زمان  ولی  می شود،  شبکه 
زیاد  حد  از  بیش  دوره ها  تعداد  اگر  که  داشت  توجه  باید  علاوه،  به 
به ذکر است که  به بیش برازش شود. لازم  باشد، ممکن است منجر 

3  Validation
4  Epoch

 
 

 بهترین( ب) ترک، در یچندشاخگ دارای نمونه تصویر یک( الف) نمونه تصویر یک روی پیشنهادی معماری مختلف هایلایه خروجی: 8 شکل
 سوم بلوک در خروجی بهترین( د) دوم، بلوک در خروجی بهترین( ج) اول، بلوک در خروجی

Fig. 8. The output of different layers of proposed architecture in the sample image, (a) the sample of 
bifurcated crack image, (b) the best of output in block 1, (c) the best of output in block2, (d) the best of output 

in block 3 
  

شکل 8. خروجی لایه  های مختلف معماری پیشنهادی روی یک تصویر نمونه )الف( یک تصویر نمونه دارای چندشاخگی در ترک، )ب( بهترین خروجی در 
بلوک اول، )ج( بهترین خروجی در بلوک دوم، )د( بهترین خروجی در بلوک سوم

Fig. 8. The output of different layers of proposed architecture in the sample image, (a) the sample of bifurcated crack 
image, (b) the best of output in block 1, (c) the best of output in block2, (d) the best of output in block 3
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در این پژوهش از 20 دوره استفاده شد. در نهایت و پس از مرحله 
مجموعه  روی  آن  کارایی  عمیق،  یادگیری  مدل  یک  اعتبارسنجی 
شبکه  یک  که  هنگامی  واقع  در  می شود.  ارزیابی  آزمایش  داده های 
می کند  سعی  شبکه  این  می شود،  برازش  و  می بیند  آموزش  عمیق 
خروجی را روی داده های آزمایش هرچه دقیق تر پیش بینی کند که 
میزان درستی پیش بینی بدست آمده روی داده های آزمایش، درصد 
و  اعتبارسنجی  درصد  تغییرات   7 شکل  می دهد.  تشکیل  را  صحت1 
تغییرات مقدار تابع هزینه را نشان می دهد که اعمال این شبکه روی 
نشان  که  داشت  دنبال  به  را   99/3 درصد صحت  آزمایش  داده های 
نمونه، شکل  عنوان  به  است.  پیشنهادی  معماری  مناسب  از عملکرد 
و  را نشان می دهد  دارای چندشاخگی در ترک  )الف( یک تصویر   8
قسمت های )ب(، )ج( و )د( این شکل  نیز به ترتیب مربوط به بهترین 
خروجی لایه های کانولوشن در بلوک اول، دوم و سوم است. لازم به 
ذکر است که تصویر ورودی در طی مسیرش در لایه های کانولوشن و 
ادغام، دستخوش تبدیلات مختلفی می شود و صفحات ویژگی موجود 
به  شده  ارائه  ورودی  تصویر  با  متفاوت  شبکه  انتهایی  لایه های  در 
شبکه است. در واقع یک سطح انتزاع به سطح انتزاع دیگری تبدیل 
شده است و صفحات ویژگی در شبکه های عصبی عمیق خصوصاً در 
لایه های بالاتر به صورت تصاویر با وضوح نسبتاً پایین دیده می شوند. 
با  ویژگی  صفحات  تصاویر  نمایش  از  پرهیز  برای  و  دلیل  همین  به 
وضوح پایین و همچنین برای نمایش مناسب تغییرات هر لایه، بهترین 

خروجی هر بلوک در شکل 8 به تصویر کشیده شده است.
برای نشان دادن عمکرد الگوریتم پیشنهادی در طبقه بندی ترک 
فراخوانی3  و  دقت2  صحت،  کمی  معیارهای  از  بتنی  سازه های  در 

1  Accuracy
2  Precision
3  Recall

استفاده شد. همان طور که پیشتر ذکر شد، صحت به این معناست که 
مدل آموزش دیده تا چه اندازه خروجی را درست پیش بینی می کند. 
دقت نشان دهنده میزان اعتماد به خروجی طبقه بند و فراخوانی نیز 
نشان  یک طبقه خاص  رخداد  تعداد  به  توجه  با  را  طبقه بند  کارایی 

می دهد. این معیارها عبارتند از ]39[:

TP TNAcc
TP TN FP FN

+
=

+ + +
         )9(

TPPr
TP FP

=
+

       )10(

TPRe
TP FN

=
+

     )11(

به  الگوریتم  توسط  به درستی  تصاویری است که  تعداد   TP که 
یک طبقه انتساب یافته، TN تعداد تصاویری است که با وجود اینکه 
متعلق به یک طبقه نبوده اند به درستی در آن طبقه نیز پیش بینی 
به یک  متعلق  اینکه  با وجود  است که  تصاویری  تعداد   FN نشدند، 
طبقه بوده اند به سایر طبقه ها تعلق گرفته اند و در نهایت FP تعداد 
تصاویری است که با وجود اینکه متعلق به یک طبقه نبوده اند، ولی 
در آن طبقه پیش بینی شدند. Pr ،Acc و Re نیز به ترتیب صحت، 
با  نیز  ریختگی4  درهم  ماتریس  می دهند.  نشان  را  فراخوانی  و  دقت 
تکیه بر این مفاهیم چگونگی عملکرد الگوریتم طبقه بندی را با توجه 
نمایش  مسأله  طبقه های  انواع  تفکیک  به  ورودی  داده  مجموعه  به 
می دهد. ماتریس درهم ریختگی برای الگوریتم پیشنهادی این پژوهش 
در جدول 5 نشان داده شده است. همان طور که از این جدول استنتاج 
می شود، الگوریتم پیشنهادی توانسته است در 99/5 درصد موارد وجود 

4  Confusion Matrix

جدول 5. ماتریس درهم ریختگی الگوریتم پیشنهادی
Table 5. The confusion matrix for the proposed algorithm

 
 
 
 
 

 ریختگی الگوریتم پیشنهادی: ماتریس درهم1جدول 
Table 5. The confusion matrix for the proposed algorithm 

 
 بینی شدهدسته پیش

 چندشاخگی در ترک ترک ساده بدون ترک دسته واقعی

 221/2 221/2 111/2 بدون ترک
 221/2 111/2 221/2 ترک ساده

 111/2 224/2 221/2 چندشاخگی در ترک
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را درست تشخیص  بتنی  چندشاخگی در ترک در تصاویر سازه های 
دهد. همچنین بر اساس جدول 5 صحت، دقت و فراخوانی الگوریتم 
همچنین  می باشد.   99/5 و   99/3  ،99/3 ترتیب  به  نیز  پیشنهادی 
جدول 6 و 7 به ترتیب نمونه تصاویری را با پیش بینی درست و غلط 

توسط الگوریتم پیشنهادی نشان می دهد.

4- آنالیز حساسیت
تعادل بین تعداد لایه ها، اندازه و گام فیلترها، نرمال سازی یا عدم 
نرمال سازی بسته ها، نوع تابع فعال ساز، صحت و سرعت شبکه و در 
کانولوشنی  عصبی  شبکه  یک  پارامترهای  هایپر  تعیین  کلی  حالت 
فیلترهای  و  لایه ها  تعداد  می توان  کلی،  بطور  است.  تجربه  نیازمند 
مختلف را بررسی کرد و بهترین معماری از نظر سرعت و صحت را 
البته باید آگاه بود که در برخی از موارد تعادل بین صحت و  یافت. 

سرعت تحت قاعده بازده نزولی است، یعنی هر چه لایه های بیشتری به 
شبکه اضافه شود، صحت کمتری در هر لایه منفرد ایجاد می گردد. در 
حالت کلی تعیین هایپر پارامترهای یک شبکه کار سخت و زمان بری 
عصبی  شبکه های  طراحی  در  مهم  پارامترهای  هایپر  از  یکی  است. 
کانولوشنی تعداد لایه و نورون  های لایه های تماماً متصل است. برای 
تعیین تعداد آن ها باید به این نکته توجه کرد که در یک شبکه عصبی 
کانولوشنی، بایاس ها و وزن های این لایه ها به دلیل اتصال کامل بین 
نورون ها، بیش از 90 درصد پارامترهای شبکه را تشکیل می دهند. این 
مسأله، جلوگیری از بیش برازش شبکه را به یکی از چالش های اصلی 
روش  هرچند  می کند.  تبدیل  کانولوشنی  عصبی  شبکه های  طراحی 
حذف تصادفی نیز می تواند جهت افزایش سرعت و همگرایی بهتر در 
این لایه ها مورد استفاده قرار گیرند. شکل 9 تغییرات درصد صحت 
و زمان تقریبی اجرای شبکه پیشنهادی را نسبت به تغییرات تعداد 

 
 
 
 
 
 

 بینی درست توسط الگوریتم پیشنهادیهایی از تصاویر ترک با پیش: نمونه1جدول 
Table 6. The examples of crack images with correct predictions by the proposed algorithm 

 

 چندشاخگی در ترک ترک ساده بدون ترک

   

   

   
 
 
 
 
 
 
 
 
 
 
 

 
 
 

جدول 6. نمونه هایی از تصاویر ترک با پیش بینی درست توسط الگوریتم پیشنهادی
Table 6. The examples of crack images with correct predictions by the proposed algorithm
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نورون های لایه تماماً متصل نشان می دهد. همان طور که از این شکل 
9 )الف( پیداست افزایش تعداد نورون های لایه تماماً متصل تا محدوده 
500 الی 600 نورون موجب افزایش درصد صحت شبکه شده است 
و از این مقدار به بعد با توجه به افزایش پارامترهای شبکه و امکان 
بیش برازش موجب کاهش درصد صحت شبکه شده است. همچنین 
افزایش زمان اجرای شبکه در طول این پروسه نیز به دلیل افزایش 
پارامترها و به تبع آن افزایش محاسبات در شکل 9 )ب( مشهود است. 
پیشتر با سعی و خطای انجام شده تعداد 500 نورون برای لایه تماماً 
متصل در نظر گرفته شده بود که با توجه به محدوده مناسب 500 
الی 600 نورون در لایه تماماً متصل و همچنین در نظر گرفتن زمان 
اجرای این محدوده، تعداد 500 نورون انتخابی معقول به نظر می رسد.

در کنار تعیین مناسب هایپر پارامترها، استفاده از برخی از روش ها 
همانند نرمال سازی لایه ها می تواند در سرعت و صحت شبکه تأثیرگذار 
باشد. از نظر مفهومی، می توان به نرمال سازی بسته ها به عنوان سدی 
نگاه کرد که در بخش های مختلفی از یک رود قرار گرفته است. این 
کار باعث می شود که لایه ی بعدی همان گونه  داده ها را دریافت  کند 
که انتظارش را دارد. هنگام یادگیری شبکه ی عصبی، تغییرات وزن ها 
در هر لایه، شکل داده ای که به لایه ی بعدی می رود را تغییر می دهند. 
هر لایه  انتظار دارد که داده هایی مشابه داده های قبلی خود دریافت 
می شوند.  نرمال سازی  داده ها  ارسال،  از  قبل  دلیل  همین  به  و  کند 
جدول 10 تغییرات صحت شبکه عصبی کانولوشنی پیشنهادی را بر 
اساس نرمال سازی در لایه های مختلف نشان می دهد. در حالت کلی 

 
 
 
 

 بینی غلط توسط الگوریتم پیشنهادیهایی از تصاویر ترک با پیش: نمونه1جدول 
Table 7. The examples of crack images with incorrect predictions by the proposed algorithm 
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انحراف  شدن  واحد  و  میانگین  شدن  صفر  باعث  لایه ها  نرمال سازی 
از معیار توزیع داده های ورودی می شود که موجب کاهش وابستگی 
جدول  این  طبق  شد.  خواهد  ضرایب  اولیه  مقداردهی  به  سیستم 
بالاترین دقت ممکن شده  به  ابتدایی منجر  نرمال سازی در لایه های 
درصد  است،  گرفته  بالاتر صورت  لایه های  در  نرمال سازی  هر چه  و 
از  اختلاف صحت کمتر  این  که  است. هر چند  یافته  صحت کاهش 
4 درصد است، اما می توان این کاهش درصد صحت را به دلیل تأثیر 
بیشتر لایه های ابتدایی به دلیل ارتباط مستقیم با توزیع اصلی داده ها 
دانست. با تمام این اوصاف می بایست عنوان کرد که همانند بسیاری 
از مسائل یادگیری ماشین، بهینه سازی کامل اکثر هایپر پارامترها با 
روش های  از  می بایست  و  نیست  امکان پذیر  عملًا  تحلیلی  روش های 

مبتنی بر آزمون  و خطا استفاده کرد. 
در حالت کلی شبکه های عصبی کانولوشنی نیاز به حجم بالایی 
از داده های برچسب خورده دارند. به عبارت دیگر در حالت کلی در 
یادگیری عمیق کافی است تعداد زیادی داده و زمان کافی در اختیار 
ویژگی های  بهترین  بتواند  الگوریتم  تا  داد  قرار  یادگیری  الگوریتم 
مناسب به منظور طبقه بندی با حداقل خطا را یاد بگیرد. البته همیشه 
نمی توان داده های برچسب خورده زیادی فراهم کرد و در بسیاری از 
داده های  هرچند  است.  همراه  محدودیت هایی  با  موضوع  این  موارد 
برچسب  خورده زیاد می تواند افزایش صحت را به دنبال داشته باشد، 
شدن  برخط  می تواند  و  شده  محاسبات  زمان  افزایش  به  منجر  ولی 
میان  تناسب  رو  این  از  دهد.  قرار  تحت الشعاع  را  یادگیری  الگوریتم 

 
 

 زمان تغییرات( ب) و صحت درصد تغییرات( الف) متصل، تماماً لایه هاینورون تعداد روی پیشنهادی الگوریتم حساسیت آنالیز: 9 شکل
 متصل تماماً لایه هاینورون تعداد به نسبت الگوریتم اجرای تقریبی

Fig. 9. Sensitivity analysis of the proposed algorithm in the number of fully connected layer neurons, (a) 
accuracy percentage changes and, (b) the changes of algorithm run time into the number of fully connected 

layer neurons 
  

شکل 9. آنالیز حساسیت الگوریتم پیشنهادی روی تعداد نورون های لایه تماماً متصل، )الف( تغییرات درصد صحت و )ب( تغییرات زمان تقریبی اجرای 
الگوریتم نسبت به تعداد نورون های لایه تماماً متصل

Fig. 9. Sensitivity analysis of the proposed algorithm in the number of fully connected layer neurons, (a) accuracy 
percentage changes and, (b) the changes of algorithm run time into the number of fully connected layer neurons

 
 
 
 

 های کانولوشنی معتبر و مرسومترین شبکه: مقایسه صحت و زمان اجرای شبکه کانولوشنی پیشنهادی با برخی از مهم1جدول 
Table 8. The comparison of the accuracy and run time of the proposed convolution network with some of 

the most important valid and standard convolution networks 
 

 زمان تقریبی )دقیقه( صحت )درصد( نوع
Alex Net[42] 11 1112 
VGG Net[41] 4/11 1111 

GoogLe Net[42] 2/14 411 
 11 1/11 شبکه کانولوشنی پیشنهادی

 
  

جدول 8. مقایسه صحت و زمان اجرای شبکه کانولوشنی پیشنهادی با 
برخی از مهم ترین شبکه های کانولوشنی معتبر و مرسوم

Table 8. The comparison of the accuracy and run time of 
the proposed convolution network with some of the most 

important valid and standard convolution networks

 شده توسط مقالات های معرفی: مقایسه صحت شبکه کانولوشنی پیشنهادی با سایر روش1جدول 
Table 9. The comparison of the accuracy of the proposed convolution network with other introduced 

methods by the articles 
 

 صحت )درصد( نوع
 12 [11]( 1111ماشین بردار پشتیبانی )
 4/11 [22]( 2222ماشین بردار پشتیبانی )

 11 [21]( 2211های عصبی مصنوعی )شبکه
 12 [22]( 2211یادگیری عمیق )

 1/11 شبکه کانولوشنی پیشنهادی
 
  

جدول 9. مقایسه صحت شبکه کانولوشنی پیشنهادی با سایر روش های 
معرفی  شده توسط مقالات

Table 9. The comparison of the accuracy of the proposed 
convolution network with other introduced methods by 

the articles
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تعداد داده ها و زمان اجرای برنامه و همین طور صحت مورد نظر خود 
متفاوت  می تواند  بررسی  مورد  موضوع  به  توجه  با  که  است  چالشی 
باشد. از این رو در این پژوهش با توجه به صحت مطلوب به دست آمده 
)بالای 99 درصد(، افزایش تعداد داده ها توجیه زمانی ندارد و امکان 
برخط شدن الگوریتم یادگیری را حتی در سیستم های سخت افزاری 
قوی تر کمرنگ خواهد کرد. با این حال یک آنالیز حساسیت نسبت به 
تعداد داده ها در الگوریتم پیشنهادی انجام شد که نتایج آن به صورت 
نمودارهای موجود در شکل 10 به تصویر کشیده شده است. همان طور 
که از این شکل دریافت می شود با کاهش تعداد داده ها گرچه زمان 
پیدا  کاهش  نیز  صحت  درصد  اما  می یابد،  کاهش  الگوریتم  اجرای 
می کند که خود تأییدی بر چالش تناسب میان تعداد داده، زمان اجرا 
و درصد صحت مورد انتظار است. با این وجود، حداقل تعداد 10000 

داده  منجر به دقت مناسب بالای 90 درصد و زمان تقریبی 62 دقیقه 
شده است.

5- نتیجه گیری
سطوح  از  عمدتاً  که  بتنی  ترک های  در  چندشاخگی  تشخیص 
و  عمر  طول  در  بسزایی  نقش  می توانند  می شوند  ایجاد  بالا  شدت 
مقاله  این  در  دلیل  همین  به  ایفا  کنند.  بتنی  سازه های  بر  نظارت 
عصبی  شبکه های  اساس  بر  آنها  شناسایی  برای  هوشمند  روش  یک 
کانولوشنی ارائه شد. بر طبق این روش هوشمند، تصاویر مستخرج از 
ربات پرنده Phantom4 Pro که می تواند تمام بخش های یک سازه 
بتنی را تحت پوشش هوایی خود قرار دهد، توسط یک معماری عمیق 
پیشنهادی طبقه بندی شدند. این طبقه بندی شامل دسته های تصاویر 

 هاسازی لایه: مقایسه صحت شبکه عصبی کانولوشنی پیشنهادی بر اساس نرمال12جدول 
Table 10. The comparison of the accuracy of the proposed convolutional neural network based on layer 

normalization of layers 
 

 )درصد( میانگین صحت )درصد( صحت نوع
 سازینرمال

 های ابتداییدر لایه
 1/11 سازی در دو لایه اولنرمال 21/11 11/11 سازی در لایه اولنرمال

 سازینرمال
 های انتهاییدر لایه

 2/11 سازی در دو لایه آخرنرمال 14/11 21/11 فقط در لایه آخرسازی نرمال
سازی در کل نرمال

 11/11 11/11 سازی در سه لایهنرمال شبکه

 
 

جدول 10. مقایسه صحت شبکه عصبی کانولوشنی پیشنهادی بر اساس نرمال سازی لایه ها
Table 10. The comparison of the accuracy of the proposed convolutional neural network based on layer normalization 

of layers
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 هاداده تعداد به نسبت

Fig. 10. Sensitivity analysis of the proposed algorithm in the number data, (a) accuracy percentage 
changes, (b) the changes of algorithm run time into the number data 
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تعداد داده ها

Fig. 10. Sensitivity analysis of the proposed algorithm in the number data, (a) accuracy percentage changes, (b) the 
changes of algorithm run time into the number data
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بدون ترک، تصاویر دارای ترک ساده و تصاویر دارای چندشاخگی در 
ترک بود که صحت 99/3 درصد را به همراه داشت. نقاط قوت این 
عمیق  معماری  اینکه  اول  برشمرد:  مورد  چهار  در  می توان  را  مقاله 
پیشنهادی در مقایسه با سایر معماری های عمیق از پیچیدگی بسیار 
کمتری برخوردار است و دوماً در عین سادگی منجر به صحت بالاتری 
سایر  و  پیشین  مطالعات  در  شده  معرفی  روش های  سایر  به  نسبت 
معماری های عمیق معتبر شده است. مورد سوم به زمان اجرای کمتر 
نسبت به سایر روش ها مربوط می شود. چهارمین و آخرین نقطه قوت 
این مقاله تشخیص چندشاخگی در ترک می باشد که در سایر مقالات 
کمتر مورد توجه قرار گرفته است. اگرچه با توجه به زمان اجرا، روش 
انتظار  این  اما  باشد،  مناسب  بودن  برخط  برای  نمی تواند  پیشنهادی 
تحقق  به  می تواند  قوی  از سیستم سخت افزاری  استفاده  که  می رود 
آن کمک کند. همچنین استفاده از ربات پرنده علاوه بر مزیت پوشش 
هوایی، می تواند در بررسی برخط ترک های دارای چندشاخگی و سایر 

ترک های مهم در سازه های بتنی مفید و مؤثر باشد. 
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