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ABSTRACT: Due to the excessive concern about environmental issues, researchers had to come up with 
a better solution to control the Wastewater treatment plants (WWTPs). In this research, two approaches, 
including Artificial Neural Network (ANN) and Support Vector Machine (SVM) have been used for 
modeling the effluent quality of the Tabriz Wastewater Treatment Plant. Input data of models consist of 
BODinf, CODinf, TSSinf, and PHinf of influent sewage related to Tabriz Treatment Plant which has been 
used to predict the corresponding value of BODeff, CODeff, and TSSeff concerning the treatment plant 
effluent. The daily, weekly, and monthly average data have been studied. According to the results, the 
two approaches mentioned, have the best performance in the prediction of the monthly average dataset 
of effluent parameters of Tabriz Wastewater Treatment Plant. 
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1. Introduction
Rapid urban development in residential and urban areas 

has created a heavy burden on the environment, which is often 
of less importance for economic and industrial development, 
especially in developed countries [1]. Increasing concern 
over environmental issues has encouraged researchers 
to focus their attention on the proper performance and 
control of Wastewater treatment plants (WWTPs) [2], [3]. 
Considering the number of Wastewater treatment plants and 
their importance increased day by day, the prediction and the 
analysis of the pollutant parameters based on new methods 
are necessary [4]. Operation and safe control of a Wastewater 
treatment plant can be achieved by developing a modeling 
tool in predicting the Wastewater treatment plant performance 
based on past observations of key parameters of the quality. 
The Wastewater treatment plant contains several complex 
processes such as physical, biological, and chemical processes. 
Most of these processes exhibit nonlinear behaviors which 
are difficult to describe with linear mathematical models 
[3]. Therefore, artificial intelligence techniques have been 
developed as an alternative to these mathematical models [4]. 
Due to the complexity of estimating the quality parameters of 
the treatment process and their relation, in the present study, an 
artificial neural network and support vector machine has been 
used to model the behavior of the Tabriz Wastewater treatment 

plant. In recent years, many studies have been carried out to 
assess the behavior of Wastewater Treatment Plant by using 
Artificial Intelligence methods. Hamed et al. (2004) used 
Neural network models in predicting the daily concentration 
of BODeff and SSeff parameters at Siro Wastewater Treatment 
Plant in Egypt [5]. Turkmenler and Pala (2017) developed 
Artificial Neural Network Techniques (ANN) to predict the 
BODeff of Wastewater Treatment Plant in Turkey [4]. Nourani 
et al. (2018) offered FFNN, ANFIS, SVM, MLR and Simple 
Averaging Ensemble (SAE), Weighted Averaging Ensemble 
(WAE), and Neural Network Ensemble (NNE) techniques to 
increase the performance of single models, to predict BODeff, 
CODeff, and TNeff of the Nicosia Wastewater Treatment Plant 
in Cyprus [6]. According to the high ability of Artificial 
Intelligence techniques, it is assumed that these methods 
can appropriately predict the effluent quality parameters by 
using influent quality parameters of the WWTP. According 
to the literature reviews, these approaches were mostly 
used in predicting daily average parameters and, there were 
no studies including all three types of daily, weekly, and 
monthly average. Therefore, in the present study, we compare 
the efficiency of ANN approach in simulating daily, weekly 
and monthly data on average of effluent quality parameters 
(BOD5, COD and TSS) of Tabriz Wastewater Treatment Plant.
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2. Methodology
2.1. Case study (Tabriz Wastewater treatment plant)

The Tabriz Wastewater treatment process consists of two 
primary and secondary treatment stages. The first stage is 
a physical treatment, and the latter is biological treatment 
and finally disinfection. The datasets used in this research 
included BOD5, COD, TSS, and PH parameters (daily, 
weekly and monthly) of influent of Wastewater treatment 
plant as independent parameters and BOD5, COD, and TSS 
parameters (daily, weekly and monthly) of the effluent of 
Tabriz Wastewater treatment plant as dependent parameters. 
The data collected for daily and weekly average is assembled 
from March. 2009 till Nov. 2017 and the dataset for monthly 
average is gathered from 2002 up to Nov. 2017. 75% of the 
data were obtained for the training dataset while 25% of 
the data were classified for the testing dataset. The data is 
normalized with the mapminmax command in MATLAB-
ready code. 

2.2. Artificial Neural Network
One of the most common types of ANN is Multi-Layer 

Perceptron that consists of three typical layers: (I) input layer, 
(II) hidden layer, and (III) output layer [7]. To simulate the 
effluent quality parameters of Wastewater Treatment Plant, 
a Multi-Layered Perceptron (MLP) Neural Network model 
with one hidden layer, a different number of neurons and for 
mapping the information from the input layer to the hidden 
layer of the sigmoid tangent function and for mapping 
information from the hidden layer to the output layer, the 
linear simulator was used. The Levengburg-Markovart (LM) 
algorithm was used to train Multi-Layer Perceptron Network 
and the maximum number of repetitions in the network 
training process was considered 1000. The number of neurons 
in the hidden layer is determined by trial and error to find the 
model with the lowest error value from 1 to 20 neurons.

2.3. Support Vector Machine
The SVM algorithm can be used wherever it is necessary 

to identify patterns or classify objects into specific classes. 
Unlike most neural networks, SVM networks consider the 
operational risk as to the objective function and calculate 
its optimal value instead of reducing the modeling or 
classification error [8]. To model the effluent quality of the 
Tabriz Wastewater treatment plant, RBF kernel was used.

2.4. Multiple Linear Regression
The multiple linear regression is used to model the 

relationship between descriptive and response variables by 
placing a linear formula for the observed data. According 
to this feature, the MLR method has been used in various 
environmental studies [9].

2.5. Model Performance Criteria
In this study, the most common criteria consist of 

correlation coefficient (R), determination coefficient (DC) 
[10], root mean square error (RMSE) have been used.

3. Results and discussion
3.1. Artificial neural network method

The modeling results for daily average data show that the 
ANN model in predicting BODeff performs better than CODeff 
and TSSeff according to R, RMSE, and DC values of testing 
datasets which is 0.82, 3.93, 0.676 for BODeff, 0.788, 6.206, 
0.61 for CODeff and 0.7, 3.03, 0.48 for TSSeff, respectively. 
The quality parameters obtained from the Neural Network are 
in good agreement with the observed values.

According to the values of R, RMSE, and DC of testing 
dataset of weekly average, Neural Network model in 
predicting BODeff parameter is 0.84, 3.127 and 0.703, 0.82, 
4.8 and 0.68 in predicting CODeff and 0.78, 2.69 and 0.622 
in predicting TSSeff parameter. Therefore, the performance of 
the Neural Network model in predicting BODeff is better than 
CODeff and CODeff is better than TSSeff.

The performance of the Neural Network model in 
predicting monthly BODeff, CODeff, and TSSeff parameters, 
is acceptable due to R, RMSE, and DC of testing dataset of 
monthly average which is 0.87, 2.86, and 0.76 for BODeff, 
0.859, 4.51, and 0.715 for CODeff and 0.8, 2 and 0.63 for 
TSSeff, respectively. This model in BODeff predicting has 
better performance than CODeff and in predicting CODeff 
has better performance than TSSeff. The quality parameters 
obtained from the neural network are in good agreement with 
the observed values.

3.2. Support Vector Machine method
According to the results of the Support Vector Machine 

model for daily average data, the model in predicting BODeff 
has better performance than CODeff and in predicting CODeff 
has better performance than TSSeff due to R, RMSE, and DC 
values of the testing stage which are 0.82, 3.93 and 0.676 for 
BODeff, 0.79, 6.18 and 0.617 for CODeff and 0.69, 3.06 and 
0.476 for TSSeff, respectively. 

According to R, RMSE, and DC of testing dataset 
of weekly average, the support vector machine model 
in predicting BODeff has 0.817, 3.33, and 0.66 values, in 
predicting CODeff has 0.8, 5.18, and 0.63 values and in the 
TSSeff parameter prediction has 0.78, 2.75 and 0.604 values, 
respectively. Therefore, the performance of the support vector 
machine model in predicting BODeff is better than CODeff 
and in predicting CODeff is better than TSSeff. The quality 
parameters obtained from the support vector machine are in 
good agreement with the observed values.
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The performance of the Support vector machine model 
in estimating the monthly BOD, COD, and TSS parameters 
of the effluent quality of the Wastewater treatment plant is 
acceptable according to R, RMSE, and DC values of the 
testing dataset which is 0.88, 2.8, and 0.77 for BODeff, 0.86, 
4.38 and 0.73 for CODeff and 0.79, 2.03 and 0.62 for TSSeff, 
respectively. The support vector machine model in predicting 
BODeff performs better performance than CODeff and in 
predicting CODeff performs better than TSSeff.

According to the results, ANN and SVM methods have 
good performance in predicting the effluent quality parameters 
of the Tabriz Wastewater treatment plant on a daily, weekly, 
and monthly average. Both methods in modeling monthly 
datasets are better than weekly and daily.

3.3. Multiple Linear Regression
To investigate the results of ANN and SVM methods with 

other methods, the Multiple Linear Regression method was 
used, the results show that Artificial Intelligence methods are 
superior to the mentioned method.

4. Conclusions
Artificial Intelligence techniques are an alternative to 

linear methods. In this research, the capability of Support 
Vector Machine and Artificial Neural Network methods in 
simulation of BODeff, CODeff, and TSSeff parameters of daily, 
weekly and monthly data on average of Tabriz Wastewater 
treatment plant were evaluated. According to the results, both 
methods perform the best performance in modeling the effluent 
quality parameters of Tabriz Wastewater every month. The 
superiority of Support Vector Machine model in comparison 
with Artificial Neural Network model in simulation of BODeff 
and CODeff parameters of daily and monthly average and the 
superiority of Artificial Neural Network model in comparison 
with Support Vector Machine model in simulation of BODeff, 
CODeff, and TSSeff parameters of weekly average and TSSeff 
parameter of daily and monthly average with the highest 
accuracy and least error in the testing. The MLR method was 
used to investigate the results of ANN and SVM methods 
with other methods, which shows the superiority of Artificial 
Intelligence methods over the mentioned method.
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بررسی کارآیی روش های هوش مصنوعی در پیش بینی عملکرد تصفیه  خانه فاضلاب
)مطالعه موردی: تصفیه خانه فاضلاب شهر تبریز(

محمدتقی اعلمی*1 ، نسیم حجابی1، وحید نورانی1، سید مهدی ثاقبیان2
1- دانشکده فنی و مهندسی عمران، دانشگاه تبریز، تبریز، ایران.

2- دانشکده فنی و مهندسی، دانشگاه آزاد اسلامی )واحد اهر(، اهر، ایران.

خلاصه: افزایش نگرانی در مورد مسائل زیست محیطی متخصصین را تشویق کرده است که توجه خود را روی عملکرد و 
کنترل درست تصفیه خانه های فاضلاب )WWTPS( متمرکز کنند. در مطالعه حاضر دو روش شبکه عصبی مصنوعی و 
ماشین بردار پشتیبان برای مدل سازي کیفیت پساب خروجي تصفیه خانه فاضلاب شهر تبریز مورد استفاده قرار گرفته است. 
داده های ورودی شامل پارامتر هاي BODinf، CODinf، TSSinf و PHinf فاضلاب در ورودی تصفیه خانه تبریز است که 
برای پیش بینی مقادیر متناظر مشخصه هاي BODeff، CODeff و TSSeff در پساب خروجي تصفیه خانه به کار برده 
شده است. داده ها بصورت میانگین روزانه، هفتگی و ماهانه مورد بررسی قرار گرفته است. بر طبق نتایج، هر دو روش ذکر 
شده، دارای عملکرد بهتری در مدل سازی پارامترهای کیفیت پساب خروجی تصفیه خانه تبریز به صورت ماهانه می باشد. 
مقادیر عددی معیارهای ارزیابی، R، RMSE و DC مربوط به داده های تست ماهانه برای مدل برتر روش شبکه عصبی 
به ترتیب برای BODeff 0/87، 2/86 و 0/76، برای CODeff 0/859، 4/51 و 0/715، و برای TSSeff 0/8، 2 و 0/63 
بدست آمد و مقادیر عددی معیارهای ارزیابی، R، RMSE و DC مربوط به داده های تست ماهانه برای مدل برتر روش 
 TSSeff 0/86، 4/38 و 0/73، و برای CODeff 0/88، 2/8 و 0/77، برای BODeff ماشین بردار پشتیبان به ترتیب برای

0/79، 2/03 و 0/62 بدست آمد. 
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1- مقدمه
توسعه سریع شهری در مناطق مسکونی و مناطق اطراف شهری، 
باعث ایجاد بار سنگینی بر محیط زیست شده است، که اغلب در برابر 
توسعه اقتصادی و صنعتی، به ویژه در کشورهای در حال توسعه، کم 
محیطی  زیست  مسائل  مورد  در  نگرانی  افزایش   .]1[ است  اهمیت 
و  عملکرد  روی  را  خود  توجه  که  است  کرده  تشویق  را  متخصصین 
کنترل درست تصفیه خانه های فاضلاب )1WWTPS ( متمرکز کنند 
فرآیندهای  و  تجهیزات  شامل  فاضلاب  تصفیه خانه های   .]3[ و   ]2[

1   WateWater Treatment Plants

متعددی برای تصفیه فاضلاب است که به طور کلی فعالیت های انسانی 
و فاضلاب های صنعتی را بدون خطر برای سلامت انسان و یا آسیبهای 
نامطلوب به محیط طبیعی تبدیل می کند. فاضلاب عموماً مواد آلی، 
مشخصه های   .]4[ می شود  شامل  را  زنده  موجودات  و  معدنی  مواد 
ورودی در تصفیه خانه های فاضلاب از یک تصفیه خانه به تصفیه خانه 
دیگر متفاوت و بسته به شیوه زندگی جامعه دارد ]2[ و ]3[. با توجه 
به اینکه تعداد تصفیه خانه های فاضلاب و اهمیت آن ها روز به افزایش 
مییابد، لذا پیشبینی اولیه و سپس تجزیه و تحلیل پارامترهای آلاینده 
ایمن  کنترل  و  عملیات   .]5[ است  ضروری  جدید  روشهای  براساس 
یک تصفیه خانه فاضلاب می تواند با توسعه یک ابزار مدل سازی برای 
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پیش بینی عملکرد تصفیه خانه براساس مشاهدات گذشته از پارامترهای 
کلیدی خاص کیفیت به دست آید. تصفیه خانه فاضلاب شامل چندین 
این  اغلب  پیچیده است.  بیولوژیکی و شیمیایی  فیزیکی،  فرآیندهای 
فرآیندها رفتار غیرخطی را نشان می دهند که توصیف آن با مدل های 
ریاضی،  مدل های  رایج ترین  از  یکی   .]3[ است  دشوار  ریاضی خطی 
مدل های لجن فعال   است که با استفاده از معادلات دیفرانسیلی در 
از  فعال1  لجن  مدل های  اگر چه  می شود.  استفاده  ماتریس  یک  فرم 
سال 1987 توسط 2IAWQ  )انجمن بین المللی کیفیت آب( توسعه 
یافته اند، اما این مدل ها هنوز ضعف دارند. بنابراین، تکنیک های هوش 
توسعه  ریاضی  مدل های  این  برای  جایگزینی  عنوان  به  مصنوعی3، 
مبتنی  مصنوعی   عصبی  شبکه های  پایه  بر  تکنیک ها  این  یافته اند. 
موفقیت  نتایج  و  شده   گذشته  از  شایع تر  آن ها  از  استفاده  که  است 
می تواند  مصنوعی4  شبکه های هوش   .]5[ است  آمده  به دست  آمیز 
قرار  استفاده  مورد  فاضلاب  تصفیه خانه  فرآیندهای  مدل سازی  برای 
بگیرد. این عمل به طور معمول متکی بر داده های گذشته فرآیند است 
ارزیابی  برای  پارامترهای کلیدی خاصی  فاضلاب،  در هر تصفیه خانه 
عملکرد تصفیه خانه وجود دارد که می تواند مورد استفاده قرار گیرد. 
 5BOD( این پارامترها می توانند شامل اکسیژن موردنیاز بیوشیمیایی
(، جامد معلق )6SS ( و اکسیژن موردنیاز شیمیایی )7COD ( باشد 
با پیچیدگی های  برای مقابله  ]3[. هوش مصنوعی یک رویکرد مؤثر 
فوق است ]6[. به دلیل پیچیدگی تخمین پارامترهای کیفی فرآیند 
تصفیه و ارتباط آن ها، در مطالعه حاضر از روش های هوش مصنوعی 
مانند شبکه عصبی مصنوعی و ماشین بردار پشتیبان برای مدل سازی 

رفتار تصفیه خانه فاضلاب شهر تبریز استفاده شده است.
رفتاری  بررسی  برروی  فراوانی  مطالعات  اخیر  سالهای  در 
از روشهای  با استفاده  براساس معیارهای کیفی پساب  تصفیهخانهها 
با   ،)1391( همکاران  و  ابیانه  است.  گرفته  صورت  مصنوعی  هوش 
فاضلاب  تصفیه خانه  بررسی  به  مصنوعی  عصبی  شبکه  از  استفاده 
اکباتان تهران پرداختند ]7[. متولی و همکاران )1394(، از دو مدل 
شبکه عصبی مصنوعی و شبکه عصبی بهینه شده با الگوریتم ژنتیک، 

1  Activated Sludge
2  International Association of Water Quality
3  Artificial Intelligence (AI)
4  Artificial Neural Network (ANN)
5  Biochemical Oxygen Demand
6  Suspended Solid
7  Chemical Oxygen Demand

شماره  نیمهمکانیکال  تصفیه  خانه  خروجی  پساب  کیفیت  پیش بینی 
همکاران  و  چن8   .]8[ نمودند  مطالعه  را  مشهد  در  پرکندآباد  یک 
به  را  تایوان  در  صنعتی  فاضلاب  یک  تصفیه  فرآیندهای   ،)2001(
فازی،  منطق  شامل  تلفیقی  مرحله ای  سه  تحلیلی  مدل  یک  کمک 
الگوریتم ژنتیک و شبکه های عصبی مدل سازی نمودند ]9[. اولیویرا  
آموزش  الگوریتم  با  از شبکه عصبی مصنوعی  9و همکاران )2002(، 

تصفیه خانه  در خروجی   BOD پیش بینی  برای    )BP( انتشار  پس 
فاضلاب کارخانه کاغذ در برزیل پرداختند ]10[. حامد10 و همکاران 
روزانه  غلظت  پیش بیني  براي  عصبي  شبکه  مدل هاي  از   ،)2004(
پارامتر های BOD، SS در خروجی تصفیه خانه فاضلاب در سایرو در 
مصر استفاده کردند ]11[. مجالی11 و همکاران )2007(، با استفاده 
پساب  پارامترهای  پیش بیني  به  مصنوعي  عصبي  مدل هاي شبکه  از 
خروجي تصفیه خانه دوحه با سیستم لجن فعال پرداختند ]3[. ون12 و 
همکاران )2011(، توانایي شبکه عصبی مصنوعی و سیستم استنتاج 
 SSeff و   CODeff کیفي  مشخصه هاي  مدل سازي  در  فازی  عصبی 
کردند  بررسي  را  چین  در  کاغذ  کارخانه  فاضلاب  تصفیه خانه  روزانه 
و   ANN مدل  دو  از  استفاده  با   ،)2015( همکاران  و  جو13   .]12[
SVM به پیش بینی T-N پساب خروجی تصفیه خانه فاضلاب اولسان 

به   ، ادباللی14  با فاصله زمانی یک روزه پرداختند ]13[. تومر و  کره 
از  استفاده  با  ترکیه  در  کونیا  شهر  فاضلاب  تصفیه خانه  مدل سازي 
ANN و MLR پرداختند ]14[. مانو و تالا15 )2016(، از دو مدل 

 pHبااستفاده از K-N برای ارزیابی عملکرد حذف SVM و ANN

TS، COD ،، آمونیاک ازاد، نیتروژن آمونیاک و  K-N ورودی به 

کاوور  فاضلاب  تصفیه خانه  در  مدل ها  به  ورودی  پارامترهای  عنوان 
استفاده کردند ]15[. گرانتا16 و همکاران )2017(،  واقع در منگالور 
برای ارزیابی شاخص های اصلی کیفیت فاضلاب از دو مدل رگرسیون 
بردار پشتیبان )SVR( و درخت رگرسیون)RT(  استفاده کردند، که 
هردو مدل قابلیت اطمینان بالایی داشتند. رگرسیون بردار پشتیبان، 

8 Chen
9 Oliveira
10 Hamed
11 Mjalli
12 Wan
13 Guo
14  Tumer and Edeballi
15   Manu & Thalla
16 Granata
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به  نسبت  بهتری  عملکرد   COD و     TSS، TDS پیش بینی  در 
مدل  دو  هر   ،BOD5 مورد  در  است.  داده  نشان  رگرسیون  درخت 
از  پالا1 )2017(،  و  تورکمنلر  دادند ]16[.  نشان  را  عملکرد مشابهی 
عملکرد  ارزیابي  به   )ANN( مصنوعي  عصبي  شبکه  تکنیک هاي 
تصفیه خانه فاضلاب در ترکیه و به پیش بیني BOD پساب خروجي 
از مدل های  استفاده  با  و همکاران )2018(،  ندیری2   .]5[ پرداختند 
 COD، BOD به پیش بینی پارامترهای LFL و TSFL، MFL

و TSS  در خروجی  بااستفاده از BOD، COD، TSS، PH و 

دمای ورودی تصفیه خانه فاضلاب شهر تبریز پرداختند ]17[. نورانی3  
 FFNN، ANFIS، SVM تکنیک های  از   ،)2018( همکاران  و 
و MLR برای پیش بینی روزانه پارامترهای BODeff، CODeff و 

TNeff  تصفیه خانه فاضلاب نیکوزیا در قبرس استفاده کردند. آن ها 

همچنین تکنیک های گروهی میانگین گیری ساده، وزن و شبکه عصبی 
 .]4[ دادند  قرار  استفاده  مورد  تکی  مدل های  عملکرد  افزایش  برای 
زین العابدینی و نجف زاده )2019(، دو مدل شبکه عصبی مصنوعی، 
لجن  روزانه  مقدار  پیش بینی  برای   RBF-NNو  FFBP-NN

باتوجه   .]18[ دادند  قرار  استفاده  مورد  کرمان   فاضلاب  تصفیه خانه 
به توانایی بالای هوش مصنوعی در پیش بینی عملکرد تصفیه خانه های 
فاضلاب، این فرضیه مطرح می شود که این روش ها می تواند با دقت 
با  را  فاضلاب  تصفیه خانه  پساب خروجی  کیفی  پارامترهای  مناسبی 
استفاده از پارامترهای کیفی ورودی تصفیه خانه پیش بینی کند. این 
روش ها در مطالعات قبلی، بیشتر برای پیش بینی پارامترهای میانگین 
گرفته  انجام  منابع  بررسی  به  توجه  با  و  گرفته شده اند  به کار  روزانه 
مطالعه ای که در برگیرنده ترکیب هر سه حالت میانگین روزانه، هفتگی 
و ماهانه باشد، مشاهده نگردید. از این رو در تحقیق حاضر به مقایسه و 
ارزیابی کارایی روش های ANN و SVM در شبیه سازی پارامتر های 
کیفیت پساب خروجی )BOD5 وCOD وTSS ( میانگین روزانه، 

هفتگی و ماهانه تصفیهخانه فاضلاب شهر تبریز پرداخته شده است.

2- مواد و روش ها
2-1- مطالعه موردی )تصفیه خانه فاضلاب شهر تبریز(

آن  جمعیت  افزایش  و  اخیر  دهه  چند  در  تبریز  شهر  گسترش 

1  Turkmenler and Pala
2 Nadiri
3 Nourani

مشکلاتی در دفع فاضلاب شهری به روش سنتی )از جمله چاه های 
جاذب( ایجاد نموده که مهمترین آن بالا آمدن سطح آب های زیرزمینی 
بود. همچنین مناطقی از شهر که در ارتفاعات شمالی و جنوبی قرار 
داشتند.  فاضلاب  دفع  مشکل  زمین،  کم  نفوذپذیری  علت  به  داشت 
با توجه به این مسائل طرح جمع آوری، دفع و تصفیه فاضلاب مورد 
توجه مسئولین امر قرار گرفت. فاز اول تصفیه خانه فاضلاب شهر تبریز 
توسط  به مساحت حدود 30 هکتار  زمینی  در  با ظرفیت 612000 
و  ساختمانی(  )پیمانکار  میشو  شرکت  خارجی،  و  داخلی  پیمانکاران 
سال  تیرماه  در  و  احداث  تجهیزاتی(  )پیمانکار  آلمان  واباگ  شرکت 
1380 مورد بهره برداری قرار گرفت. تصفیه خانه فاضلاب شهر تبریز در 
فاصله چهار کیلومتری غرب شهر تبریز در اراضی روستای قراملک، ضلع 
جنوبی رودخانه آجی چای و در پایین ترین نقطه شهر )کد جغرافیایی 
1334( واقع گردیده، بطوری که انتقال فاضلاب به تصفیه خانه بصورت 
فاضلاب  تصفیه خانه  به  شده  ریخته  فاضلاب  می پذیرد.  انجام  ثقلی 
میزان  به  بارانی  روزهای  در  و   1/5  s/m3 سالانه  میانگین  دارای 
حداکثر s/m3 3/8 می رسد. سیستم تصفیه خانه فاضلاب شهر تبریز 
شامل دو مرحله اولیه و ثانویه تصفیه می باشد که در مرحله اول تصفیه 
نهایت گندزدائی  بیولوژیکی و در  فیزیکی و در مرحله بعدی تصفیه 
انجام می پذیرد. فرآیند تصفیه بیولوژیکی فاضلاب از نوع لجن فعال با 
هوادهی دیفیوزری و تجهیزات هضم بی هوازی جهت تصفیه و تثبیت 
لجن تولیدی است. در شکل 1 موقعیت جغرافیایی تصفیه خانه تبریز 

نشان داده شده است.

2-1-1- داده های مورد استفاده
مجموعه داده  های مورد استفاده در این مطالعه شامل پارامترهای 
COD، TSS ،BOD5 و PH )میانگین روزانه، هفتگی و ماهانه( 

و  مستقل  پارامترهای  عنوان  به  تصفیه خانه  به  ورودی  فاضلاب 
و  هفتگی  روزانه،  )میانگین   TSS و   COD  ،BOD5 پارامترهای
عنوان  به  تبریز  شهر  فاضلاب  تصفیه خانه  از  خروجی  پساب  ماهانه( 
و  روزانه  میانگین  برای  نیاز  مورد  داده های  است.  وابسته  پارامترهای 
هفتگی از سال 1388 تا آبان 1396 و برای میانگین ماهانه از سال 
روزانه،  میانگین  برای  داده   2212 )مجموعاً   1396 آبان  تا   1381
هفتگی و ماهانه( از اطلاعات تصفیه خانه فاضلاب شهر تبریز استفاده 
داده ها  درصد   25 و  آموزش  برای  داده ها  درصد   75 که  شده است، 
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برای تست انتخاب گردیده است. داده ها با استفاده از کد آماده متلب، 
دستور mapminmax نرمال شدهاند.  مشخصات آماری پارامترهای 
تصفیه خانه فاضلاب تبریز برای داده های میانگین روزانه و هفتگی و 

ماهانه در جدول 1 نشان داده شده است. 

2-2- شبکه های عصبی مصنوعی:
دارای  که  است  اطلاعاتی  توزیعی  پردازشگر  یک    ANN

مشخصه های عملکردی خاص شبیه به شبکه های عصبی بیولوژیکی 
مغز انسان می باشد.ANN  ها مدل های ریاضی تعمیم یافته از بیولوژی 

عصبی است ]19[.
پرسپترون   ،ANN ساختار   کاربردی ترین  و  رایج ترین  از  یکی 
است: یک لایه  شامل سه لایه  معمولاً  )MLP(است که  چند لایه  
ورودی، یک یا چند لایه پنهان و یک لایه خروجی ]18[. لایه ورودی 
مجموعه ای از داده های ورودی را دریافت می کند، پردازش ویژگی ها 
در لایه های پنهان انجام می شود و لایه خروجی برای نشان دادن نتایج 
پیش بینی شده استفاده می شود ]20[. حجم مجموعه داده ها با توجه 

به متغیرهای ورودی و خروجی نقش مهمی در تعیین تعداد نورون ها 
در هر لایه و تعداد لایه های پنهان دارد ]18[ که شکل کلی آن در 
شکل 2 نشان داده شده است. ساختار معمول این شبکه از سه لایه 
ورودی، پنهان و خروجی است. تعداد نرون های موجود در لایه ورودی 
و خروجی، بستگی به نوع مسأله دارد ولی تعداد گره های لایه پنهان 

با سعی و خطا بدست می آید.
ورودی  ر  بردا  X(xij,. . . ,x2,x1,i=1,2,.. . ,n)  ،2 شکل در 
j به  iامین گره  از  اتصالی  وزن   Wij(wij,. . . ,w2j,w1j ها،( 

امین گره در لایه بعد، خروجی گره  j، yj  با محاسبه مقدار تابع f با 
توجه به نتایج ضرب درونی بردارX  و Wj و تفریق آن از bj حاصل 
می شود، جایی که bj مقدار آستانه است، که همچنین بایاس نامیده 

می شود ]19[.
برای شبیه سازی پارامترهای کیفیت پساب خروجی تصفیه خانه 
و  آموزش  به دو دسته  و  نرمال شده  داده ها  تمام مجموعه  فاضلاب، 
تست طبقه بندی شدند. از مدل شبکه عصبي پرسپترون چندلایه با 
یک لایه پنهان با تعداد نرون هاي مختلف و برای نگاشت اطلاعات از 

شکل1. موقعیت تصفیه خانه تبریز
Fig.1. The Location of Tabriz Wastewater Treatment Plant
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شکل 2. شبکه عصبی مصنوعی ]19[.
 Fig. 2. Artificial Neural Network [19]: a) The general structure of the three-layer neural networks, b) The schematic

shape of the jth node of that

2 
 

 
 و ماهانه یروزانه، هفتگ یانگینبصورت م تبریز شهر فاضلاب خانهیهتصف یپارامترها یمشخصات آمار :1 جدول

Table 1. Statistical characteristics for Daily, Weekly and Monthly Data on Average of Tabriz Wastewater 
Treatment Plant's Parameters 

 نمونه پارامتر واحد کمینه بیشینه میانگین معیار انحراف تغییرات ضریب
11/0  73/44  60/713  496 3/223  mg.l-1 BODinf 

 
 
 
روزانه میانگین  
 
 

00/0  37/43  361 090 33/709  mg.l-1 CODinf 

11/0  72/47  03/283  704 3/119  mg.l-1 TSSinf 
00/0  18/6  93/3  79/8  73/3  - PHinf 
02/0  48/0  81/27  3/48  3/17  mg.l-1 BODeff 
00/0  96/8  38/78  86 21 mg.l-1 CODeff 

00/0  78/4  20/19  3/71  8/4  mg.l-1 TSSeff 
11/0  33/46  93/714  47/440  33/247  mg.l-1 BODinf 

 
 
 
هفتگی میانگین  
 

00/0  23/41  33/361  11/020  47/410  mg.l-1 CODinf 

11/0  21/79  76/280  33/744  19/109  mg.l-1 TSSinf 
00/0  13/6  93/3  7/8  40/3  - PHinf 
01/0  83/3  84/27  63/43  80/13  mg.l-1 BODeff 
01/0  72/8  67/79  80/36  31/20  mg.l-1 CODeff 

01/0  13/4  77/19  24/76  49/0  mg.l-1 TSSeff 
11/0  04/44  87/728  1/443  33/237  mg.l-1 BODinf 

 
 
 
ماهانه میانگین  
 

02/0  07/70  74/363  39/026  13/419  mg.l-1 CODinf 

11/0  90/70  31/282  84/774  02/139  mg.l-1 TSSinf 
01/0  76/6  94/3  9/8  12/3  - PHinf 
01/0  73/3  93/24  1/41  2/18  mg.l-1 BODeff 
10/0  30/3  29/46  93/02  41/29  mg.l-1 CODeff 

01/0  20/6  73/3  49/8  93/0  mg.l-1 TSSeff 
 
0-0-  

                                                         
  یهلا سه هایشبکه یالف( ساختار کل                                                          آن از گره امینj یکشمات شکل( ب

 .[10] یمصنوع یعصب شبکه :0 شکل
Figure 2. Artificial Neural Network [19]: a) The general structure of the three-layer neural networks, b) The 

schematic shape of the jth node of that 
 

جدول 1. مشخصات آماری پارامترهای تصفیه خانه فاضلاب شهر تبریز بصورت میانگین روزانه، هفتگی و ماهانه
 Table 1. Statistical characteristics for Daily, Weekly and Monthly Data on Average of Tabriz Wastewater Treatment

Plant's Parameters
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 و ماهانه یروزانه، هفتگ یانگینبصورت م تبریز شهر فاضلاب خانهیهتصف یپارامترها یمشخصات آمار :1 جدول

Table 1. Statistical characteristics for Daily, Weekly and Monthly Data on Average of Tabriz Wastewater 
Treatment Plant's Parameters 

 نمونه پارامتر واحد کمینه بیشینه میانگین معیار انحراف تغییرات ضریب
11/0  73/44  60/713  496 3/223  mg.l-1 BODinf 

 
 
 
روزانه میانگین  
 
 

00/0  37/43  361 090 33/709  mg.l-1 CODinf 

11/0  72/47  03/283  704 3/119  mg.l-1 TSSinf 
00/0  18/6  93/3  79/8  73/3  - PHinf 
02/0  48/0  81/27  3/48  3/17  mg.l-1 BODeff 
00/0  96/8  38/78  86 21 mg.l-1 CODeff 

00/0  78/4  20/19  3/71  8/4  mg.l-1 TSSeff 
11/0  33/46  93/714  47/440  33/247  mg.l-1 BODinf 

 
 
 
هفتگی میانگین  
 

00/0  23/41  33/361  11/020  47/410  mg.l-1 CODinf 

11/0  21/79  76/280  33/744  19/109  mg.l-1 TSSinf 
00/0  13/6  93/3  7/8  40/3  - PHinf 
01/0  83/3  84/27  63/43  80/13  mg.l-1 BODeff 
01/0  72/8  67/79  80/36  31/20  mg.l-1 CODeff 

01/0  13/4  77/19  24/76  49/0  mg.l-1 TSSeff 
11/0  04/44  87/728  1/443  33/237  mg.l-1 BODinf 

 
 
 
ماهانه میانگین  
 

02/0  07/70  74/363  39/026  13/419  mg.l-1 CODinf 

11/0  90/70  31/282  84/774  02/139  mg.l-1 TSSinf 
01/0  76/6  94/3  9/8  12/3  - PHinf 
01/0  73/3  93/24  1/41  2/18  mg.l-1 BODeff 
10/0  30/3  29/46  93/02  41/29  mg.l-1 CODeff 

01/0  20/6  73/3  49/8  93/0  mg.l-1 TSSeff 
 
0-0-  

                                                         
  یهلا سه هایشبکه یالف( ساختار کل                                                          آن از گره امینj یکشمات شکل( ب

 .[10] یمصنوع یعصب شبکه :0 شکل
Figure 2. Artificial Neural Network [19]: a) The general structure of the three-layer neural networks, b) The 

schematic shape of the jth node of that 
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تانژانت سیگموئید و برای نگاشت  از تابع  لایه ورودی به لایه پنهان 
اطلاعات از لایه پنهان به لایه خروجی از تابع محرک خطی استفاده 
لونبرگ-مارکوارت  خطای  انتشار  پس  آموزش  الگوریتم  از  گردید. 
آموزش  برای  حداقل(  خطای  به  دقیق  و  سریع  همگرایی  دلیل  )به 
در  تکرارها  تعداد  حداکثر  و  استفاده  چندلایه  پرسپترون  شبکه های 
نرون هاي  تعداد  شد.  گرفته  نظر  در   1000 شبکه  یادگیری  فرآیند 
با  مدلی  یافتن  منظور  به  و  خطا  و  سعي  با  پنهان،  لایه  در  موجود 

کمترین مقدار خطا از 1 تا حداکثر 20 نرون تعیین شده است. 

2-3- ماشین بردار پشتیبان:
 1995 سال  در    1SVM اختصار  به  یا  پشتیبان  بردار  ماشین 
توسط واپنیک و کرتز2 معرفی شد ]21[. از الگوریتم SVM، در هر 
کلاس های  در  اشیاء  دسته بندی  یا  الگو  تشخیص  به  نیاز  که  جایی 
خاص باشد می توان استفاده کرد. این روش از جمله روش های نسبتاً 
جدیدی است که در سال های اخیر کارایی خوبی نسبت به روش های 
قدیمی تر برای طبقه بندی از جمله شبکه های عصبی پرسپترون نشان 
انواع شبکه های عصبی  اغلب  SVM برخلاف  داده است. شبکه های 
بجای اینکه خطای مدل سازی یا طبقه بندی را کاهش دهند، ریسک 
را  بهینه آن  تابع هدف در نظر گرفته و مقدار  به عنوان  را  عملیاتی 
محاسبه می کنند. شبکه SVM در طبقه بندی یک مجموعه داده به 
دو گروه، ریسک عدم طبقه بندی صحیح را به صورت سری کمیت های 
اما  می کند؛  محاسبه  را  آن  کمینه  مقدار  سپس  کرده،  بیان  عددی 
مقدار  کمینه کردن  برمبنای  را  مسأله  راه حل   MLP عصبی  شبکه 
محبوبیت  بتوان  به گونه ای  شاید   .]22[ می کند  ارائه  تفکیک  خطای 
کنوني روش ماشین بردار پشتیبان را با محبوبیت شبکه هاي عصبي در 
دهه گذشته مقایسه کرد. علت این قضیه نیز قابلیت استفاده این روش 
دسته   بندی   SVM کاری  مبنای  مي باشد  گوناگون  مسائل  حل  در 
خطی داده ها است و در تقسیم خطی داده ها سعی می کند خطی را 

انتخاب کند که حاشیه اطمینان بیشتری داشته باشد ]21[.
و  خطی  بردار  رگرسیون  نوع،  دو  به  می توان  را   SVM مدل 
رگرسیون بردار پشتیبانی غیرخطی تقسیم کرد. از نظر ریاضی، مدل 
تحلیلی رگرسیون بردار غیرخطی را می توان به شرح زیر توصیف کرد:

1  Support Vector Machine
2  Vapnik & Cortes

جایی که Wi و b پارامترهای تابع رگرسیون بردار خطی هستند 
و φ (Xi) تابع غیر خطی است. برای سادگی محاسبه تابع غیرخطی، 
ضرب  ایجاد  برای   ( , ) ( ( ), ( ))i j i jK x x x xϕ ϕ=< > کرنل،  تابع 
داخلی، تجزیه و تحلیل فضا و ارزیابی ویژگی فضای جداسازی به عنوان توابع 

ریاضی استفاده شده است ]13[.
شهر  فاضلاب  تصفیه خانه  خروجی  پساب  کیفیت  مدل سازی  منظور  به 
تبریز با استفاده از رگرسیون ماشین بردار پشتیبان تابع کرنل RBF استفاده 

شده است. 

2-4-رگرسیون خطی چند گانه:
متغیرهای  بین  ارتباط  مدل سازی  برای  چند گانه  خطی  رگرسیون 
داده های  برای  فرمول خطی  دادن یک  قرار  با  پاسخ  متغیر  و  توصیف کننده 
مشاهداتی استفاده می شود. به دلیل این ویژگی، از روش MLR 3 در مطالعات 

مختلف محیط زیست استفاده می شود. معادله MLR  به شرح زیر است:

 ،xn تا   x1 وابسته،  متغیر  شده  پیش بینی  مقدار   Ypre فرمول،  این  در 
کل  که  است  زمانی  در   Y مقدار   ،a0 مستقل،  کننده  پیش بینی  متغیرهای 
متغیرهای مستقل )x1 تا xn( برابر صفر باشند، a1 تا an ضرایب رگرسیون 

تخمینی و ε خطای مدل رگرسیونی را نشان می دهد ]14[.

2-5-معیارهای ارزیابی مدل ها:
پس از انجام مدل سازی با دو روش لازم است عملکرد آن ها با معیارهای 
این منظور روش های متنوعی وجود  ارزیابی قرار گیرد، برای  مناسب مورد 
محاسباتی  و  مشاهداتی  مقادیر  مقایسه  ها  روش  این  ترین  عمده  که  دارد 
مدل ها با استفاده از معیارهای ارزیابی می باشد. در این مطالعه از معیارهای 
 )DC( تبیین5  ضریب   ،)R( همبستگي4  ضریب  شامل  مهندسی  پرکاربرد 

]23[، ریشه میانگین مربعات خطاRMSE( 6( استفاده گردیده است. 

3  Multiple Linear Regression
4  Correlation Coefficient
5  Determination Coefficient
6  Root Mean Square Error

7 
 

 

(1) bXWXf
N

i
iii 



)()(
1

  

 nnpre xaxaxaaY ...22110  
 

(2) 

  

(7) 
 



 








N

i

N

i
ii

N

i
ii

yyxx

yyxx
R

1 1

22

1

)()(

))(( 

(4) 











 N

i
i

N

i
ii

xx

yx
DC

1

2

1

2

)(

)(
1 

(3) 
N

yx
RMSE

N

i
ii




 1

2)(
   

 
 

 ماهانه هفتگی، روزانه، میانگین متغیرهای همبستگی ضریب :0 جدول
Table 2. Correlation Coefficient of Daily, Weekly and Monthly Data on Average Variables 

  BODinf CODinf TSSinf PHinf 
 

روزانه میانگین  
BODeff 380/6 732/6 413/6- 278/6- 
CODeff 363/6 713/6 737/6- 269/6- 
TSSeff 32/6- 743/6- 334/6 296/6 

 
هفتگی میانگین  

BODeff 03/6 437/6 494/6- 282/6- 
CODeff 300/6 78/6 433/6- 231/6- 
TSSeff 077/6- 361/6- 01/6 709/6 

 
ماهانه میانگین  

BODeff 048/6 407/6 363/6- 231/6- 
CODeff 01/6 781/6 37/6- 243/6- 
TSSeff 330/6- 239/6- 009/6 720/6 

 
 ورودی پارامترهای ترکیب :1 جدول

Table 3. Combination of Input Parameters 
خروجی پارامتر ورودی پارامتر   

BODeff  
BODinf  CODeff 

TSSeff 
BODeff  

BODinf - CODinf 
 

CODeff 
TSSeff 
BODeff  

BODinf - TSSinf 
 

CODeff 
TSSeff 
BODeff  

BODinf - CODinf - TSSinf 
 

CODeff 
TSSeff 
BODeff  

BODinf - CODinf - TSSinf - PHinf 
 

CODeff 
TSSeff 

)1(
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Table 3. Combination of Input Parameters 
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نتایج  به  مربوط  داده هاي  ترتیب  به   x و  y  , xi, yi  روابط این  در 
مدل، داده هاي مشاهداتي، میانگین داده هاي مربوط به نتایج مدل و میانگین 
داده هاي مشاهداتي است. مدلی بهترین نتیجه را خواهد داشت که برای دو 
مقداری   RMSE معیار  برای  و  یک  به  نزدیک  مقداری    DC و   R معیار 

نزدیک به صفر )mg/L( را به همراه داشته باشد.

3- نتایج و بحث:
بین  همبستگی  ضریب  تحلیل  مدل سازی  از  مرحله  اولین 
پارامترهای ورودی و خروجی و تعیین مناسب ترین ترکیب پارامترهای 
ورودی برای مدل ها می باشد. در جدول  2 و جدول 3 به ترتیب ضریب 
 همبستگی متغیرها برای مجموعه داده های میانگین  روزانه، هفتگی، 
پارامترهای  پیش بینی  برای  ورودی  پارامترهای  ترکیب  و  ماهانه 
کیفیت پساب خروجی تصفیه خانه نشان داده شده است. برای انجام 
مدل سازی بااستفاده از دو روش ANN و SVM، داده ها به دو بخش 
نتایج  مقایسه  از  بعد  شدند.  تقسیم   )25%( تست  و   )75%( آموزش 
ترکیب پارامترهای ورودی در هر بخش نتایج بهترین ترکیب ورودی 

نشان داده شده است.

3-1- روش شبکه عصبی مصنوعی:
پارامترهای  تخمین  در  مصنوعی  عصبی  شبکه  مدل  عملکرد 

در  تبریز  شهر  فاضلاب  تصفیه خانه  خروجی  پساب  روزانه  میانگین 
جدول 4 نشان داده شده است. بر طبق این جدول، ساختار مناسب 
برای مدل سازی BODeff، CODeff و TSSeff، به ترتیب )13-1-

4(، )1-8-4( و )1-18-4( است. عدد اول از سمت چپ، نشانگر تعداد 
پارامترهای ورودی، عدد دوم، نشانگر تعداد نرون ها در لایه پنهان و 
حاکی  جدول  این  نتایج  می باشد.  خروجی  تعداد  نشانگر  سوم،  عدد 
BODeff پارامتر   این است که مدل شبکه عصبی در پیش بینی  از 

عملکرد بهتری نسبت به CODeff و در پیش بینی CODeff عملکرد 
 DC و   R، RMSE مقادیر  به  بنا  را   TSSeff به  نسبت  بهتری 
مرحله تست که برای BODeff به ترتیب دارای مقادیر 0/82، 3/93 
و 0/676، برای CODeff به ترتیب دارای مقادیر 0/788، 6/206 و 
 0/48 و   3/03  ،0/7 مقادیر  دارای  ترتیب  TSSeffبه  برای   و   0/61
 TSS و   BOD، COD پارامترهای پراکنش  نمودارهای  می باشد. 

جدول 2. ضریب همبستگی متغیرهای میانگین روزانه، هفتگی، ماهانه
Table 2. Correlation Coefficient of Daily, Weekly and Monthly Data on Average Variables
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شده  داده  نشان  تبریز  تصفیه خانه  خروجی  پساب  هفتگی  میانگین 
این جدول ساختار )1-6-4(، )1-10-4( و )1-14-4( برای  بنابه  و 
مدل سازی BODeff، CODeff و TSSeff، به ترتیب مورد استفاده 
قرار گرفته است. مطابق این جدول، R، RMSE و DC مرحله تست 
BODeffدارای  پارامتر   به ترتیب در پیش بینی  مدل شبکه عصبی 

برای  مصنوعی  عصبی  شبکه  مدل  تست  مرحله  خروجی  پساب 
داده های میانگین روزانه در شکل 3 نشان داده شده است. همان طور 
شبکه  از  آمده  بدست  کیفی  پارامترهای  پیداست،  هم  شکل  در  که 

عصبی در همخوانی مناسبی با مقادیر مشاهداتی دارند.
پارامترهای  تخمین  در  در جدول 5 عملکرد مدل شبکه عصبی 

شکل 3. نمودار پراکنش مدل شبکه عصبی برای داده های تست میانگین روزانه
Fig. 3. Distribution Plots of Neural Network Model for Testing Dataset of Daily Average
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 روزانه میانگین یپارامترها سازییهشب یبرا یمصنوع یشبکه عصب یجنتا :1 جدول

Table 4. Artificial Neural Network Results in Simulating Daily Average Parameters 
 خروجی ورودی ساختار آموزش تست

 میانگین
 روزانه

DC RMSE R DC RMSE R 

626/0  97/7  82/6  09/6  31/7  87/6  4-17-1  BODinf - CODinf - TSSinf - PHinf BODeff 

61/0  260/0  388/6  077/6  17/3  393/6  4-8-1 BODinf - CODinf - TSSinf - PHinf CODeff 

10/0  67/7  3/6  34/6  7 37/6  4-18-1 BODinf - CODinf - TSSinf - PHinf TSSeff 
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CODeff پارامتر   پیش بینی  در   ،0/703 و   3/127  ،0/84 مقادیر 
TSSeff پارامتر   دارای مقادیر 0/82، 4/8 و 0/68 و در پیش بینی 

دارای مقادیر 0/78، 2/69 و 0/622 است. بنابه این مقادیر عملکرد 

مدل شبکه عصبی در پیش  بینی پارامتر  BODeffعملکرد بهتری 
نسبت به CODeff و در پیش بینی CODeff عملکرد بهتری نسبت به 
TSSeff را دارا می باشد. در شکل 4 نمودارهای پراکنش پارامترهای 

خروجی مرحله تست مدل شبکه عصبی   TSS و   BOD، COD

مصنوعی برای داده های هفتگی نشان داده شده است. 
عملکرد مدل شبکه عصبی مصنوعی در جدول 6 برای پارامترهای 
 R، RMSE ماهانه پساب خروجی تصفیه خانه فاضلاب بنابه مقادیر
 BODeff، ،  CODef مرحله تست در پیش بینی پارامترهای DC و

و TSSeff نشان داده شده است. طبق این جدول، عملکرد مدل شبکه 

جدول 5. نتایج شبکه عصبی مصنوعی برای شبیه سازی پارامترهای میانگین هفتگی
Table 5. Artificial Neural Networks Results in Simulating Weekly Average Parameters
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 هفتگی میانگین یپارامترها سازییهشب یبرا یمصنوع یشبکه عصب یجنتا :1 جدول

Table 5. Artificial Neural Networks Results in Simulating Weekly Average Parameters 
 خروجی ورودی ساختار آموزش تست

 میانگین
 هفتگی

DC RMSE R DC RMSE R 

201/0  123/7  84/6  808/6  143/2  97/6  4-0-1  BODinf - CODinf - TSSinf - PHinf BODeff 

60/0  8/4  82/6  87/6  70/7  91/6  4-16-1 BODinf - CODinf - TSSinf - PHinf CODeff 

600/0  09/2  38/6  020/6  48/2  39/6  4-14-1 BODinf - CODinf - TSSinf - PHinf TSSeff 
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 ماهانه میانگین یپارامترها سازییهشب یبرا یمصنوع یشبکه عصب یجنتا :6 جدول
Table 6. Artificial Neural Network Results in Simulating Monthly Average Parameters 

 خروجی ورودی ساختار آموزش تست

 میانگین
 ماهانه

DC RMSE R DC RMSE R 

26/0  80/2  83/6  38/6  42/2  88/6  4-16-1  BODinf - CODinf - TSSinf - PHinf 
 BODeff 

211/0  31/4  839/6  30/6  32/7  838/6  4-18-1 BODinf - CODinf - TSSinf 
 CODeff 

61/0  2 8/6  370/6  91/1  838/6  4-11-1 BODinf - CODinf - TSSinf 
 TSSeff 
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 TSSeff و   BODeff ، CODeff پارامترهای  پیش بینی  در  عصبی 
ماهانه تصفیه خانه فاضلاب به ترتیب با ترکیب 4، 3 و 3 پارامتر ورودی 
و 11  ترتیب، 10، 18  به  نیز  پنهان  نرون های لایه  تعداد  و  مناسب 
می باشد. نتایج این جدول حاکی از آن است که، مدل شبکه عصبی در 
پیش  بینی پارامتر  BODeffعملکرد بهتری نسبت به CODeff و در 
پیش بینی CODeff  عملکرد بهتری نسبت به TSSeff دارا می باشد. 

پساب   TSS و   BOD، COD پارامترهای  پراکنش  نمودارهای 
داده های  برای  مصنوعی  عصبی  شبکه  مدل  تست  مرحله  خروجی 
ماهانه در شکل 5 نشان داده شده است. پارامترهای کیفی بدست آمده 
از شبکه عصبی از همخوانی مناسبی با مقادیر مشاهداتی برخوردارند.

3-2-روش ماشین بردار پشتیبان:

جدول 6. نتایج شبکه عصبی مصنوعی برای شبیه سازی پارامترهای میانگین ماهانه
Table 6. Artificial Neural Network Results in Simulating Monthly Average Parameters
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 روزانه میانگین یپارامترها سازییهشب یبرا یبانبردار پشت ینماش یجنتا :2 جدول
Table 7. Support Vector Machine Results in Simulating Daily Average Parameters 
 خروجی ورودی آموزش تست

 میانگین
 روزانه

DC RMSE R DC RMSE R 

626/0  97/7  82/6  361/6  40/7  878/6  BODinf - CODinf - TSSinf - PHinf BODeff 

612/0  18/0  39/6  04/6  60/3  862/6  BODinf - CODinf - TSSinf - PHinf CODeff 

126/0  60/7  09/6  01/6  30/2  38/6  BODinf - CODinf - TSSinf - PHinf TSSeff 
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 TSS و COD و BOD در این بخش شبیه سازی پارامترهای
مدل  از  بااستفاده  تبریز  شهر  فاضلاب  تصفیه خانه  خروجی  پساب 
SVM تابع کرنل پایه شعاعی )RBF( در جدول 7 برای پارامترهای 

میانگین روزانه، در جدول 8 برای پارامترهای میانگین هفتگی و در 
گرفته  قرار  بررسی  مورد  ماهانه  میانگین  پارامترهای  برای   9 جدول 

است.

طبق جدول 7 عملکرد مدل ماشین بردار پشتیبان در پیش بینی 
تصفیه خانه  خروجی  پساب   TSS و   BOD ، COD پارامترهای 
فاضلاب با ترکیب   4 پارامتر ورودی مناسب می باشد. طبق این جدول، 
مدل ماشین بردار پشتیبان در پیش بینی پارامتر  BODeff عملکرد 
بهتری نسبت به CODeff و در پیش بینی CODeff  عملکرد بهتری 
نسبت به TSSeff را بنابه مقادیر R، RMSE و DC مرحله تست 

جدول 7. نتایج ماشین بردار پشتیبان برای شبیه سازی پارامترهای میانگین روزانه
Table 7. Support Vector Machine Results in Simulating Daily Average Parameters
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 هفتگی میانگین یپارامترها سازییهشب یبرا یبانبردار پشت ینماش یجنتا :0 جدول

Table 8. Support Vector Machine Results in Simulating Weekly Average Parameters 
  خروجی ورودی آموزش تست

 میانگین
 هفتگی

DC RMSE R DC RMSE R 

66/0  77/7  813/6  969/6  33/1  93/6  BODinf - CODinf - TSSinf - PHinf BODeff 

61/0  18/3  8/6  828/6  41/7  917/6  BODinf - CODinf - TSSinf - PHinf CODeff 

601/0  33/2  38/6  39/6  83/1  89/6  BODinf - CODinf - TSSinf - PHinf TSSeff 
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 ،0/676 و   3/93  ،0/82 مقادیر  دارای  ترتیب  به   BODeff برای  که 
برای  CODeffبه ترتیب دارای مقادیر 0/79، 6/18 و 0/617 و برای  
TSSeffبه ترتیب دارای مقادیر 0/69، 3/06 و 0/476 می باشد. باتوجه 

و   BOD، COD پارامترهای  پراکنش  نمودارهای  که   6 شکل  به 
TSS پساب خروجی مرحله تست مدل ماشین بردار پشتیبان برای 

کیفی  پارامترهای  است،  شده  داده  نشان  روزانه  میانگین  داده های 

بدست آمده از ماشین بردار پشتیبان از همخوانی مناسبی با مقادیر 
مشاهداتی برخوردارند.

تخمین  در   8 جدول  در  پشتیبان  بردار  ماشین  مدل  عملکرد 
ورودی   4 ترکیب  با  فاضلاب  تصفیه خانه  پساب خروجی  پارامترهای 
مرحله   DC و   R، RMSE ،جدول این  مطابق  است.  قبول  مورد 
پارامتر   پیش بینی  در  ترتیب  به  پشتیبان  بردار  ماشین  مدل  تست 

جدول 8. نتایج ماشین بردار پشتیبان برای شبیه سازی پارامترهای میانگین هفتگی
Table 8. Support Vector Machine Results in Simulating Weekly Average Parameters
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Table 9. Support Vector Machine Results in Simulating Monthly Average Parameters 
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 میانگین
 ماهانه
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BODeffدارای مقادیر 0/817، 3/33 و 0/66، در پیش بینی پارامتر  

پارامتر   پیش بینی  در  و   0/63 و   5/18  ،0/8 مقادیر  CODeffدارای 

TSSeffدارای مقادیر 0/78، 2/75 و 0/604 است. بنابه این مقادیر 

BODeff  عملکرد مدل ماشین بردار پشتیبان در پیش بینی پارامتر
 CODeff پیش بینی  در  و   CODeff به  نسبت  بهتری  عملکرد 

عملکرد بهتری نسبت به TSSeff را دارا می باشد. پارامترهای کیفی 

بدست آمده از ماشین بردار پشتیبان در همخوانی مناسبی با مقادیر 
مشاهداتی دارند. نمودارهای پراکنش پارامترهای BOD، COD و 
TSS پساب خروجی مرحله تست مدل ماشین بردار پشتیبان برای 

داده های هفتگی در شکل 7 نشان داده شده است. 
مطابق جدول 9 عملکرد مدل ماشین بردار پشتیبان در تخمین 
خانه  تصفیه  پساب خروجی   TSS و   BOD ، COD پارامترهای 

جدول 9. نتایج ماشین بردار پشتیبان برای شبیه سازی پارامترهای میانگین ماهانه
Table 9. Support Vector Machine Results in Simulating Monthly Average Parameters
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 هفتگی میانگین یپارامترها سازییهشب یبرا گانهچند یخط یونرگرس یجنتا :11 جدول

Table 11. Multiple Linear Regression Results in Simulating Weekly Average Parameters 
 خروجی ورودی آموزش تست

 میانگین
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DC RMSE R DC RMSE R 

11/0  00/4  39/6  31/6  12/4  31/6  BODinf - CODinf - TSSinf - PHinf BODeff 

011/0  468/3  368/6  42/6  208/0  048/6  BODinf - CODinf - TSSinf - PHinf CODeff 

11/0  90/2  348/6  43/6  93/2  09/6  BODinf - CODinf - TSSinf - PHinf TSSeff 
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با ترکیب 4 ورودی، 4 ورودی و 3 ورودی مورد  ترتیب  به  فاضلاب 
مقادیر   به  بنا  که،  است  آن  از  حاکی  جدول  این  نتایج  است.  قبول 
پیش بینی  در  پشتیبان  بردار  ماشین  مدل   ،DC و   R، RMSE

پارامتر  BODeffعملکرد بهتری نسبت به CODeff و در پیش بینی 
دارا می باشد. مطابق  را   TSSeff به  بهتری نسبت  CODeff عملکرد 

از ماشین بردار پشتیبان در  پارامترهای کیفی بدست آمده  شکل 8 
همخوانی مناسبی با مقادیر مشاهداتی دارند. در این شکل نمودارهای 
پراکنش پارامترهای BOD، COD و TSS پساب خروجی مرحله 
داده  نشان  ماهانه  داده های  برای  پشتیبان  بردار  ماشین  مدل  تست 

شده است. 
از   SVM و   ANN روش های  آمده،  بدست  نتایج  به  توجه  با 
خروجی  پساب  کیفیت  پارامترهای  پیش بینی  در  خوبی  عملکرد 
هفتگی  روزانه،  میانگین  بصورت  تبریز  شهر  فاضلاب  تصفیه خانه 
مدل سازی  در  شده،  ذکر  روش  دو  هر  هستند.  برخوردار  ماهانه  و 
پارامترهای کیفیت پساب خروجی تصفیه خانه تبریز به صورت ماهانه 

دارای عملکرد بهتری نسبت به هفتگی و روزانه می باشند.

3-3- روش رگرسیون خطی چند گانه:
به منظور بررسی نتایج حاصل از روش های ANN و SVM با 
روش های دیگر، از روش رگرسیون خطی چند گانه استفاده شد، که 
نتایج بدست آمده حاکی از برتری روش های هوش مصنوعی بر روش 
مذکور می باشد و در جداول 10 تا 12 نتایج حاصل از MLR برای 
پیش بینی پارامترهای پساب خروجی تصفیه خانه فاضلاب شهر تبریز 
ارائه شده است که با توجه به مقادیر R، RMSE و DC برتری دو 

روش ANN و SVM بر روش MLR نشان داده شده است.

4- نتیجه گیری :

استفاده از تکنیک های هوش مصنوعی جایگزینی برای روش های 
خطی است. در این مطالعه از روش های هوشمند شبکه عصبی مصنوعی 
خروجی  پساب  کیفیت  پیش بینی  برای  پشتیبان  بردار  ماشین  و 
تصفیه خانه شهر تبریز استفاده و نتایج کلی به صورت زیر مدل سازی 
گردید. در این مطالعه قابلیت مدل های ماشین بردار پشتیبان و شبکه 
 BODeff، CODeff پارامترهای  شبیه سازی  در  مصنوعی  عصبی 
بصورت  تبریز  شهر  فاضلاب  تصفیه خانه  خروجی  پساب   TSSeff و 

میانگین روزانه، هفتگی و ماهانه مورد بررسی قرار گرفت. بنا به نتایج 
بدست آمده، هر دو روش ذکر شده، دارای عملکرد بهتری در مدل سازی 
پارامترهای کیفیت پساب خروجی تصفیه خانه تبریز به صورت ماهانه 
می باشند. نتایج عددی شامل مقادیر R، RMSE و DC مربوط به 
ترتیب  به  برتر روش شبکه عصبی  برای مدل  ماهانه  داده های تست 
برای BODeff، 0/87، 2/86 و 0/76، برای CODeff، 0/859، 4/51 و 
 R، ،0/8، 2 و 0/63 بدست آمد و نتایج عددی ،TSSeff 0/715، برای
RMSE و DC مربوط به داده های تست ماهانه برای مدل برتر روش 

ماشین بردار پشتیبان به ترتیب برای BODeff، 0/88، 2/8 و 0/77، 
 2/03  ،0/79  ،TSSeff برای   ،0/73 و   4/38  ،0/86  ،CODeff برای 
قابلیت مدل های  بررسی  بر  نتایج حاصل علاوه  آمد.  بدست  و 0/62 
بردار  ماشین  مدل  نسبی  برتری  شبیه سازی،  در   ANN و  SVM

شبیه سازی  در  مصنوعی  عصبی  شبکه  مدل  با  مقایسه  در  پشتیبان 
BODeff و CODeff میانگین روزانه و ماهانه، همچنین برتری نسبی 

مدل شبکه عصبی مصنوعی در مقایسه با مدل ماشین بردار پشتیبان 
 TSSeff و  هفتگی   TSSeff و   BODeff، CODeff شبیه سازی  در 
میانگین روزانه و ماهانه را با بیشترین دقت و کمترین خطا در مرحله 
تست به همراه داشته است. به منظور بررسی نتایج حاصل از روش های 
ANN و SVM با روش های دیگر، از روش MLR استفاده شد، که 

نتایج بدست آمده حاکی از برتری روش های هوش مصنوعی بر روش 
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